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Streszczenie

Odkrywanie wiedzy w bazach danych jest trudnym i bardzo interesuj ˛acym zagadnie-
niem. Omówione zostały formy reprezentacji wiedzy, neuronowe metody ekstrakcji
reguł logicznych znane z literatury, rola zmiennych lingwistycznych, a tak˙ze optyma-
lizacja i rozmywanie reguł logicznych.

1 WPROWADZENIE

Problem odkrywania wiedzy w ró˙znego rodzaju bazach danych, nazywany równie˙z dogłębną ana-
lizą danych lub dr ˛ażeniem danych (data mining), staje si˛e aktualnie cz˛estym przedmiotem badań
ośrodków naukowych zajmuj ˛acych się sztuczn ˛a inteligencj ˛a. Istnieje bardzo wiele ró˙znych spo-
sobów podej́scia do tego problemu i wiele ró˙znych systemów, które s ˛a używane do takich badań.
Oryginalnósć niektórych podej́sć sprawia, ˙ze bardzo trudno jest ocenić ich możliwości, gdyż nie
można porównác otrzymanych za pomoc ˛a tych metod wyników z innymi.

Przykładem problemów precyzyjnie zdefiniowanych, które pozwalaj ˛a porównác możliwości
różnych metod s ˛a problemy klasyfikacji danych. Nale˙zy w nich nie tylko przypisywác nieznanym
obiektom klasy z jak najwi˛eksz ˛a poprawnóscią, lecz równie˙z w jakiś sposób uzasadnić podejmo-
waną decyzję. Pozwala to na odkrycie tej cz˛ésci wiedzy ekspertów, która miała najwi˛ekszy wpływ
na podejmowane decyzje pomimo tego, ˙ze często sami eksperci nie s ˛a w stanie przedstawić po-
dobnego uzasadnienia swojej diagnozy. Odkrywanie wiedzy w danych dla problemów klasyfikacji
może też polegác na wyszukiwaniu tych cech, które najlepiej odró˙zniają od siebie ró˙zne klasy. Na
przykład w medycynie bardzo istotnym jest (zarówno z punktu widzenia czasu dochodzenia do
właściwej diagnozy jak i koniecznych do poniesienia nakładów finansowych) kierowanie pacjen-
tów na te badania, które potrafi ˛a jak najszybciej, najtrafniej, najtaniej i mo˙zliwie bezinwazyjnie
doprowadzíc do włásciwej diagnozy.

Poniżej przedstawiono formy reprezentacji wiedzy poszukiwanej w bazach danych i dokonano
krótkiego przegl ˛adu neuronowych metod, stosowanych do ekstrakcji reguł logicznych. Nast˛epnie
omówiono wprowadzone przez nas kontekstowe zmienne lingwistyczne i dwie metody szukania
reguł logicznych za pomoc ˛a typowych perceptronów wielowarstwowych. Optymalizacja i rozmy-
wanie tak otrzymanych reguł stanowi temat kolejnych rozdziałów. Na zakończenie przedstawiono
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przykładowe zastosowanie tych metod i dyskusj˛e perspektyw tego typu podejścia do odkrywania
wiedzy w bazach danych.

2 RÓŻNE FORMY REPREZENTACJI WIEDZY

Wiedzę odkrytą w danych mo˙zna przedstawić na wiele ró˙znych sposobów. Od tego, jakiej for-
my reprezentacji wiedzy potrzebujemy, b˛edzie w du˙zym stopniu zale˙zało jakiego typu systemów
użyjemy. Najbardziej celowym wydaje si˛e szukanie reguł logicznych opisuj ˛acych dane. Istniej ˛a
różne typy reguł logicznych, a najbardziej zrozumiałe dla człowieka wydaj ˛a się býc reguły lo-
giki klasycznej pierwszego rz˛edu. Reguły rozmyte [Halgamuge i Glesner, 1994, Hayashi, 1991,
Kasabov et al, 1998, Nauck et al, 1996,Żurada i Łozowski, 1996] s ˛a często zbyt liczne, by mogły
być łatwo zrozumiane przez człowieka, a i sama „rozmytość" reguł nie zawsze jest intuicyjnie
zrozumiała.

W niektórych przypadkach warto jest u˙zyć reguł w formieM-of-N [Towell i Shavlik, 1993]
tzn. takich, których przesłanki zawieraj ˛a zdania typu „M spośród N podanych warunków jest speł-
nionych". Takie reguły potrafi ˛a znacznie upróscíc zapis, przy czym pozostaj ˛a dósć łatwe w inter-
pretacji.

Oczywíscie reprezentacja koncepcji w postaci reguł logicznych jest jedynie najprostsz ˛a formą
reprezentacji wiedzy. W bardziej zło˙zonych przypadkach dobra klasyfikacja w oparciu o podane
cechy mo˙ze nie býc możliwa - należy wówczas poszukać przydatnych cech, zredukować ich licz-
bę stosuj ˛ac analizę czynników głównych lub niezale˙znych, lub znale´zć nieliniowe transformacje
prowadz ˛ace do u˙zytecznych cech. Zakładamy tutaj, ˙ze problem opisany jest w wektorowej prze-
strzeni cech w taki sposób, ˙ze poddaje si˛e klasyfikacji za pomoc ˛a sieci neuronowych lub innych
systemów.

3 EKSTRAKCJA REGUŁ LOGICZNYCH

Problem ekstrakcji reguł logicznych z danych lub z sieci neuronowych rozwi ˛azác można na wiele
sposobów. Opracowano taksonomi˛e neuronowych algorytmów ekstrakcji reguł [Tickle et al, 1998],
która charakteryzuje je ze wzgl˛edu na rodzaj reguł, jakość generowanych reguł (dokładność kla-
syfikacji, liczbę, zwartósć), czytelnósć reguł, złożonósć algorytmu ekstrakcji, czy sposób analizy
sieci neuronowej. Do tej taksonomii warto jeszcze dodać sposób u˙zycia zmiennych lingwistycz-
nych, koniecznych do sformułowania reguł.

W najprostszym przypadku sygnały wejściowe i wyj́sciowe wszystkich neuronów w sieci s ˛a
binarne. Wówczas po wytrenowaniu sieci mo˙zna z niej z łatwóscią „wyczytác” zestaw reguł: wy-
starczy sprawdzić wyjście dla wszystkich mo˙zliwych kombinacji wej́sć tworząc dla ka˙zdej z nich
po jednej regule. Przy zało˙zeniu,że dana cecha mo˙ze się pojawiác w regule wprost, pojawiác się
zanegowana albo w ogóle nie pojawiać się dlan binarnych cech mamy do sprawdzenia 3n różnych
reguł. Ze wzrostemn to zadanie szybko mo˙ze się okazác zbyt kosztowne obliczeniowo, wi˛ec czę-
sto szuka si˛e metod ograniczania przestrzeni poszukiwań. Można na przykład ograniczyć liczbę
przesłanek, które mog ˛a się pojawiác w regule. Saito i Nakano [Saito i nakano, 1988] ograniczaj ˛a
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głębokósć drzewa przeszukiwań pozwalaj ˛ac tylko na takie kombinacje literałów, które wyst˛epowa-
ły w danych treningowych. Wad˛e takiego rozwi ˛azania, polegaj ˛acą na akceptowaniu zbyt ogólnych
reguł, wyeliminował Gallant [Gallant, 1993], zaw˛eżając reguły przez dokładanie cech w nich nie
występujących i sprawdzanie ich wszystkich mo˙zliwych wartósci.

VIA (ang. Validity Interval Analysis) jest systemem opracowanym przez Thurna [Thrun, 1995]
operującym na przedziałach walidacyjnych, które przedstawiaj ˛a zakresy maksymalnych wzbudzeń
neuronów. Mo˙zna ich szukác standardowymi metodami programowania liniowego, mo˙zna też kon-
struowác sieci neuronowe, w których s ˛a one propagowane w przód lub wstecz.

Powyższe metody s ˛a przykładami metod globalnych tzn. analizuj ˛acych jednoczésnie wyj́scia
dla całej sieci i dla wszystkich próbek danych. Metody lokalne analizuj ˛a fragmenty sieci (cz˛esto
pojedyncze neurony ukryte) w poszukiwaniu reguł opisuj ˛acych ich zachowanie. Wykorzystywane
tutaj sieci używają sigmoidalnych albo zlokalizowanych funkcji transferu. Reguły opisuj ˛ace dzia-
łanie całej sieci s ˛a tworzone jako stosowne kombinacje reguł odpowiadaj ˛acych poszczególnym
węzłom.

Lokalne metody ekstrakcji reguł były przedstawiane m.in. przez Lin Min Fu [Fu, 1991, Fu, 1993,
Fu, 1994a, Fu, 1994b] oraz Gallanta [Gallant, 1993]. Podobnie jak w przypadku metod globalnych
można tutaj ograniczác głębokósć szukania (Sethi i Yoo [Sethi i Yoo, 1994]). Towell i Shavlik w
algorytmieSubsetużywają heurystyki polegaj ˛acej na analizowaniu wag w porz ˛adku malej ˛acym,
przez co najpierw znajduje si˛e najbardziej ogólne reguły, a potem coraz bardziej szczegółowe.
Hayashi [Hayashi, 1991] opracował wersj˛e tej metody generuj ˛acą reguły rozmyte.

Towell i Shavlik [Towell i Shavlik, 1993] przedstawili algorytm ucz ˛acy siéc neuronow ˛a tak, by
łatwo było wygenerowác z niej zestaw reguł typu M-of-N. Zbieraj ˛a oni w grupy poł ˛aczenia ze
zbliżonymi do siebie wagami i zast˛epują te wagiśrednimi wartósciami dla całej grupy, eliminuj ˛ac
przy tym niepotrzebne wagi. Ka˙zda z grup mo˙ze býc opisana przez jedn ˛a przesłank˛e typu M-of-
N. Do tego typu metody dodać można stosown ˛a modyfikację wag po porównaniu wektora wag z
wektorami wzorcowymi (odpowiadaj ˛acymi wzorcowym regułom) [McMillan et al, 1992]. Metoda
RuleNetrównież wykorzystuje takie wzorce i potrafi wyszukiwać najlepsze reguły typu M-of-N w
O(n2) kroków i najlepsze zbiory zagnie˙zdżonych reguł wO(n3) kroków [Alexander i Mozer, 1995].
Ta metoda operuje jednak tylko na danych dyskretnych, a wi˛ec cechy o wartósciach ci ˛agłych mu-
szą býc najpierw zdyskretyzowane.

Rule Extraction As Learning(REAL) jest ogóln ˛a technik ˛a stopniowego budowania zestawu
reguł zaprezentowan ˛a przez Cravena i Shavlika [Craven i Shavlik, 1994]. Dla nowego przypad-
ku, który jest błędnie klasyfikowany przez dotychczasowy zestaw reguł tworzy si˛e nową regułę
i sprawdza wiernósć powiększonego zestawu z odpowiedziami z sieci neuronowej. Na podobnej
zasadzie działa systemRULEENG[Andrews et al, 1995, Pop et al, 1996].

W metodzieBRAINNE[Sestito i Dillon, 1994] siéc omwejściach in wyjściach jest przekształ-
cana w siéc om+n wejściach in wyjściach i ponownie trenowana. Wejścia dla których wagi nieco
się zmieniaj ˛a po restrukturyzacji sieci s ˛a najbardziej istotnymi i s ˛a wykorzystywane do budowania
reguł.

Podejmowano tak˙ze próby ekstrakcji reguł logicznych poprzez samoorganizuj ˛ace się modele
typu ART [Healy i Caudell, 1997] i rozmyte ARTMAP [Tan, 1994]. Te ostatnie daj ˛a dodatkowo
współczynniki pewnósci dla reguł. Prostsze architektury samoorganizuj ˛ace się były także uży-
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wane dla celów ekstrakcji reguł [Ultsch, 1993], ale dawały raczej mierne wyniki w problemach
klasyfikacyjnych.

AlgorytmDEDEC[Andrews et al, 1995, Tickle et al, 1994] generuje reguły szukaj ˛ac minimal-
nego zestawu cech wystarczaj ˛acego z punktu widzenia sieci neuronowej do rozró˙znienia zadanego
wzorca od innych. Nowy zbiór danych treningowych jest generowany przez zast˛epowanie orygi-
nalnych przypadków całymi grupami, a wejścia s ˛a uporz ˛adkowane wg. ich wpływu na klasyfikacj˛e.
Tylko najważniejsze wej́scia bior ˛a udział w tworzeniu reguł, znajdowanych metodami sprawdzania
różnych kombinacji wej́sciowych.

Sieci neuronowe oparte o separowalne zlokalizowane funkcje transferu s ˛a równowa˙zne syste-
mom logiki rozmytej [Jang i Sun, 1993] jako, ˙ze funkcja transferu ka˙zdego węzła może býc wprost
zapisana w j˛ezyku logiki rozmytej. Ogóln ˛a propozycję systemu neurorozmytego opartego o sepa-
rowalne funkcje przedstawiono w pracach [Duch, 1994, Duch et al, 1995]. Ogóln ˛a dyskusję na te-
mat ekstrakcji reguł przy u˙zyciu zlokalizowanych funkcji transferu przeprowadzili w swojej pracy
[Andrews i Geva, 1996] Andrews i Geva. Takie systemy neurorozmyte powinny mieć zdecydowa-
ną przewag˛e w zastosowaniach do ekstrakcji reguł, poniewa˙z reguły logiki klasycznej s ˛a podzbio-
rem reguł rozmytych. Znanych jest wiele takich metod [Duch et al, 1995, Nauck i Kruse, 1996,
Nauck et al, 1996, Halgamuge i Glesner, 1994,Żurada i Łozowski, 1996] i teoretycznie powinny
one dác bardzo dobre wyniki. W praktyce rzadko wykorzystuje si˛e je do ekstrakcji klasycznych
reguł. Główn ˛a przyczyn ˛a są trudnósci ze znalezieniem optymalnego rozwi ˛azania dla licznych pa-
rametrów adaptacyjnych [Kasabov, 1996, Kasabov et al, 1998]. Funkcja bł˛edu dla klasycznych re-
guł logicznych wydaje si˛e miéc wiele minimów lokalnych, w których metody gradientowe łatwo
grzęzną.

Systemy wykorzystuj ˛ace teorię zbiorów przybliżonych [Pawlak, 1998] prowadz ˛a z natury do
zbioru reguł, jednak potrzebuj ˛a one dodatkowych procedur dyskretyzacyjnych dla ci ˛agłych atry-
butów i zwykle daj ˛a bardzo du˙zą liczbę reguł.

Zamiast szukác bezpósrednio logicznego opisu danych mo˙zna próbowác opisác za pomoc ˛a re-
guł logicznych działanie dowolnego klasyfikatora. Jeśli udało się nam stworzýc dobry klasyfikator
(np. siéc neuronow ˛a) można go wykorzystác do odpowiedzi na wiele pytań (nazywa si˛e go często
„wyrocznią”). Jednym z bardzo efektywnych systemów działaj ˛acych w taki sposób jestTREPAN
stworzony przez Cravena i Shavlika [Craven, 1996], który generuje drzewo decyzji w oparciu o
analizę odpowiedzi sieci neuronowej dla przedstawionych jej próbek danych. Podstawow ˛a zalet ˛a
takiego rozwi ˛azania jest uniezale˙znienie systemu ekstrakcji reguł od zbioru danych. Nowe próbki
mogą býc generowane tak, by zapewnić wystarczaj ˛acą liczbę przypadków w tych obszarach, o
których same dane dostarczaj ˛a niewiele informacji. Mo˙zna w ten sposób poszukiwać logicznego
opisu działania ka˙zdego systemu klasyfikuj ˛acego (np. korzystaj ˛acego z metod opartych na podo-
bieństwie, metod statystycznych itp.). Istotn ˛a wad ˛a takiego podejścia jest fakt, ˙ze tak powstałe
reguły mog ˛a znacznie odbiegać od wyj́sciowych danych poniewa˙z nakładaj ˛a się tutaj dwa ró˙zne
błędy uczenia - pierwszy podczas uczenia badanego klasyfikatora, a drugi podczas próby opisu
jego działania. Z tego powodu bardziej uzasadnionym podejściem do celu ekstrakcji reguł logicz-
nych z surowych danych wydaje si˛e býc modyfikowanie algorytmów uczenia systemów sztucznej
inteligencji w taki sposób, by bezpośrednio po nauczeniu systemu móc z łatwością opisác jego
działanie przez zbiór reguł logicznych. Stosunkowo łatwo jest opisać działanie sieci neuronowej
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typu MLP (ang. Multilayer Perceptron - wielowarstwowy perceptron) regułami rozmytymi. Jednak
zwykle liczba reguł jest du˙za a ich zrozumienie niemo˙zliwe, co sprawia, ˙ze mimo opisu regułowe-
go wciąż nie mamy wiedzy w postaci zrozumiałej dla człowieka. Zdecydowanie bardziej przydatne
mogą býc klasyczne reguły, które dla odró˙znienia od rozmytych b˛edziemy tutaj nazywali ostrymi.

Rodzina systemów, które polegaj ˛a na modyfikacji algorytmów uczenia tak, by ułatwić ekstrak-
cję reguł jest równie˙z dósć liczna. Setiono i Liu [Setiono i Liu, 1995] u˙zywają członu regulary-
zacyjnego w funkcji kosztów dla eliminowania małych wag. Podobna idea przyświeca metodzie
Successive Regularizationopracowanej przez Ishikaw˛e [Ishikawa, 1996], gdzie kładzie si˛e nacisk
na to, by neurony ukryte były w pełni wzbudzone albo całkowicie nieaktywne, przy czym stosow-
ny człon regularyzacyjny dba o eliminacj˛e wag mniejszych od pewnego progu (metod˛e nazwano
mianem „selektywnego zapominania"selective forgetting). Inną metodę należącą do tej grupy za-
stosowali Geczy i Usui [Geczy i Usui, 1997]: wagi sieci typu MLP s ˛a tutaj po zakónczeniu proce-
su uczenia przekształcane w 0,+1 lub−1, co znacznie ułatwia szukanie reguł. Andrews i Geva
stworzyli metodę RULEX [Andrews i Geva, 1994] wykorzystuj ˛acą sieci neuronowe typu MLP z
liniowymi kombinacjami par funkcji sigmoidalnych o niezerowych wartościach w przedziałach, z
których potem mo˙zna wprost wyczytác reguły.

Większósć z opisanych powy˙zej systemów nie ma mo˙zliwości kontrolowania zbioru reguł pod
względem dokładnósci i czytelnósci. Użytecznym byłoby dysponować kilkoma zbiorami reguł:
od najprostszych w formie i najbardziej ogólnych do bardziej szczegółowych i dokładnych. Dość
istotną spraw ˛a (zwłaszcza w zastosowaniach medycznych) jest równie˙z kwestia wiarygodnósci
reguł, która zwykle mo˙ze býc osiągnięta kosztem ich dokładności.

Kilka metod odkrywania ostrych i rozmytych reguł logicznych opisuj ˛acych dane oraz wyboru
najistotniejszych (najbardziej informatywnych) cech opisuj ˛acych dane powstało w naszym zespo-
le. Niektóre z nich oparte s ˛a na sieciach neuronowych. Dwa z naszych algorytmów s ˛a modyfi-
kacjami metody wstecznej propagacji bł˛edu, pozwalaj ˛ac na przekształcenie wielowarstwowych
perceptronów (MLP) w sieci, których działanie mo˙zna łatwo zinterpretowác w postaci formuł
logicznych (LN, logical networks). St ˛ad pochodz ˛a nazwy tych metod,MLP2LN i w wersji kon-
struktywistycznejC-MLP2LN . Innym rodzajem sieci neuronowej jest modelFSM (ang. Feature
Space Mapping). Jest to system neurorozmyty, który potrafi generować zarówno reguły rozmyte
jak i ostre (por. opis w tym tomie i [Duch et al, 1995]). Interesuj ˛ace wyniki można uzyskác także
stosuj ˛ac powszechnie znane metody szukania w celu znalezienia optymalnej sieci MLP (w odpo-
wiednio ograniczonym obszarze).

3.1 MLP2LN i C-MLP2LN

Aby siéc typu MLP mogła zostác przekonwertowana do postaci reguł logiki klasycznej, wykorzy-
stywane funkcje aktywacji musz ˛a powodowác maksymalne wzbudzanie neuronów albo całkowity
brak wzbudzenia. Dlatego neurony, z których zbudowane s ˛a sieci MLP2LN i C-MLP2LN realizuj ˛a
funkcje sigmoidalne wzbogacone o parametrs (zwany skosem), którym mo˙zna zmieniác stromósć
funkcji tak by w granicy przys zmierzaj ˛acym do nieskónczonósci funkcje te były równowa˙zne
funkcjom progowym:

f (x) =
1

1+e−s(Wx+b) (1)
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Zatem dla du˙zych wartósci skosu funkcje te daj ˛a się wprost przekładác na język logiki, a mniejsze
skosy pozwalaj ˛a efektywnie wykorzystywác metody gradientowe do trenowania sieci.

Kontekstowe zmienne lingwistyczne Lingwistyczne jednostki neuronów (nazywane jednost-
kami L) automatycznie analizuj ˛a wej́scia i produkuj ˛a zmienne lingwistyczne [Duch et al, 1999a].
Pomysł oparty jest na „funkcjach okienkowych”, które mo˙zna uzyskác z kombinacji dwóch neu-
ronów z funkcjami sigmoidalnymi o ró˙znych wartósciach progówb i b′. Różnice dwóch sigmoid
reprezentuj ˛a typową zmienn ˛a lingwistyczn ˛a równowa˙zną warunkowix ∈ [b,b′] lub jego zaprze-
czeniu. Pojedyncze sigmoidy realizuj ˛a przedziały jednostronnie nieskończone. Wartósci progów
są parametrami sieci, które podlegaj ˛a procesowi adaptacji. Wszystkie sigmoidy w końcowym eta-
pie uczenia staj ˛a się bardzo strome, dzi˛eki czemu wiernie reprezentuj ˛a przedziały.

x

+1

+1

+1
+1

b'

b
s(x+b)

s(x+b')
+/-1,0

+/-1,0

b b' b b'

Rysunek 1: Schemat jednostkiL.

Schemat jednostkiL jest pokazany na rysunku 1. Składa si˛e ona z neuronu wejściowego, który
jest połączony wagami ustawionymi na 1 i nie podlegaj ˛acymi uczeniu z dwoma neuronami we-
wnętrznymi, które z kolei poł ˛aczone s ˛a z pojedynczym neuronem wyjściowym jednostki. Wagi
dochodz ˛ace do neuronu wyjściowego mog ˛a przybierác wartósci 0,+1 lub−1, co daje mo˙zliwość
realizacji przedziałów skónczonych jak i lewostronnie i prawostronnie nieskończonych.

Można oczywíscie zamiast jednostekL użyć metod dyskretyzacji danych tak, by sieć nie do-
stawała na wejściu sygnałów ci ˛agłych, ale rozbudowanie sieci o jednostkiL daje możliwość re-
alizacji celu szukania zmiennych lingwistycznych w kontekście powstaj ˛acych reguł, a co za tym
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idzie większe szanse na zwarte i skuteczne reguły. Dodatkowo u˙zycie jednostekL sprowadza etapy
wyboru zmiennych lingwistycznych i tworzenia reguł do jednego zadania.

Kiedy używamy zdyskretyzowanych danych pojedyncze wejście dla cechy o ci ˛agłych warto-
ściach musi zostác zamienione na wektor elementów wejściowych, składaj ˛acych się z wartósci±1.
Wektor ten ma wymiar równy liczbie mo˙zliwych (dyskretnych) wartósci przyjmowanych przez
daną cechę wej́sciową. Na przykład cecha, która mo˙ze przyjmowác trzy wartósci lingwistyczne:
mały, średnii duży, musi zostác wprowadzona do sieci jako trzy niezale˙zne wej́scia odpowiadaj ˛a-
ce tym wartósciom lingwistycznym. Jésli cecha przyjmuje wartósć mały, to na pierwszym z tych
trzech wej́sć postawimy wartósć +1 a na pozostałych−1, co pozwoli łatwo odnajdywác także
reguły z negacjami. A zatem nasze trzy wartości lingwistyczne zostan ˛a zakodowane nast˛epująco
jako wektory wej́sciowe: mały=[+1,−1,−1], średni=[−1,+1,−1] oraz duży=[−1,−1,+1].

Struktura sieci. Siéc MLP2LN składa si˛e z trzech warstw: wejściowej, ukrytej i wyj́sciowej
(kiedy używamy jednostekL mamy w rzeczywistósci większ ˛a liczbę warstw, ale dla uproszczenia
opisu traktujemy je jako cz˛eść warstwy wej́sciowej). Liczba w˛ezłów w warstwie wyj́sciowej rów-
na jest liczbie klas w zbiorze treningowym, natomiast w warstwie wejściowej liczbie zmiennych
lingwistycznych. Ka˙zdy z neuronów w warstwie ukrytej jest poł ˛aczony ze wszystkimi w˛ezłami
z warstwy wej́sciowej i z jednym neuronem wyjściowym (będzie realizował reguły klasyfikuj ˛ace
do klasy odpowiadaj ˛acej temu wyj́sciu). Proces uczenia odbywa si˛e dla każdego wyj́scia (klasy)
niezależnie. Można więc powiedziéc, że tworzymy dla ka˙zdej klasy osobn ˛a siéc. Schemat takiej
sieci przedstawia rysunek 2. Pocz ˛atkowa liczba w˛ezłów w warstwie ukrytej jest zale˙zna od tego

X
1

X

X

2

3

L-units R-units
Rysunek 2: Struktura sieci MLP2LN.

czy stosujemy standardow ˛a wersję algorytmu czy konstruktywistyczn ˛a. Podczas procesu uczenia
wymuszane s ˛a wagi zerowe,+1 lub −1. Analizując wagi i próg dla neuronu z warstwy ukry-
tej otrzymujemy reguły odnosz ˛ace się do klasy, z któr ˛a ten neuron jest poł ˛aczony (poł ˛aczenie z
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okréslonym węzłem wyj́sciowym). Jésli waga poł ˛aczenia jest równa+1 to otrzymujemy reguły
dla danej klasy, jésli natomiast waga jest równa−1 to wyjątki, czyli reguły opisuj ˛ace przypadki
błędnie klasyfikowane przez istniej ˛ace ogólne reguły dla tej klasy. W˛ezły w warstwie wyj́sciowej
dokonują jedynie sumowania aktywacji odpowiednich w˛ezłów z warstwy ukrytej, wi˛ec w związku
z tym,że na wyj́sciu oczekujemy wartósci 0 lub 1, to sytuacja, gdy dwa w˛ezły klasyfikują ten sam
wektor traktowana jest jako bł ˛ad. Dzięki temu otrzymujemy z ró˙znych węzłów reguły, które s ˛a
rozłączne, czyli nie klasyfikuj ˛a tych samych wektorów.

Algorytm uczenia. Logiczna interpretacja w˛ezłów w sieci MLP jest w ogólnósci trudna, dlatego
algorytm MLP2LN używa funkcji sigmoidalnych o stopniowo (w czasie uczenia) wzrastaj ˛acym
nachyleniu. W czasie uczenia wymuszane s ˛a wartósci wag równe 0,+1,−1. Wartósć 0 oznacza ˙ze
zmienna wej́sciowa poł ˛aczona t ˛a wag ˛a jest nieistotna,+1 oznacza, ˙ze dana wartósć cechy musi
wystąpíc oraz−1, że nie mo˙ze wyst ˛apíc. Można to osi ˛agnąć poprzez modyfikacje funkcji bł˛edu
stosowanej dla algorytmu wstecznej propagacji:

E(W) =
1
2∑

p
∑
k

(
Y(p)

k −AW

(
X(p)

)
k

)2
+ (2)

λ1

2 ∑
i> j

W2
i j +

λ2

2 ∑
i> j

W2
i j (Wi j −1)2(Wi j +1)2

Można zastosowác również człony kary w innej postaci [Duch et al, w druku], np. prostszym
członem trzeciego stopnia:

|Wi j ||W2
i j −1| (3)

Z dotychczasowego doświadczenia trudno jest stwierdzić różnice w zastosowaniu mi˛edzy tymi
dwoma członami. Now ˛a postác przyjmuje równie˙z gradient, mamy wi˛ec dodatkowe człony we
wzorze na zmian˛e parametrów sieci. Dla członu szóstego stopnia jest to:

λ1Wi j +λ2Wi j (W2
i j −1)(3W2

i j −1) (4)

Pierwszy dodatkowy człon wymusza podczas uczenia małe wartości wag przez co prowadzi do
eliminacji cech zb˛ednych, natomiast człon drugi wymusza dla wag wartości−1,0,+1 umożliwiając
późniejsz ˛a logiczn ˛a interpretacj˛e sieci. Za pomoc ˛a parametrówλ1,λ2 możemy zwiększác lub też
zmniejszác dominację odpowiednich członów. Ustalenie dominacji któregoś z członów wyznacza
granicę miedzy prostot ˛a a dokładnóscią reguł otrzymanych z sieci. Je˙zeli chcemy uzyskác bardzo
prostą siéc, a co za tym idzie proste reguły daj ˛ace przybliżony opis danych, to pierwszy człon po-
winien býc tak duży, jak to tylko jest mo˙zliwe, przy akceptowalnym jeszcze bł˛edzie. Na pocz ˛atku
procesu uczenia parametrλ2 jest równy zero natomiastλ1 jest mały (ma wartósć 0.00001). Z ta-
kimi parametrami uczymy siéc tak długo, jak długo maleje bł ˛ad. Nast˛epnie zwiększamy wartósć
parametruλ1 (np. do 0.10) i ponownie uczymy. Z reguły po zwi˛ekszeniu parametruλ1 następuje
wzrost błędu SSE – mo˙zna go nieco zmniejszyć przez zwiększenie skosów. T˛e procedur˛e ucze-
nia powtarzamy tak długo, a˙z zaobserwujemy, ˙ze większósć wag ma wartósć zero lub te˙z nast ˛apił

8



bardzo du˙zy skok błędu. W tym momencie usuwamy zb˛edne poł ˛aczenia, człon odpowiedzialny za
wymuszanie małych wartości wag przestaje być ważny i uaktywniamy człon drugi. Wartość para-
metruλ2 jest równa lub te˙z trochę większa od ostatniej wartości parametruλ1. Jednoczésnie nadal
zwiększamy nachylenie funkcji sigmoidalnych, realizowanych przez w˛ezły sieci. W celu dalszego
zmniejszenia wag mo˙zna jednoczésnie z niezerowym parametremλ2 utrzymywác niezerow ˛a war-
tość parametruλ1. Wówczas wartósć parametruλ1, początkowo istotnie większa odλ2, stopniowo
maleje w miarę zwiększaniaλ2 i w końcu zmierza do zera.

W przypadku trudniejszych danych warto spróbować kilku strategii zmiany parametrów po
to, by uzyskác najprostsze reguły. Kontynuujemy proces uczenia zwi˛ekszaj ˛ac wartósć parametru
λ2 oraz nachylenia sigmoid. Wraz ze wzrostem wartości parametruλ2 wagi staj ˛a się coraz bliższe
docelowych wartósci. Parametrλ2 nie powinien przekraczać wartósci 1. Jésli parametr ten osi ˛agnął
już swoją maksymaln ˛a wartósć a parametr uczenia, powoli zmniejszany w procesie uczenia, nie
jest jeszcze bardzo mały, tzn.> 0.00001, to nie zmieniamy ju˙z wartósciλ2, a jedynie zwiększamy
skos i zmniejszamy parametr uczenia, a˙z osiągnie wartósć minimalną (np. 0).

W końcowym etapie zwi˛ekszamy nachylenie sigmoid do bardzo du˙zych wartósci (1000) przez
co uzyskujemy ostre granice decyzyjne. Pocz ˛atkowe wymuszenie małych wartości wag umo˙zli-
wia w późniejszym etapie wyzerowanie tych wag zupełnie, pozostałe wagi natomiast b˛edą zbliża-
ły swoją wartósć do±1 dzięki drugiemu członowi. Mo˙ze się zdarzýc, że na skutek zbyt mocnego
wymuszenia wag o małych wartościach w pierwszej fazie, w końcowym etapie uzyskuje si˛e węzeł,
który posiada wszystkie wagi zerowe. W takim przypadku trzeba ponownie w˛ezeł zainicjowác i
powtórzýc proces uczenia utrzymuj ˛ac mniejsz ˛a wartósć parametruλ1. Pomimo tego, ˙ze z nauczo-
nego węzła ukrytego otrzymujemy proste reguły, dobrze jest spróbować ponownie nauczýc siéc,
ale z jeszcze wi˛ekszym wymuszeniem pocz ˛atkowych zer. Cz˛esto zdarza si˛e, że taka procedura
prowadzi do jeszcze prostszej postaci sieci. Liczba reguł, która zostanie utworzona z danego w˛ezła
bardzo mocno zale˙zy od liczby niezerowych wag, dlatego te˙z etap pierwszy (wymuszanie małych
wag) jest bardzo istotny. Cała procedura wymuszania wartości na wagach w sieci dotyczy tylko i
wyłącznie wag, wszystkie progi w sieci mog ˛a przyjmowác dowolne wartósci.

Mimo, że dodatkowe człony w funkcji bł˛edu nie zmieniaj ˛a MLP dokładnie w siéc logiczną, to
ułatwiają w znaczny sposób logiczn ˛a interpretacj˛e końcowej sieci.

Interpretacja w ęzłów ukrytych. Wszystkie sygnały wejściowe oraz wagi pomi˛edzy warstw ˛a
wejściową a wyj́sciową mają wartósci+1,−1,0, dlatego te˙z sygnał wpływaj ˛acy do węzła ukrytego
ma wartósci całkowite. Poniewa˙z sigmoidy w węzłach maj ˛a bardzo du˙zy skos (s ˛a bardzo ostre,
końcowy skos jest równy 1000) to funkcja aktywacji ma wartość +1,0. Na podstawie analizy ak-
tywacji oraz progu sigmoidy mo˙zemy okréslić w jakich przypadkach w˛ezeł może się wzbudzíc.
Wzbudzenie mo˙ze nast ˛apíc tylko wtedy, gdy wartósć aktywacji przekroczy wartósć progu. Po-
nieważ funkcja aktywacji ma postać 1, to f (x) = 1 gdy e−s(Wx+b) = 0, a więc gdyWx+ b> 0
przy założeniu,że skos jest bardzo du˙zy. Żeby utworzýc reguły wystarczy analizować przypadki
w których Wx> −b. Rozpatrzmy nast˛epujący przykład (dla prostoty analizujemy w˛ezeł ukry-
ty, który połączony jest tylko z jednym wejściem lingwistycznym):W = [+1,0,0,−1], b = −2,
sygnał wej́sciowy x ∈ [x1,x2,x3,x4] gdzie x1 = [+1,−1,−1,−1], x2 = [−1,+1,−1,−1], x3 =
[−1,−1,+1,−1], x4 = [−1,−1,−1,+1], są interpretowane jakox1 =mały,x2 =średni,x3 =duży
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i x4=bardzo du˙zy. Mamy zatem:Wx1 = 2,Wx2 = 0,Wx3 = 0Wx4 =−2, czyli tylko w pierwszym
przypadkuWx>−b więc reguła, która opisuje działanie takiego neuronu ukrytego ma postać:

IF x = mały THEN Klasa 1

Gdybýsmy natomiast mielib = 0, to otrzymalibýsmy regułę

IF x = mały∨ x = średni∨ x = duży THEN Klasa 1

co można zapisác w prostszej formie jako:

IF ¬ x = bardzo du˙zy THEN Klasa 1

C-MLP2LN. Poniewa˙z liczebnósć zbioru reguł, które powstan ˛a z sieci jest w du˙zej mierze za-
leżna od liczby węzłów ukrytych, to problem ustalania tej liczby (powa˙zny dla sieci typu MLP)
nabiera tutaj jeszcze wi˛ekszego znaczenia. Problem ten mo˙zna skutecznie rozwi ˛azác stosuj ˛ac kon-
struktywistyczn ˛a wersję metody MLP (st ˛ad nazwa C-MLP2LN). Na pocz ˛atku w sieci dla danej
klasy istnieje tylko jeden neuron ukryty, który trenowany jest na wszystkich wektorach z ci ˛agu
treningowego. Do zmiany wag stosujemy standardow ˛a procedur˛e wstecznej propagacji z momen-
tem. Po zakónczeniu uczenia dostawiany jest nowy neuron do warstwy ukrytej, poł ˛aczony z t ˛a
sam ˛a klas ˛a. Poprzedni neuron jest natomiast zamra˙zany, tzn. wagi tego neuronu podczas dalszego
uczenia nie b˛edą się zmieniały. Dzięki temu wektory wej́sciowe, które s ˛a poprawnie klasyfikowane
przez neuron zamro˙zony, nie daj ˛a już wkładu do funkcji błędu. Uczymy siéc ponownie i w razie
koniecznósci dołączamy nast˛epny neuron.

Jésli zamrożone neurony popełniaj ˛a błędy dołączamy neuron z wag ˛a −1 połączenia z jed-
nostką wyjściową. Oznacza to, ˙ze szukamy wyj ˛atków od działania ju˙z zbudowanego fragmentu
sieci, czyli staramy si˛e znale´zć regułę, która opisze wektory dotychczas bł˛ednie klasyfikowane.
Całą procedur˛e powtarzamy tak długo, a˙z uzyskamy wystarczaj ˛aco mały bł ˛ad, albo a˙z reguły, któ-
re powstaj ˛a podczas analizy ostatnio nauczonego w˛ezła stan ˛a się zbyt szczegółowe, lub jest ich
zbyt dużo. Poniewa˙z pierwsze w˛ezły w sieci obejmuj ˛a cały zbiór treningowy to reguły, które si˛e
z nich otrzymuje s ˛a najbardziej ogólne. Kolejne neurony daj ˛a coraz bardziej szczegółowe reguły,
aż wreszcie otrzymuje si˛e reguły opisuj ˛ace pojedyncze wektory. Takie reguły, opisuj ˛ace niewielk ˛a
liczbę wektorów treningowych, powinny być odrzucane, poniewa˙z psują generalizacj˛e. A zatem
reguły generowane s ˛a w porz ˛adku od najbardziej ogólnych do coraz bardziej szczegółowych. Pro-
ces uczenia jest bardzo szybki, poniewa˙z w danej chwili uczony jest tylko jeden w˛ezeł sieci.

3.2 Szukanie optymalnego MLP.

Metody minimalizacji i metody szukania maj ˛a wspólny cel polegaj ˛acy na znalezieniu minimalnej
wartósci funkcji kosztów. Dlatego te˙z można zast ˛apić metody gradientowe odpowiednimi metoda-
mi szukania. W praktyce, aby takie przeszukiwanie trwało sensownie krótko, musi ono ograniczać
się do stosunkowo małego podzbioru przestrzeni wszystkich mo˙zliwych rozwiązán. W przypad-
ku szukania parametrów sieci MLP (zwłaszcza, kiedy jesteśmy zainteresowani uzyskaniem sieci,
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którą będzie mo˙zna zinterpretowác logicznie) mo˙zna znacznie przyspieszyć szukanie ograniczaj ˛ac
wartósci wag do zbioru liczb całkowitych. W takim przypadku ju˙z proste wyszukiwanie algo-
rytmem „najpierw najlepszy” (ang. best first search) jest w stanie szybko znale´zć bardzo dobre
rozwiązanie.

Algorytm, który stosowalísmy [Duch i Gr ˛abczewski, 1999] rozpoczyna działanie przez zaini-
cjowanie wartósci wszystkich wagWi j = 0 i progówθi = −0.5. Takie ustawienia powoduj ˛a, że
neuron wyj́sciowy nie wzbudzi si˛e dlażadnej kombinacji wejść. Następnie nale˙zy ustalíc wartósć
kroku ∆, o który będą się zmieniały wagi i progi. W ka˙zdej iteracji procesu szukania rozpatru-
je się wszystkie mo˙zliwe zmiany wag i progów (Wi j ±∆, θi ±∆) i ocenia wpływ tych zmian na
błąd klasyfikacji. Można tu zastosować wiele różnych algorytmów np. „najpierw najlepszy” albo
„przeszukiwanie wi ˛azką” (ang. beam search) [Kanal i Kumar, 1988] dla pojedynczych zmian wag
w każdym kroku. Nie zawsze jednak tak proste metody szukania s ˛a w stanie znale´zć satysfakcjonu-
jące minimum lokalne funkcji bł˛edu. Dlatego te˙z można zastosowác bardziej zło˙zone obliczenio-
wo metody (np. zmieniaj ˛ac w pojedynczym kroku dowoln ˛a parę parametrów). Aby przyspieszyć
działanie metody i jednocześnie uzyskiwác dobre wyniki stosowaliśmy szukanie dwuetapowe: w
pierwszym etapie zmienialiśmy wagi i progi pojedynczo i zaznaczaliśmy te z nich, które daj ˛a naj-
lepsz ˛a zmianę błędu klasyfikacji, a w drugim rozpatrywaliśmy wszystkie mo˙zliwe pary (a nawet
podzbiory) złożone z parametrów zaznaczonych w pierwszym etapie.

Nakładaj ˛ac na metod˛e dodatkowe ograniczenia mo˙zemy tworzýc sieci, które z łatwóscią bę-
dzie można opisác ostrymi albo rozmytymi regułami logicznymi. Jeśli na przykład wszystkie wagi
w sieci będą liczbami całkowitymi (co otrzymamy stosuj ˛ac ∆ = 1) i funkcje realizowane przez
neurony ukryte s ˛a wystarczaj ˛aco stromymi sigmoidami, to stworzona sieć może býc opisana przez
zbiór reguł typuM-of-N. Reguły tworzone s ˛a w wyniku analizy wszystkich mo˙zliwych kombinacji
sygnałów wej́sciowych (tak samo jak w przypadku metody MLP2LN). Aby zagwarantować sobie
małą liczbę reguł logicznych mo˙zna dodatkowo ograniczyć przeszukiwan ˛a przestrzén przez wył ˛a-
czenie ze zmian wartości progów i automatyczne ustawianie ka˙zdego z nich po ka˙zdej zmianie wag
tak, by był równy sumie wszystkich wag poł ˛aczén dochodz ˛acych do jego neuronu pomniejszonej
o 0.5 (θi = ∑ j Wi j −0.5). W takim przypadku ka˙zdy z neuronów ukrytych b˛edzie mógł býc opisa-
ny pojedyncz ˛a reguł ˛a jako,że tylko jedna kombinacja wejść da w sumie wartósć przewyższaj ˛acą
wartósć progu.

W tej metodzie mo˙zna też zastosowác dodatkow ˛a technikę ułatwiającą dochodzenie do opty-
malnych rozwi ˛azán przez stopniowe zwi˛ekszanie rozdzielczości, w której „oglądamy” przestrzén
(tzn. startujemy ze stosunkowo du˙zą wartóscią∆ i w trakcie procesu szukania stopniowo j ˛a zmniej-
szamy). Taki sposób szukania optymalnej sieci mo˙zna porównác do stopniowego zmniejszania pa-
rametru uczenia w metodzie propagacji wstecznej bł˛edu, czy te˙z do technik „stopniowego schła-
dzania”.

4 OPTYMALIZACJA REGUŁ

Poniewa˙z metody gradientowe odnajduj ˛a zwykle lokalne minima funkcji bł˛edu, zbiór reguł „wy-
czytany” ze struktury sieci neuronowej nie musi być optymalnym opisem danych treningowych.
Jednak maj ˛ac tak stworzony opis regułowy mo˙zna próbowác go udoskonalác modyfikując grani-
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ce przedziałów pojawiaj ˛acych się w regułach przy u˙zyciu globalnych metod optymalizacji. Takie
modyfikacje mo˙zna przeprowadzać na wiele ró˙znych sposobów [Duch et al, 1999b], np. mo˙zna
maksymalizowác ślad macierzy rozrzutuP (Ci ,Cj |M) aby uzyskác maksymaln ˛a poprawnósć klasy-
fikacji. Można też minimalizowác liczbę pomyłek klasyfikacji kosztem cz˛eściej udzielanych przez
reguły odpowiedzi „nie wiem”, aby w ten sposób zwi˛ekszác wiarygodnósć klasyfikacji dla tych
przypadków, które spełniaj ˛a przesłanki otrzymanych reguł. Dobre wyniki daje kombinacja tych
dwóch metod, czyli optymalizacja funkcji bł˛edu dla klasyfikatora regułowego:

E(M) = γ∑
i �= j

P (Ci ,Cj |M)−Tr P (Ci ,Cj |M)≥−n (5)

gdzien to liczba klasyfikowanych wektorów,M to parametry modelu (dla reguł przedziały zmien-
nych lingwistycznych), zás γ okrésla balans pomi˛edzy poziomem zaufania do reguł a liczb ˛a wek-
torów odrzucanych jako nieznane. Mo˙zna też stworzýc hierarchiczny system reguł tak, aby przy
użyciu pewnych zestawów reguł dawać bardzo wiarygodne odpowiedzi, a przy u˙zyciu innych
mniej wiarygodne, ale obejmuj ˛ace coraz wi˛eksze cz˛eści przestrzeni danych [Duch et al, 1999b,
Duch et al, w druku].

5 ROZMYWANIE REGUŁ

Stosowanie hierarchicznych systemów reguł daje mo˙zliwość oceny prawdopodobieństwa popraw-
ności klasyfikacji. Czasami jednak nie potrzebujemy wielu zestawów reguł, aby móc przypisać
klasyfikacji regułowej pewien współczynnik zaufania. Najprostsz ˛a metod ˛a jest uznanie niedokład-
ności danych i uwzgl˛ednienie rozkładu bł˛edów przy obliczaniu prawdopodobieństwa przynale˙zno-
ści danego przypadku do poszczególnych reguł klasyfikacji i do poszczególnych klas. Zast˛epując
wartósć x danej cechy gaussowskim rozkłademG(y;x,sx), można obliczýc prawdopodobiénstwo
przynależnósci wartósci tej cechy do przedziału wyst˛epującego w regule:

P(x∈ (a,b)) =
1
2

[
erf

(
b−x

sx
√

2

)
−erf

(
a−x

sx
√

2

)]
(6)

Jest ono dane przez funkcj˛e błędu, która bardzo przypomina funkcje logistyczne, u˙zywane w sie-
ciach neuronowych. Prawdopodobieństwo spełniania reguły przez dany wektor mo˙zna wyliczýc
jako iloczyn prawdopodobiénstw przynale˙znósci wartósci poszczególnych cech do przedziałów
zadanych reguł ˛a. W efekcie poł ˛aczenie rozmytych gaussowsko danych z regułami logiki klasycz-
nej daje ten sam efekt, co u˙zycie ostro okréslonych danych z rozmytymi regułami, których funkcje
przynależnósci mają kształt okienek zdefiniowanych jako ró˙znica albo iloczyn stosownych sigmo-
id.

Uznanie danych za rozmyte i stosowanie prawdopodobieństw zamiast binarnych decyzji mo˙ze
samo w sobie przyniésć poprawę klasyfikacji, daje wi˛ecej informacji w przypadku trudnych do
sklasyfikowania przypadków, a tak˙ze daje mo˙zliwość zastosowania metod gradientowych do opty-
malizacji zbiorów reguł [Duch et al, w druku]. Parametry rozmyć sx można dla niektórych danych
oceníc na podstawie dokładności pomiarów lub uznác za parametry adaptacyjne minimalizacji
funkcji 5.
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6 WYNIKI

Nasze neuronowe metody ekstrakcji reguł logicznych zastosowaliśmy do wielu zbiorów danych,
między innymi do powszechnie znanych zbiorów zawartych w bazie gromadzonej w UCI (Uni-
versity of California at Irvine). Otrzymane wyniki pozwalaj ˛a wysoko oceníc efektywnósć tych
metod. Najcz˛eściej wyniki plasuj ˛a się w ścisłej czołówce rankingu poprawności klasyfikacji, a lo-
giczny opis struktury danych daje mo˙zliwość zrozumienia decyzji podejmowanych przez system
i w ten sposób wydobycia z danych wiedzy, która mo˙ze się okazác przydatna ekspertom w danej
dziedzinie. Szczególnie przydatne mog ˛a býc regułowe opisy diagnoz medycznych.

Przedstawimy tutaj kilka przykładów dla zilustrowania opisywanych metod i porównania wy-
ników z osiąganymi przez inne systemy. Zestawy reguł dla wi˛ekszej liczby baz danych znale´zć
można w pracach [Duch et al, 1999b, Duch et al, 1999a, Duch et al, w druku] oraz pod interneto-
wym adresemhttp://www.phys.uni.torun.pl/kmk/projects/rules.html.

Iris - ilustracja opisywanych metod. Dobrym przykładem ilustruj ˛acym metodologi˛e jest przy-
padek danych o irysach. Baza zawiera opisy 150 kwiatów klasyfikowanych do trzech grup: iris-
setosa, iris-versicolor i iris-virginica. Ka˙zdy kwiat opisany jest czterema liczbami: długością x1 i
szerokósciąx2 listka oraz długósciąx3 i szerokósciąx4 płatka.

Poniewa˙z wszystkie cztery cechy opisuj ˛ace dane maj ˛a charakter ci ˛agły, to musimy albo doko-
nác ich dyskretyzacji przed u˙zyciem metod MLP2LN albo te˙z zastosowác wariant sieci z jednost-
kami L. Najprostsz ˛a metod ˛a uzyskania zmiennych lingwistycznych jest arbitralny podział zakre-
sów cech na kilka równych cz˛eści. Na przykład dziel ˛ac na trzy cz˛ésci możemy uzyskác przedziały
reprezentuj ˛ace zmienne lingwistyczne o wartościach mały (s),́sredni (m) i du˙zy (l). Oczywíscie
ostateczne wyniki b˛edą mocno uzale˙znione od wybranego na pocz ˛atku podziału, wi˛ec stosuj ˛ac ta-
ką metodę dyskretyzacji mamy małe szanse uzyskać dobre reguły. W przypadku irysów podział na
trzy równe czę́sci daje całkiem dobre wyniki (bo odpowiada rzeczywistemu rozkładowi danych),
ale już podział na cztery czy pi˛eć czę́sci prowadzi do wi˛ekszej liczby reguł i mniejszej poprawności
klasyfikacji.

Jésli jednak chcemy dokonać dyskretyzacji r˛ecznie, to warto do tego celu posłu˙zyć się histo-
gramami, które pokazuj ˛a rozkład klas w poszczególnych wymiarach. Analiza histogramów dla
danych o irysach (rysunek 3) potwierdza, ˙ze podział na trzy równe cz˛eści dósć dobrze odzwier-
ciedla rozkład klas. Dziel ˛ac zakresy cech na podstawie sporz ˛adzonych histogramów otrzymujemy
zmienne lingwistyczne przedstawione w tabeli 1. Dla takiej dyskretyzacji metoda C-MLP2LN

Tabela 1: Zmienne lingwistyczne powstałe w wyniku analizy histogramów.

s m l

x1 [4.3,5.5] (5.5,6.1] (6.1,7.9]
x2 [2.0,2,75] (2.75,3.2] (3.2,4.4]
x3 [1.0,2.0] (2.0,4.93] (4.93,6.9]
x4 [0.1,0.6] (0.6,1.7] (1.7,2.5]

13



4 5 6 7 8
0

5

10

15

20

2 3 4 5
0

5

10

15

20

0 2 4 6 8
0

5

10

15

20

25

30

0 1 2 3
0

10

20

30

40

Rysunek 3: Histogramy dla czterech cech opisuj ˛acych irysy. Cechyx3 i x4 (dolne wykresy) pozwa-
lają lepiej oddzielíc różne klasy, ni˙z pierwsze dwie.

tworzy po jednym neuronie dla ka˙zdej z klas. Struktura nauczonej sieci przedstawiona jest na ry-
sunku 4. Poniewa˙z mamy po jednym neuronie ukrytym na klas˛e, a warstwa wyj́sciowa wykonuje
proste sumowanie, to mo˙zna powiedziéc, że powstała siéc nie ma warstwy ukrytej, a tylko trzy
neurony w warstwie wyj́sciowej. Trenowanie sieci zaj˛eło 1000 epok, a wagi poł ˛aczén w końcowej
sieci odbiegaj ˛a co najwyżej o 0.05 od wartósci±1 lub od 0. Otrzymalísmy zestaw wag i progów
przedstawiony w tabeli 2 (dla zwi˛ekszenia przejrzystości podane s ˛a tylko znaki wag). Prosta ana-

Tabela 2: Wagi i progi sieci C-MLP2LN dla irysów

Setosa (0,0,0 0,0,0 +,0,0 +,0,0) θ = 1
Versicolor (0,0,0 0,0,0 0,+,0 0,+,0) θ = 2
Virginica (0,0,0 0,0,0 0,0,+ 0,0,+) θ = 1

liza tych parametrów prowadzi do nast˛epującego zestawu reguł:

Iris-setosa ifx3 = s∨ x4 = s
Iris-versicolor ifx3 = m∧ x4 = m
Iris-virginica if x3 = l ∨ x4 = l

Tylko dwie cechy (x3 i x4) są używane w klasyfikacji - pozostałe dwie zostały wyeliminowane

14



m
s

l

m
s

l

m
s

l

m
s

l

X

X

X

X

1

2

3

4

l1

l2

l3

input
linguistic
variables

hidden
layer output

Setosa
50 cases,
all correct

Versicolor,
47 cases,
all correct

Virginica
53 cases
3 wrong

Rysunek 4: Struktura sieci C-MLP2LN dla danych o irysach.

przez siéc. Pierwsza reguła klasyfikuje poprawnie wszystkie wektory z klasy iris-setosa. Cały ze-
staw reguł klasyfikuje poprawnie 147 przypadków (98%).

Analiza histogramów mo˙ze býc także bardzo przydatna, kiedy stosujemy sieci z jednostkamiL.
Kiedy startujemy od przypadkowych parametrów jednostekL sieć wymaga długiego okresu ucze-
nia. Znacznie szybciej mo˙zna znale´zć dobre rozwi ˛azanie, jésli zainicjujemy parametry jednostek
L na podstawie analizy histogramów. W takiej sytuacji proces uczenia sieci poprawi pocz ˛atkowe
ustawienia tak, ˙zeby uzyskác stabilne i proste reguły. W zale˙znósci od sposobu u˙zywania para-
metrów regularyzacyjnych w trakcie trenowania sieci mo˙zemy uzyskác różne zestawy reguł. Na
przykład wymuszaj ˛ac jak najprostsze reguły otrzymujemy zestaw, który klasyfikuje z dokładno-
ścią 96%:

Iris-setosa ifx3≤ 2.56
Iris-virginica if x4 > 1.63
Iris-versicolor otherwise

Stosuj ˛ac mniejsze wartósci parametru odpowiedzialnego za zerowanie wag mo˙zemy dostác nieco
bardziej złożone, ale i bardziej dokładne zestawy reguł.

Opisy złożonósci i dokładnósci zestawów reguł stworzonych przez ró˙zne systemy zostały ze-
brane w tabeli 3.

Mushrooms. Wzorcowym przypadkiem pokazuj ˛acym,że reguły generowane s ˛a od najbardziej
ogólnych do najbardziej szczegółowych jest przykład 8124 danych o grzybach, spośród których
4208 przypadki (51.8%) to grzyby jadalne, a 3916 (48.2%) niejadalne. Ka˙zdy wektor opisany
jest 22 symbolicznymi atrybutami, przyjmuj ˛acymi w sumie 122 wartósci. Nie trzeba wi˛ec tutaj
przeprowadzác dyskretyzacji ani konstruować sieci z jednostkamiL. Wygenerowane reguły i liczby
obejmowanych przypadków prezentuje tabela 4.
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Tabela 3: Reguły logiczne dla irysów. Typy reguł F=Fuzzy (rozmyte), C=Crisp (ostre), R=Rough
(przybliżone), W=Weighted (wa˙zone).

Metoda Liczba Typ Dokładnósć
reguł/przesłanek/cech

ReFuNN [Kasabov, 1996] 9/26/4 F 95.7
ReFuNN [Kasabov, 1996] 14/28/4 F 95.7
ReFuNN [Kasabov, 1996] 104/368/4 F 95.7
Grobian [Browne et al, 1998] 118/?/4 R 100
GA+NN [Jagielska et al, 1996] 6/6/4 W 100
NEFCLASS[Nauck i Kruse, 1996] 7/28/4 F 96.7
NEFCLASS[Nauck i Kruse, 1996] 3/6/2 F 96.7
FuNe-I[Halgamuge i Glesner, 1994] 7/?/3 F 96.0
C-MLP2LN 2/2/1 C 95.7
C-MLP2LN 2/2/2 C 96.0
C-MLP2LN 2/3/2 C 98.0
SSV 2/2/2 C 98.0

Tabela 4: Reguły dla danych o grzybach z liczbami obejmowanych przypadków

odor =¬(almond∨ anise∨ none) 8004
spore-print-color = green 72
odor=none∧ stalk-surface-below-ring=scaly∧

stalk-color-above-ring =¬brown 40
habitat = leaves∧ cap-color = white 8

Ten zestaw reguł jest jednym z najprostszych opisów badanego zbioru danych i klasyfikuje
poprawnie wszystkie przypadki ze zbioru treningowego. Choć zbiór z danymi o grzybach wydaje
się býc dósć łatwym do klasyfikacji (tak˙ze na losowo wybranej próbce zło˙zonej z 10% wektorów
uzyskalísmy ten sam zestaw reguł), to jednak nie wszystkie systemy tworz ˛ace opisy regułowe two-
rzą tak zwarte i dokładne reguły. Zestawienie znanych nam wyników dla tych danych przedstawia
tabela 5.

Hypothyroid. Innym interesuj ˛acym przypadkiem s ˛a dane o chorobach tarczycy. Ta baza zawiera
wyraźny podział na dane treningowe i testowe, co znacznie ułatwia porównywanie wyników uzy-
skanych ró˙znymi metodami. Zbiór treningowy zawiera 3772 wektorów, a testowy 3428. Ka˙zdy z
przypadków jest opisany 22 atrybutami (15 binarnych i 6 ci ˛agłych) i nale˙zy do jednej z trzech klas:
primary hypothyroid, compensated hypothyroid i normal. Rozkład danych w klasach jest tutaj bar-
dzo nierówny: w zbiorze treningowym klasy maj ˛a odpowiednio 93, 191 i 3488 reprezentantów w
zbiorze treningowym oraz 73, 177 i 3178 w zbiorze testowym.

Metoda MLP2LN pozwoliła znale´zć zestaw 4 reguł, które klasyfikuj ˛a poprawnie 99.68% wek-
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Tabela 5: Mushroom - zestawienie wyników.

Metoda Liczba Dokładnósć
reguł/przesłanek/cech

RULENEG[Sestito i Dillon, 1994] 300/8087 91.0
REAL [Craven i Shavlik, 1994] 155/6603 98.0
DEDEC [Tickle et al, 1994] 26/26 99.8
TREX[Andrews et al, 1995] 3/13 100
C4.5 (decision tree) 3/3 99.8
RULEX[Andrews i Geva, 1994] 1/3/1 98.5
Successive Regulariz.[Duch et al, 1997] 1/4/2 99.4
Successive Regulariz.[Duch et al, 1997] 2/22/4 99.9
Successive Regulariz.[Duch et al, 1997] 3/24/6 100
C-MLP2LN, SSV 1/3/1 98.5
C-MLP2LN, SSV 2/4/2 99.4
C-MLP2LN 3/7/4 99.9
SSV 3/7/4 99.9
C-MLP2LN 4/9/6 100
SSV 4/9/5 100

torów treningowych i 99.07% testowych. Do opisania pierwszej klasy wystarczyły dwie reguły
(wszystkie wartósci ciągłych atrybutów zostały przemno˙zone przez 1000):

R 11: FTI < 63∧ TSH≥ 29
R 12: FTI < 63∧ TSH∈ [6.1,29)∧ T3< 20
Drugą klasę opisuje jedna reguła:

R 2: FTI ∈ [63,180]∧ TSH≥ 6.1∧on thyroxine=no∧ surgery=no
Trzecia klasa jest reprezentowana jako uzupełnienie sumy reguł dla pierwszych dwóch klas.

Po optymalizacji powy˙zszych reguł otrzymujemy nieco dokładniejszy zestaw:

R 11: TSH≥ 30.48∧ FTI < 64.27
R 12: TSH∈ [6.02,29.53]∧ FTI < 64.27∧ T3< 23.22
R 2: TSH≥ 6.02∧ FTI ∈ [64.27,186.71]∧ TT4∈ [50,150.5)∧ on thyroxine=no∧ surgery=no
Tak poprawione reguły klasyfikuj ˛a błędnie tylko 4 wektory ze zbioru treningowego (99.89% po-
prawnósci) i 22 ze zbioru testowego (99.36% poprawności). Bardzo podobny zestaw znale´zli Weiss
i Kapouleas u˙zywając heurystycznej wersji metody PVM [Weiss i Kapouleas, 1990].

Różnice w wynikach systemów PVM, CART i C-MLP2LN s ˛a bardzo małe (tabela 6), ale inne
metody włączaj ˛ac w to optymalizowane MLP (tak˙ze metodami genetycznymi [Shiffman et al, 1993])
i korelację kaskadow ˛a, dają dwukrotnie i więcej razy większy bł ˛ad (1.5%) dla zbioru testowego.
Fakt ten pokazuje, ˙ze w niektórych przypadkach ostre granice decyzji mog ˛a býc bardziej skuteczne
niż łagodne przejścia pomiędzy klasami realizowane metodami neuronowymi. W takich przypad-
kach równie˙z metody minimalnoodległósciowe okazuj ˛a się bardzo nieskuteczne.
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Tabela 6: Poprawności klasyfikacji (w procentach) dla zbioru hypothyroid.

Metoda zbiór treningowy zbiór testowy

CART [Weiss i Kapouleas, 1990] 99.79 99.36
PVM [Weiss i Kapouleas, 1990] 99.79 99.33
Cascade correl. [Shiffman et al, 1993] 100.00 98.5
MLP+backprop [Shiffman et al, 1993] 99.60 98.5
3-NN, 3 features used 98.7 97.9
Bayes [Weiss i Kapouleas, 1990] 97.0 96.1
k-NN [Weiss i Kapouleas, 1990] – 95.3
C-MLP2LN 99.89 99.36
SSV rules 99.79 99.33
FSM 10 rules 99.60 98.90

7 PODSUMOWANIE

Sieci neuronowe znalazły liczne zastosowania do odkrywania wiedzy w bazach danych. Metody
te osiągają w wielu przypadkach bardzo dobre wyniki, znajduj ˛ac reguły działaj ˛ace równie do-
kładnie jak najlepsze klasyfikatory nieregułowe. Co wi˛ecej, dla niektórych danych medycznych
reguły logiczne odkryte za pomoc ˛a sieci neuronowych s ˛a znacznie dokładniejsze ni˙z same sie-
ci oraz wszystkie inne klasyfikatory (np. dla danych „hypothyroid" z UCI). Najprawdopodobniej
wynika to z faktu,że lekarze podejmuj ˛ac decyzje kieruj ˛a się przesłankami, które przybieraj ˛a wła-
śnie charakter reguł. Znalezienie dobrych rozwi ˛azán o bardzo ostrych granicach decyzji okazuje
się trudnym zadaniem dla sieci neuronowych i innych klasyfikatorów. Dodatkowym atutem re-
guł logicznych jest łatwe ustalenie optymalnej zło˙zonósci klasyfikatora po odrzuceniu reguł zbyt
specyficznych. Ustalenie odpowiedniej architektury sieci neuronowej jest zadaniem trudniejszym.

Metody neuronowe nie s ˛a oczywíscie jedynymi metodami przydatnymi do odkrywania wiedzy
w bazach danych.̇Zaden algorytm nie jest lepszy od pozostałych we wszelkich zastosowaniach,
więc w konkretnym przypadku nale˙zy zwykle sięgnąć po kilka metod i porównác ich wyniki.
Niestety bardzo mało jest prac dyskutuj ˛acych przydatnósć różnych metod do ró˙znego rodzaju za-
stosowán, co znacznie ułatwiałoby szukanie najbardziej odpowiedniego systemu do analizy kon-
kretnych danych. Z naszych doświadczén wynika, że dużą konkurencj˛e dla sieci neuronowych
stanowią metody oparte na drzewach decyzji [Gr ˛abczewski i Duch, 1999].

W wielu problemach zastosowanie reguł logicznych jako formy reprezentacji wiedzy mo˙ze
okazác się niewystarczaj ˛ace.

Podziękowania: za wsparcie finansowe jesteśmy wdzięczni Komitetowi Badán Naukowych,
grant nr. 8 T11F 014 14.
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