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Rozdziaª 1

Wst¦p

Problem klasy�kacji jest jednym z wa»niejszych zagadnie« zwi¡zanych z eksploracj¡
danych znajduj¡c¡ szerokie zastosowanie w przemy±le, medycynie, nauce i biznesie,
dlatego rozwój skutecznych metod inteligencji obliczeniowej jest tak bardzo istotny.
Obecnie istnieje wiele algorytmów klasy�kacyjnych, charakteryzuj¡cych si¦ ró»nymi
strategiami poszukiwania rozwi¡za« i ró»nymi typami mo»liwych do reprezentacji
odwzorowa«. Jednak powszechnie u»ywane metody klasy�kacji, pomimo niew¡tpliwego
rozwoju tej dziedziny w ostatnich dziesi¦cioleciach, ci¡gle nie s¡ w stanie rozwi¡za¢
w mo»liwie najprostszy sposób wielu stawianych przed nimi problemów. Tworz¡ one
cz¦sto modele bardzo rozbudowane, które nie zapewniaj¡ dostatecznej generalizacji.
Utrudnia to tak»e interpretacj¦ otrzymanego rozwi¡zania, a brak mo»liwo±ci logicznego
uwarunkowania otrzymanego rezultatu predykcji jest rzecz¡ niezwykle istotn¡ w
niektórych zastosowaniach (np. w medycynie czy przemy±le).

Inn¡ przyczyn¡, która znacz¡co utrudnia mo»liwo±¢ praktycznego wykorzystania
niektórych caªkiem dobrze dziaªaj¡cych algorytmów jest fakt, »e stanowi¡ one tzw.
czarne skrzynki. Tego typu ograniczenia wyst¦puj¡ zarówno w przypadku sztucznych
sieci neuronowych, jak i w przypadku modeli wywodz¡cych si¦ z teorii statystycznych
jak np. maszyna wektorów wspieraj¡cych (Suport Vector Machines, SVM ). Powoduje to,
»e w wielu przypadkach bardziej powszechne s¡ wszelkiego rodzaju systemy reguªowe lub
bazuj¡ce na prototypach, które umo»liwiaj¡ zrozumienie procesu podejmowania przez
system decyzji.

Zaproponowana w niniejszej rozprawie nowa klasa metod pozwala omin¡¢ te
niedogodno±ci. Przykªadowo, jawnie okre±lona przestrze« cech, a nast¦pnie odpowiedni
prosty klasy�kator pozwalaj¡ nie tylko otrzyma¢ wyniki na co najmniej takim poziomie
jak wymienione wy»ej algorytmy, ale dodatkowo jasno okre±laj¡ w jaki sposób nowe
dane zostaªy zaklasy�kowane.

Budowa dobrego, ale skomplikowanego modelu dla zªo»onych problemów nie
jest najlepszym rozwi¡zaniem. Proponowane w rozprawie podej±cie skupia si¦ na
poszukiwaniu odpowiednich transformacji przestrzeni wej±ciowej prowadz¡cych do
utworzenia cech charakteryzuj¡cych si¦ lepszymi �wªa±ciwo±ciami separuj¡cymi�.
Dodatkowo do tworzenia nowych cech wykorzystywane s¡ informacje pochodz¡ce z
innych modeli (np. reguªy z drzewa decyzji), które tak»e czyni¡ zadanie znacznie
prostszym do rozwi¡zania. Budowanie modelu dyskryminacyjnego w otrzymanej
przestrzeni staje si¦ przez to ªatwiejsze.
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Rozdziaª 2

Cel i zakres pracy

Cel:

Celem pracy doktorskiej jest opracowanie i implementacja nowej klasy metod
wykorzystuj¡cych mechanizmy inteligencji obliczeniowej, opartych na generacji nowych
cech, które pozwalaj¡ na odkrywanie interesuj¡cej wiedzy w danych, transfer wiedzy
pomi¦dzy ró»nymi modelami danych, a tak»e poszerzanie mo»liwo±ci znanych metod
analizy danych przez wprowadzanie cech nowego typu. Tak wi¦c uwaga autora skupia
si¦ bardziej na rozwoju i budowie algorytmów tworzenia nowych cech, ni» jak to ma
w gªównej mierze miejsce w obecnych rozwi¡zaniach - na optymalizacji parametrów
okre±lonego klasy�katora czy aproksymatora.

Zakres:

Rozdziaª 3 niniejszej rozprawy opisuje podstawowe metody wst¦pnej obróbki
danych wej±ciowych. W kolejnym rozdziale przedstawiono metody sªu»¡ce do redukcji
wymiarowo±ci i wizualizacji danych wielowymiarowych (wraz z opisem dwóch autorskich
rozwi¡za«). Rozdziaª 5 de�niuje poj¦cie klasy�kacji oraz opisuje ró»ne powszechnie
znane metody. Ponadto omówiono w nim (przeanalizowany wcze±niej przez autora
rozprawy [62]) wpªyw zmiany entropii na dziaªanie algorytmu drzew decyzyjnych, a tak»e
zaprezentowano kilka nowych metod (maszyny cech wspieraj¡cych, maszyny prawie
przypadkowych projekcji, maszyny prawie przypadkowych projekcji z maksymalizacj¡
marginesu) [65, 15, 60], które mog¡ by¢ wykorzystane zarówno do klasy�kacji danych, jak
i do tworzenia nowych cech. Dodatkowo zilustrowano jak wygl¡daj¡ granice decyzji dla
ró»nych klasy�katorów. W rozdziale 6 opisano metody tworzenia nowych, u»ytecznych
cech oraz przedstawiono system integruj¡cy cz¦±¢ z zaprezentowanych w tej pracy
algorytmów w jedn¡ spójn¡ caªo±¢, nazwany Uniwersalnymi Maszynami Ucz¡cymi
(Universal Learning Machines, ULM ) [30], a jego u»yteczno±¢ zostaªa przetestowana
i porównana z innymi popularnymi metodami uczenia maszynowego. Ostatni rozdziaª
to próba podsumowania niniejszej pracy doktorskiej.
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Rozdziaª 3

Transformacja danych wej±ciowych

Proces odkrywania wiedzy w danych skªada si¦ z kilku etapów, które zostaªy
pokazane na poni»szym schemacie: [34]

Zatem, zanim mo»liwa b¦dzie jakakolwiek predykcja w oparciu o zgromadzone dane,
trzeba je najpierw odpowiednio przygotowa¢. Zajmuje si¦ tym Eksploracyjna Analiza
Danych (Exploratory Data Analysis, EDA) [89] b¦d¡ca dziaªem statystyki zmierzaj¡cym
do podsumowania informacji zawartej w danych, wykonania wst¦pnych transformacji,
redukcji wymiarowo±ci czy wizualizacji danych.

W tym i w nast¦pnym rozdziale opisane zostan¡ procesy wst¦pnej transformacji
danych i redukcji wymiarowo±ci.

3.1 Wst¦pne przetwarzanie danych

Oryginalne dane przewa»nie nie znajduj¡ si¦ w optymalnej postaci dla ró»nych
metod klasy�kacyjnych. Mo»e si¦ okaza¢, »e zastosowanie niektórych transformacji
jest konieczne w celu utworzenia bardziej u»ytecznych cech dla u»ywanych metod.
Niestety transformacje, które s¡ optymalne dla jednej metody, mog¡ si¦ okaza¢ nie
najlepszym rozwi¡zaniem dla innej. Proces wst¦pnej obróbki danych traktowany jest
czasem jako maªo znacz¡cy i bardzo cz¦sto jest pomijany w literaturze. Jednak»e w
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realnych zastosowaniach okazuje si¦ on by¢ niezwykle istotny, a mianowicie cz¦sto
wi¦cej zale»y od wst¦pnej obróbki danych wej±ciowych ni» od u»ytej metody klasy�kacji.
Poni»ej przedstawiono kilka najwa»niejszych typów transformacji danych, które mog¡
poprawi¢ rezultaty. Wybór technik i u»ycie ich w praktycznych aplikacjach zale»y od
typu danych, ich rozmiaru, i ogólnej charakterystyki postawionego zadania. Wielu
specjalistów z dziedziny uczenia maszynowego przyznaje, »e jedn¡ z kluczowych ról
w procesie klasy�kacji odgrywa proces wst¦pnej obróbki i transformacji oryginalnych
danych. Sam proces wst¦pnego przygotowania danych ma istotny wpªyw zarówno na
szybko±¢ uczenia modelu jak i na jego generalizacj¦.

Bardzo cz¦sto zdarza si¦, »e w oryginalnych danych cechy znacznie si¦ od siebie ró»ni¡
zakresem przyjmowanych warto±ci (zale»nie od rodzaju wybranej skali pomiarowej).
Cz¦±¢ metod dziaªa w taki sposób, »e za bardziej istotn¡ uzna t¦ cech¦, której warto±ci s¡
wi¦ksze, zamiast wzi¡¢ t¦, która dostarcza najwi¦cej informacji. Aby ujednolici¢ wpªyw
poszczególnych cech niezale»nie od wybranej skali pomiarowej, mo»na zastosowa¢ kilka
transformacji. Najbardziej znanymi s¡ normalizacja i standaryzacja.

3.1.1 Normalizacja

W wyniku tej transformacji otrzymuje si¦ cechy, których warto±ci nale»¡ do
przedziaªu [0, 1].

x
′

i =
xi − xmin

xmax − xmin

(3.1)

gdzie:
xmin � minimalna warto±¢ cechy i w zbiorze treningowym,
xmax � maksymalna warto±¢ cechy i w zbiorze treningowym.

Zarówno dla zbioru treningowego jak i testowego normalizacja przebiega w ten
sam sposób, tzn dla obu zbiorów zostaj¡ u»yte xmin i xmax wyznaczone dla zbioru
treningowego.

Ten typ przeksztaªcenia mo»e by¢ czasem niebezpieczny, gdy» nie bierze on pod
uwag¦ rozkªadu warto±ci danej cechy. Mo»e to spowodowa¢, »e w przypadku wyst¡pienia
warto±ci odstaj¡cych (znacznie ró»nych od warto±ci typowych) w wyniku normalizacji
wi¦kszo±¢ warto±ci danej cechy znajdzie si¦ w bardzo w¡skim przedziale.

3.1.2 Standaryzacja

Wykorzystuje ona rozkªad warto±ci w poszczególnych cechach i przeprowadzana jest
zgodnie ze wzorem:

x
′

i =
xi − x̄
σx

(3.2)

gdzie ±rednia warto±¢ cechy xi:

x̄ =
1

n

n∑
i=1

xi (3.3)

a odchylenie standardowe cechy xi:

σx =

√√√√ 1

n− 1

n∑
i=1

(xi − x̄)2 (3.4)
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Transformacja taka powoduje, »e otrzymane warto±ci dla ka»dej z cech maj¡ rozkªad
normalny o ±redniej równej zero i odchyleniu standardowym równym jeden.

3.1.3 Dyskretyzacja cech ci¡gªych

Ten typ transformacji u»ywany jest do konwersji danych ci¡gªych na dane dyskretne.
Dzieje si¦ to przez podziaª cechy ci¡gªej na rozª¡czne i zarazem pokrywaj¡ce jej zakres
przedziaªy. Proces ten odbywa si¦ w taki sposób, aby przynale»no±¢ do poszczególnych
odcinków zawieraªa w sobie maksymaln¡ ilo±¢ informacji o klasie. Dyskretyzacja
wpªywa m.in. na zwi¦kszenie efektywno±ci obliczeniowej, zwi¦ksza czytelno±¢, prostot¦
i dokªadno±¢ hipotez. Jednak»e osi¡gni¦cie jak najwi¦kszej korzy±ci z tego typu
przeksztaªcenia danych wymaga aby ilo±¢ warto±ci dyskretnych byªa jak najmniejsza.

Wyst¦puje kilka rodzajów dyskretyzacji, i tak je±li uwzgl¦dnia¢ to, czy brana jest
pod uwag¦ etykieta klasy, do której nale»y dany wektor, mo»na wyró»ni¢ dyskretyzacj¦
z nadzorem i bez nadzoru. Gdy do transformacji uwzgl¦dnia¢ si¦ b¦dzie rozkªad warto±ci
atrybutów i klas, wówczas b¦dzie to dyskretyzacja zaawansowana, w przeciwnym razie
jest to tzw. dyskretyzacja prymitywna. Ostatnim typem podziaªu dyskretyzacji jest
zakres jej dziaªania, a wi¦c tutaj wyst¦puj¡ typ lokalny i globalny. Jak zatem wida¢,
przeksztaªcenie to niesie za sob¡ wiele korzy±ci, a jednocze±nie pozwala na u»ycie
niektórych algorytmów, które ¹le radz¡ sobie z cechami ci¡gªymi.

3.1.4 Warto±ci odstaj¡ce

De�niuje si¦ je mówi¡c, »e s¡ to takie przypadki, których warto±ci znacznie odbiegaj¡
od przeci¦tnych wyst¦puj¡cych w danym zbiorze. Dosy¢ cz¦sto wyst¦puj¡ one w du»ych
zbiorach danych. Cz¦±¢ przypadków mo»e znale¹¢ si¦ daleko od warto±ci ±redniej lub te»
mog¡ one powsta¢ na skutek bª¦dnych pomiarów, zapisów albo te» mog¡ si¦ zdarzy¢
przypadki pochodz¡ce z innej populacji (danych o innym rozkªadzie).

Wiele algorytmów znacznie gorzej radzi sobie z danymi, w±ród których wyst¦puj¡
warto±ci odstaj¡ce. Aby wyeliminowa¢ ich niekorzystny wpªyw na funkcjonowanie
budowanego modelu stosuje si¦ ró»ne podej±cia. Pierwszym z nich jest budowa dwóch
osobnych modeli: jeden dla danych normalnych oraz drugi dla danych odstaj¡cych
i w zale»no±ci, z jakim przypadkiem testowym ma si¦ do czynienia, zastosowanie
tego wªa±ciwego. Innym podej±ciem (najcz¦±ciej u»ywanym) jest usuni¦cie wektorów
odstaj¡cych, jednak»e w tym przypadku nale»y bardzo uwa»a¢, aby nie usun¡¢ wektorów
zawieraj¡cych jakie± istotne informacje. Rozró»nia si¦ tak»e kilka metod wykrywania
warto±ci odstaj¡cych. Jednym z nich jest podej±cie bazuj¡ce na pomiarze odlegªo±ci do
k-najbli»szych s¡siadów i u»ycie ich do okre±lenia czy dana obserwacja jest normalna.
Inne cz¦sto u»ywane metody bazuj¡ na wyliczonych warto±ciach ±redniej i odchylenia
standardowego. Zaliczy¢ do nich mo»na kryterium Chauveneta [4].

3.1.5 Warto±ci brakuj¡ce

W przypadku wielu zbiorów danych pojawia si¦ problem warto±ci brakuj¡cych, tzn.
wyst¦puj¡ takie wektory, dla których warto±¢ jednej lub wielu cech nie jest okre±lona.
Cz¦±¢ algorytmów potra� poradzi¢ sobie z takimi niekompletnymi danymi (np. drzewa
decyzyjne), jednak»e wi¦kszo±¢ wymaga aby wszystkie cechy byªy okre±lone.
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Najprostsz¡ metod¡ pozbycia si¦ niedogodno±ci wyst¦powania warto±ci brakuj¡cych
jest usuni¦cie wszystkich wektorów zawieraj¡cych braki. Jest to mo»liwe jedynie w
przypadku, gdy ilo±¢ takich wektorów nie jest zbyt du»a w porównaniu do caªkowitej
liczby wektorów wyst¦puj¡cych w zbiorze treningowym. Inn¡ cz¦sto stosowan¡ metod¡
jest uzupeªnianie braków ±redni¡ warto±ci¡ atrybutu wyliczon¡ dla wszystkich wektorów,
które miaªy w danej cesze warto±¢ okre±lon¡ (z wykorzystaniem informacji o klasach
- wówczas dla ka»dej z klas ±rednia jest liczona oddzielnie, lub bez wykorzystania
informacji o klasach - wyliczana jest jedna ±rednia dla ka»dej z cech i t¡ warto±ci¡
uzupeªnia si¦ braki). Niestety takie rozwi¡zanie nie daje zwykle dobrych rezultatów.
Znacznie lepsze wyniki daj¡ metody oparte na wykorzystaniu informacji znajduj¡cych
si¦ w pozostaªych cechach. Najbardziej znane z nich to:

1. Metoda k-najbli»szych s¡siadów � opiera si¦ ona na uzupeªnianiu warto±ci
brakuj¡cych, warto±ciami ±rednimi wyliczonymi dla k najbli»szych wektorów. To
które wektory zostan¡ uznane za najbli»sze zale»y od wybranej miary odlegªo±ci.

2. Maksymalizacja warto±ci oczekiwanej � metoda ta oparta jest na zaªo»eniu, »e
dla warto±ci obserwowanych Xobs i warto±ci brakuj¡cych wyst¦puj¡cych w danych
Xbrak prawdopodobie«stwo ª¡czne wynosi p(Xobs,Xbrak|θ), gdzie θ to parametry
modelu. A zatem prawdopodobie«stwo brzegowe dla warto±ci obserwowanych
wynosi:

p(Xobs|θ) =
∑

Xbrak

p(Xobs,Xbrak|θ) (3.5)

Jest to algorytm iteracyjny i skªada si¦ on z dwóch etapów:

• wyznaczenia prawdopodobie«stwa dla warto±ci brakuj¡cych,

pn(Xbrak) = p(Xbrak|Xobs, θ
n−1) (3.6)

• maksymalizacji prawdopodobie«stwa (zakªadaj¡c brak warto±ci
brakuj¡cych), w wyniku której otrzymywane s¡ nowe parametry modelu
estymacji.

θn = max
θ
E(p(Xbrak,Xobs|θ)) (3.7)

Kroki te powtarza si¦ do momentu, a» zmiana parametrów modelu estymacji
b¦dzie pomijalnie maªa.

3. Wielokrotne przypisanie � technika ta jest nieco podobna do poprzedniej,
aczkolwiek dodatkowo wprowadza si¦ element niepewno±ci. Ka»da z warto±ci
brakuj¡cych mo»e przyj¡¢ (otrzymane z przewidywanego rozkªadu) m >
1 warto±ci. A zatem wymagane jest utworzenie m zbiorów z jednakowymi
warto±ciami obserwowanymi, oraz warto±ciami brakuj¡cymi wypeªnionymi w
ka»dym ze zbiorów inn¡ warto±ci¡. Ró»nice te wynikaj¡ z niepewno±ci z jak¡ mo»e
by¢ przewidziana ka»da z warto±ci brakuj¡cych [78].

3.2 Selekcja cech

Selekcja cech jest bardzo wa»nym etapem w trakcie przygotowywania danych
do pó¹niejszej klasy�kacji lub regresji. Teoretycznie du»a liczba cech powinna da¢
nam znaczne mo»liwo±ci przy predykcji, jednak»e jest wiele przesªanek ku temu, aby
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przeprowadzi¢ redukcj¦ dost¦pnych cech do niezb¦dnego minimum. Mo»na zaliczy¢ tutaj
m.in.:

• wi¦ksza liczba cech to tak»e wi¦ksza zªo»ono±¢ obliczeniowa,

• cechy mog¡ by¢ wzajemnie skorelowane,

• przekle«stwo wymiarowo±ci [5].

Aby wybra¢ pewn¡ liczb¦ n cech, które najlepiej ró»nicuj¡ klasy (w przypadku
zadania klasy�kacyjnego), nale»y zde�niowa¢ funkcje, które b¦d¡ mierzy¢ dobro¢
klasy�katora, a nast¦pnie wyznaczy¢ warto±¢ owych funkcji dla ka»dego mo»liwego
podzbioru n cech. W tym miejscu pojawia si¦ problem, gdy» chc¡c wyznaczy¢ optymalny
podzbiór n spo±ród wszystkich m cech, nale»y sprawdzi¢:(

m

n

)
=

m!

n!(m− n)!
(3.8)

ró»nych podzbiorów. Dodatkowo nale»y mie¢ na uwadze, »e tak naprawd¦ nie jest znana
liczba elementów n, które b¦d¡ dawa¢ najlepszy wynik. Tak wi¦c liczba wszystkich
podzbiorów jakie nale»y sprawdzi¢ wynosi:

m∑
i=1

(
m

i

)
(3.9)

Aby omin¡¢ tak du»¡ zªo»ono±¢ obliczeniow¡ stosuje si¦ ró»ne metody. Jedn¡ z nich
jest metoda, która polega na indywidualnym traktowaniu ka»dej cechy, czyli ranking
przydatno±ci poszczególnych cech. Dla ka»dego z atrybutów oblicza si¦ warto±¢ funkcji
dyskryminacji, a nast¦pnie wybiera si¦ takie cechy, dla których funkcja przyjmuje
najwi¦ksze warto±ci. Takie podej±cie nie jest pozbawione niestety wad. Najwi¦ksza z
nich to fakt, i» w tym przypadku nie uwzgl¦dnia si¦ sytuacji, w której sama cecha ma
sªaby wpªyw na ko«cowy wynik, ale w poª¡czeniu z innymi daje bardzo dobre rezultaty.

Algorytmy metod selekcji cech mo»na podzieli¢ na ró»ne sposoby [14], jednak bior¡c
pod uwag¦ jako kryterium podziaªu strategie oceniania przydatno±ci cechy, selekcj¦ cech
mo»na podzieli¢ na:

• metod¦ powªoki � jest to metoda dwustopniowa, w której znacz¡c¡ rol¦ przy
wyszukiwaniu istotnych cech odgrywa zarówno algorytm selekcji cech jak i
algorytm ucz¡cy [52],

• metod¦ �ltrów � oceniaj¡ one cechy oraz ich wªa±ciwo±ci wykorzystuj¡c dost¦pne
dane [57, 20].

Do oceny pojedynczych cech i uporz¡dkowania ich wedªug przewidywanej
przydatno±ci (zazwyczaj od cechy najbardziej do najmniej przydatnej) sªu»¡ metody
rankingowe. Mo»na spotka¢ wiele funkcji kryterialnych, zarówno opartych o teori¦
informacji jak i bazuj¡cych na miarach statystycznych. Obecnie najbardziej popularne
metody rankingowe to:

• suma wariancji

nl∑
i=1

c2i −
l

nl

(
nl∑
i=1

cj

)2

+
nr∑
i=1

c2i −
l

nr

(
nr∑
i=1

cj

)2

(3.10)
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• indeks gini

nl
n

(
1−

k∑
i=1

(
li
nl

)2)
+
nr
n

(
1−

k∑
i=1

(
ri
nr

)2)
(3.11)

• zysk informacji

k∑
i=1

(
li
n

log
li
nl

+
ri
n

log
ri
nr

)
−

k∑
i=1

(
li + ri
n

)
log

(
li + ri
n

)
(3.12)

• maksimum mniejszo±ci

max

((
k∑
i=1

li −max(li)

)
,

(
k∑
i=1

ri −max(ri)

))
(3.13)

• suma mniejszo±ci (
k∑
i=1

li −max(li)

)
+

(
k∑
i=1

ri −max(ri)

)
(3.14)

Nast¦pnie w takim podej±ciu dokonuje si¦ wyboru odpowiedniego podzbioru cech.
W odró»nieniu do przedstawionych przed chwil¡ algorytmów rankingowych wyró»nia
si¦ jeszcze inne podej±cie, zwane ogólnie algorytmami przeszukiwania [91, 83]. Nale»y w
nich ustali¢ takie rzeczy jak punkt startowy w przestrzeni poszukiwa«, który wyznaczy
kierunek przeszukiwania (selekcja w przód lub selekcja w tyª). Metody te charakteryzuje
du»o wi¦ksza dokªadno±¢, a otrzymywane rezultaty z reguªy przewy»szaj¡ wyniki metod
rankingowych. Niestety wad¡ ich jest to, »e wymagaj¡ du»ego nakªadu obliczeniowego.
Mo»na zatem pokusi¢ si¦ o stwierdzenie, »e w przypadku du»ych zbiorów danych
rozs¡dniejsze wydaje si¦ by¢ u»ycie metod rankingowych, w przeciwnym wypadku lepiej
u»y¢ algorytmów przeszukiwania.

Przy wyborze odpowiedniej metody nale»y tak»e zwróci¢ uwag¦ na stabilno±¢ procesu
selekcji cech. De�niuje si¦ j¡ jako podatno±¢ algorytmu na ró»ne perturbacje w danych,
pochodz¡ce najcz¦±ciej od jakiego± szumu. Obecno±¢ szumu jest wszechobecna, dlatego
te» dobry algorytm selekcji cech powinien by¢ na niego odporny i zapewnia¢ stabilne
rezultaty obejmuj¡ce tylko istotne cechy. Aby zmierzy¢ stabilno±¢ algorytmu selekcji
cech, mo»na wygenerowa¢ dwa zbiory danych powstaªe w wyniku dodania szumu do
jakich± danych oryginalnych, a nast¦pnie oceni¢ podobie«stwo list cech otrzymanych w
wyniku dziaªania algorytmu na tych zbiorach [51].
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Rozdziaª 4

Metody redukcji wymiarowo±ci i

wizualizacji danych

Wiele problemów w uczeniu maszynowym nie mo»e zosta¢ rozwi¡zanych bez
redukcji wymiarowo±ci lub analizy struktury danych, która pomaga w wyborze
odpowiedniego algorytmu klasy�kuj¡cego. Warto tak»e zaznaczy¢, »e niektóre kosztowne
obliczeniowo algorytmy wymagaj¡ redukcji wymiarowo±ci po to, aby poradzi¢ sobie
z du»ymi zbiorami danych. Dlatego wybór modelu powinien nie tylko skupia¢
si¦ na poszukiwaniu wªa±ciwego klasy�katora (czy aproksymatora), gdy» dobór
wspomagaj¡cych transformacji jest tak»e bardzo istotny.

Zrozumienie struktury danych mo»liwe jest poprzez wizualizacj¦ i redukcj¦
wymiarowo±ci. Tak wi¦c wiedza uzyskana dzi¦ki eksploracji danych, w poª¡czeniu z
odpowiednimi transformacjami, umo»liwiaj¡ zbudowanie najprostszych modeli danych.
Jest to jedno z najbardziej skutecznych podej±¢, prowadz¡ce do poszukiwania
najlepszych modeli w±ród danych, które zostaªy poddane rozmaitym transformacjom.
Umo»liwia to rozwi¡zanie problemów o skomplikowanej, logicznej strukturze, które s¡
bardzo trudne dla tradycyjnych algorytmów uczenia maszynowego.

W nast¦pnej cz¦±ci omówionych zostanie kilka popularnych algorytmów redukcji
wymiarowo±ci (u»ywanych tak»e do wizualizacji danych wielowymiarowych): analiza
skªadników gªównych (PCA), analiza dyskryminacyjna Fishera (FDA) oraz skalowanie
wielowymiarowe (MDS). Nast¦pnie przedstawione zostan¡ dwie autorskie metody:
wizualizacja triangularyzacyjna [66] oraz redukcja SVMowa [63].

4.1 Analiza skªadników gªównych

Analiza skªadników gªównych (Principal Component Analysis, PCA) to metoda
liniowego rzutowania, która znajduje ortogonalne kombinacje cech wej±ciowych X =
{x1, x2, ..., xN}, gdzie ka»dy nowy kierunek zawiera najwi¦ksz¡ pozostaª¡ wariancj¦
danych. Poniewa» metoda ta nie u»ywa etykiet klas, mo»e by¢ zastosowana do
ka»dych dost¦pnych danych. Skªadniki gªówne Pi otrzymane z diagonalizacji macierzy
kowariancji, gwarantuj¡ minimaln¡ strat¦ informacji, kiedy pozycja punktów zostanie
odtworzona z ich nisko-wymiarowych projekcji. Bior¡c 1, 2 lub 3 skªadniki gªówne i
rzutuj¡c dane na przestrze« zde�niowan¡ przez te skªadniki yij = Pi ·Xj, otrzymuje si¦
dla ka»dego wektora wej±ciowego jego odwzorowanie Yj = (y1j, y2j, ...ykj) w przestrzeni
wyj±ciowej.
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4.2 Skalowanie wielowymiarowe

Skalowanie wielowymiarowe (Multidimensional Scaling, MDS ) jest nieliniow¡
technik¡ u»ywan¡ do wizualizacji s¡siedztwa [13, 7, 55]. Gªówna idea opiera si¦
na zmniejszeniu wymiarowo±ci danych, przy jednoczesnym zachowaniu oryginalnych
odlegªo±ci mi¦dzy punktami danych tak, jak jest to zde�niowane w wysokowymiarowej
przestrzeni. MDS wymaga jedynie podobie«stwa pomi¦dzy obiektami, a zatem jawna
reprezentacja przypadków wej±ciowych nie jest konieczna. W skalowaniu metrycznym
u»ywana jest ilo±ciowa ocena podobie«stwa oparta na numerycznych miarach odlegªo±ci
(Euklidesowa, kosinusowa lub inna). W przypadku skalowania niemetrycznego u»ywa
si¦ jako±ciowej informacji o podobie«stwie par punktów. Metody MDS ró»ni¡ si¦ ze
wzgl¦du na ich funkcj¦ kosztu, algorytmy optymalizacji, liczb¦ u»ywanych macierzy
podobie«stwa, oraz u»ycie wa»enia cech. Istnieje wiele miar topogra�cznych wypacze«
otrzymywanych przez redukcj¦ wymiarowo±ci, jednak wi¦kszo±¢ z nich to ró»ne warianty
nast¦puj¡cej funkcji stresu:

ST (d) =
n∑
i>j

(Dij − dij)2 (4.1)

gdzie:
dij � odlegªo±ci w docelowej (nisko-wymiarowej) przestrzeni,
Dij � odlegªo±ci w przestrzeni wej±ciowej wyliczone przy u»yciu funkcji metrycznych.

Miary te s¡ minimalizowane poprzez mody�kacje pozycji wszystkich punktów
docelowych. W k-wymiarowej przestrzeni docelowej jest kn − 3 parametrów do
minimalizacji [24].

Do wizualizacji u»ywa si¦ zwykle 1, 2 lub 3 wymiarowej przestrzeni docelowej. Suma
liczona jest po wszystkich parach wektorów, zatem zªo»ono±¢ algorytmu to O(n2d).
Funkcje kosztu MDS nie s¡ proste do minimalizacji, zawieraj¡ bowiem wiele lokalnych
minimum, z których ka»de odzwierciedla inne mapowanie. Wst¦pna kon�guracja jest
albo wybierana losowo, albo oparta na rzucie danych do przestrzeni wyznaczonej przez
skªadniki gªówne. Orientacja osi w mapowaniu MDS jest umowna, zatem warto±ci
wspóªrz¦dnych nie maj¡ »adnej prostej interpretacji, gdy» istotne s¡ jedynie odlegªo±ci
mi¦dzy punktami.

4.3 Analiza dyskryminacyjna Fishera

Analiza dyskryminacyjna Fishera (Fisher Discriminant Analysis, FDA) jest metod¡
z nadzorem, zatem u»ywa ona informacji o klasach w celu znalezienia takich rzutów,
które separuj¡ przypadki z tych klas. Ten popularny algorytm maksymalizuje stosunek
mi¦dzy-klasowego rozrzutu do wewn¡trz-klasowego rozrzutu, poszukuj¡c kierunku W
takiego »e:

max
W

JW =
WTSBW

WTSIW
(4.2)

gdzie rozrzuty macierzy SB i SI s¡ zde�niowane przez:

SB =
C∑
i=1

ni
n

(mi −m)(mi −m)T ; SI =
C∑
i=1

ni
n

Σ̂i (4.3)
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gdzie mi i Σ̂i to ±rednia i kowariancja macierzy dla ka»dej klasy, za± m jest ±rednim
wektorem z wszystkich przypadków [91].

FDA jest cz¦sto u»ywane do klasy�kacji rzutuj¡c dane na prost¡. Do wizualizacji
utworzenie drugiego wektora FDA w dwuklasowym problemie nie jest trywialne. Dzieje
si¦ tak przez fakt, »e rz¡d SB macierzy dla C-klasowego problemu wynosi C−1. Istnieje
kilka rozwi¡za« tego problemu: [11, 91]

• stabilizacja macierzy SI przez dodanie maªej macierzy perturbacji,

• u»ycie pseudoinwersji, zast¦puj¡c S−1I przez macierz pseudoinwersji S†I ,

• u»ycie stopniowej dekompozycji macierzy.

4.4 Wizualizacja triangularyzacyjna

Algorytm wizualizacji triangularyzacyjnej (Triangular Visualisation, TriVis) tworzy
reprezentacj¦ oryginalnych danych w dwuwymiarowej przestrzeni, przy jednoczesnym
zachowaniu tylu odlegªo±ci pomi¦dzy wektorami danych, ile jest tylko mo»liwe.
Odlegªo±ci pomi¦dzy dowolnymi trzema wektorami tworz¡cymi trójk¡t mog¡ zosta¢
zawsze poprawnie odwzorowane. Ka»dy kolejny wektor jest iteracyjnie dodawany do
jednej ze ±cian istniej¡cego trójk¡ta, tworz¡c nowy trójk¡t, który zachowuje dokªadnie
dwie oryginalne odlegªo±ci. Istnieje wiele mo»liwo±ci dodania takich punktów w relacji
do istniej¡cych ±cian trójk¡tów. Aby zachowa¢ ogóln¡ struktur¦ danych, pocz¡tkowe
trzy punkty wybierane s¡ w taki sposób, aby ich wzajemna suma odlegªo±ci od siebie
byªa najwi¦ksza, za± w kolejnym kroku dodawany jest taki punkt, który minimalizuje
MDSow¡ funkcj¦ stresu S(d) =

∑n
i>j (Dij − dij)2. Prowadzi to do powstania takiego

odwzorowania, które zachowuje dokªadnie 2n − 3 spo±ród n(n − 1)/2 oryginalnych
odlegªo±ci, przy minimalizacji ogólnego stresu.

Schemat 1 Wizualizacja triangularyzacyjna
1: Znajd¹ trzy najdalsze wektory i oznacz je (zachowuj¡c oryginalne odlegªo±ci) jako

wierzchoªki pierwszego trójk¡ta.
2: Oznacz segmenty (pary punktów) tworz¡ce boki trójk¡ta jako �dost¦pne�.
3: for i = 1 to n− 3 do

4: Znajd¹ taki segment AB, dla którego wektor Xi dodany jako punkt C=C(Xi)
utworzy trójk¡t ABC, przy zachowaniu dwóch oryginalnych odlegªo±ci |AC| oraz
|BC| i dodatkowo spowoduje najmniejszy wzrost stresu Si =

∑m
j=1 (Dij − dij)2.

5: Usu« segment AB z listy �dost¦pnych� segmentów i dodaj do niej segmenty AC
oraz BC.

6: end for

Dodatkowo algorytm TriVis mo»e zosta¢ u»yty do inicjalizacji metody MDS. Zabieg
ten powoduje zmniejszenie stresu na samym pocz¡tku i co za tym idzie, znaczne
ograniczenie liczby iteracji.

Aby pokaza¢ jak dziaªa wizualizacja triangularyzacyjna, oraz jaki jest wpªyw u»ycia
jej do inicjalizacji MDS, przeprowadzono kilka eksperymentów. Dla ka»dego zbioru
danych dokonano mapowania przy u»yciu PCA, TriVis, MDS zainicjowanego w sposób
losowy, oraz MDS zainicjalizowanego przy pomocy algorytmu TriVis (rys. 4.1-4.4).
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Rysunek 4.1: Zbiór Iris ; górny wiersz: PCA i TriVis, dolny wiersz: typowy (losowo
inicjalizowany) MDS i MDS inicjalizowany przez TriVis.

Wizualizacja zarówno zbioru Iris jak i Heart-c (opis zbiorów w dodatku A)
wygl¡da raczej podobnie dla wszystkich prezentowanych tutaj technik (zob. rysunki
4.1 i 4.2), a wpªyw zmiany rodzaju inicjalizacji MDS w tych przypadkach jest raczej
znikomy. Zbiór Wine, jak wida¢ na rysunku 4.3, nie mapuje si¦ zbyt dobrze do dwóch
wymiarów przy u»yciu PCA, za to pozostaªe metody radz¡ sobie caªkiem przyzwoicie.
Wida¢ tak»e pozytywny wpªyw inicjalizacji MDSu przy u»yciu algorytmu TriVis,
dzi¦ki której otrzymuje si¦ lepsz¡ separacj¦ danych, przy jednoczesnym ograniczeniu
liczby niezb¦dnych iteracji. Przypadek Leukemii (zob. rysunek 4.4) pokazuje dobre
odseparowanie klas za pomoc¡ TriVis, która na tym zbiorze wydaje si¦ prezentowa¢
ciekawsze rozwi¡zanie od pozostaªych metod.

Dziaªanie ró»nych typów inicjalizacji MDS zaprezentowano na rysunku 4.5.
Pozytywny wpªyw inicjalizacji przy u»yciu metody TriVis jest dobrze widoczny, prowadzi
ona do szybszej minimalizacji funkcji stresu (mniejsza ogólna liczba iteracji) i powoduje,
»e jej ko«cowe warto±ci s¡ mniejsze. Warto doda¢, »e ten typ inicjalizacji mo»e uchroni¢
algorytm MDS przed utkni¦ciem w jakich± lokalnych minimach.

4.5 Mapowanie SVMowe

Liniowy SVM (Support Vector Machines, SVM ) to algorytm tworz¡cy
hiperpªaszczyzn¦, która zapewnia du»y margines klasy�kacji, u»ywaj¡c do tego
regularyzacji i programowania kwadratowego. Nieliniowe wersje dziaªaj¡ w oparciu
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Rysunek 4.2: Zbiór Heart-c; górny wiersz: PCA i TriVis, dolny wiersz: typowy MDS i
MDS inicjalizowany przez TriVis.

o kernelowy trik [80], który umo»liwia dokonanie mapowania wektorów wej±ciowych
do wielowymiarowej przestrzeni cech, w której konstruowana jest najlepiej separuj¡ca
hiperpªaszczyzna (hiperpªaszczyzna z maksymalnym marginesem). Liniowa funkcja
dyskryminacyjna jest okre±lona przez:

gW(X) = WT ·X + w0 (4.4)

Najlepiej dyskryminuj¡ca hiperpªaszczyzna powinna maksymalizowa¢ odlegªo±¢
pomi¦dzy hiperpªaszczyzn¡ decyzji zde�niowan¡ przez gW(X) = 0 i wektorami, które s¡
najbli»ej niej maxWD(W,X(i)). Najwi¦kszy margines klasy�kacji jest osi¡gany poprzez
minimalizacj¦ normy ‖W‖2 z ograniczeniami:

Y(i)gW(X(i)) ≥ 1 (4.5)

dla wszystkich wektorów treningowych X(i) nale»¡cych do klasy Y(i). Wektor W,
ortogonalny do hiperpªaszczyzny dyskryminuj¡cej, wyznacza kierunek, na który wektory
wej±ciowe s¡ rzutowane i takie mog¡ by¢ u»yte do budowy jedno-wymiarowej projekcji.

To samo mo»e zosta¢ zrealizowane przy u»yciu nieliniowego SVMa bazuj¡cego na
dyskryminacji kernelowej:

gW(X) =
Nsv∑
i=1

αiK(X(i),X) + w0 (4.6)

gdzie sumowanie wyst¦puje po tych wektorach wsparcia X(i), które zostaªy wybrane ze
zbioru treningowego.
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Rysunek 4.3: ZbiórWine; górny wiersz: PCA i TriVis, dolny wiersz: typowy MDS i MDS
inicjalizowany przez TriVis.

Warto±ci x = gW(X) dla przeciwnych klas mog¡ zosta¢ wygªadzone i przedstawione
przy pomocy histogramu, okre±laj¡c prawdopodobie«stwa warunkowe p(X|C) albo
prawdopodobie«stwa posterioryczne p(C|X) = p(X|C)p(C)/p(X) (patrz rys. 4.8).

Wizualizacja SVM w wi¦cej ni» jednym wymiarze wymaga wygenerowania
dodatkowych kierunków dyskryminuj¡cych. Pierwszy rzut na W1 powinien da¢
gW1(X) < 0 dla wektorów z pierwszej klasy i gW1(X) > 0 dla drugiej. Jest to oczywi±cie
mo»liwe jedynie dla danych liniowo separowalnych. Kolejne kierunki mog¡ zosta¢
znalezione w przestrzeni ortogonalnej do pierwszego kierunku, wi¦c proces ten mo»e
by¢ powtarzany w celu otrzymania wi¦kszej liczby wymiarów. Ka»dy dodatkowy wymiar
powinien pomóc zmniejszy¢ ilo±¢ bª¦dów, za± optymalna wymiarowo±¢ zostaje osi¡gni¦ta
wówczas, gdy nowe wymiary przestan¡ zmniejsza¢ liczb¦ bª¦dów wyst¦puj¡cych w
testach kroswalidacji.

Poni»ej porównano wizualizacj¦ przy u»yciu metod MDS, PCA, FDA i SVM dla
kilku zbiorów danych. Ponadto zaprezentowano wyniki klasy�kacji owych zbiorów przy
u»yciu klasy�katora SVM z kernelem liniowym. Uczyniono to zarówno dla zbiorów w
oryginalnej postaci, jak i po ich redukcji do 1 lub 2 wymiarów za pomoc¡ jednej z
wymienionych powy»ej technik.

Problem wysokowymiarowej parzysto±ci nie jest trywialny i tak jak wida¢ na rysunku
4.6 nie wyst¦puje tutaj liniowa separowalno±¢, gdy» jest to problem k-separowalny, czyli
w n wymiarach minimalna liczba jednorodnych klastrów po liniowej projekcji wynosi
n + 1 [40, 26]. PCA i SVM znajduje w tym przypadku bardzo u»yteczny pierwszy
kierunek rzutowania, podczas gdy drugi rzut nie ma ju» wi¦kszego znaczenia. MDS
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Rysunek 4.4: Zbiór Leukemia; górny wiersz: PCA i TriVis, dolny wiersz: typowy MDS
i MDS inicjalizowany przez TriVis.

kompletnie sobie nie radzi z tym zbiorem, a FDA pokazuje niewielkie nakªadanie si¦
klastrów w pierwszym wymiarze. Jest to znakomity przykªad pokazuj¡cy, »e wizualizacja
lub rzutowanie problemu do mniejszej liczby wymiarów mo»e pomóc upro±ci¢ zadanie
klasy�kacji. Warto zauwa»y¢, »e nawet po odpowiednim mapowaniu liniowe metody nie
poradz¡ sobie z tym problemem, koniecznym wydaje si¦ by¢ tutaj u»ycie drzewa decyzji
lub algorytmu najbli»szych s¡siadów.

Dla Heart-c SVM pokazuje caªkiem niezª¡ separacj¦ sporej cz¦±ci danych (rys. 4.7),
przy jednoczesnej niewielkiej poprawie po dodaniu drugiego kierunku. Rzutowania MDS
i PCA okazuj¡ si¦ by¢ mniej u»yteczne ni» FDA czy SVM.

Wykre±lenie prawdopodobie«stw warunkowych w zale»no±ci od klasy dla Parity8 i
Heart-c (opis zbiorów w dodatku A) w pierwszym kierunku uzyskanym przez metod¦
SVM (rys. 4.8) mo»e pomóc w ocenie nakªadania si¦ danych na siebie, a tak»e wydaje
si¦ by¢ pomocne przy wyborze rodzaju transformacji, która zostanie u»yta przed
rzutowaniem (to samo wykre±lono tak»e dla zbiorów Breast-w i Leukemia (rys. 4.11)).

Dane Breast-w wygl¡daj¡ podobnie (osi¡gaj¡ podobn¡ separacj¦ danych) dla
wszystkich porównywanych tutaj metod rzutowania (zob. rys. 4.9).

Rzutowanie za pomoc¡ SVM pokazuje znacz¡c¡ separacj¦ dla Leukemii (rys. 4.10),
wynikaj¡c¡ zapewne z maksymalizacji marginesu. Pierwszy kierunek pokazuje drobne
nakªadanie si¦ danych, ale w testach przy u»yciu kroswalidacji okazuje si¦ on by¢
znacznie lepszym ni» drugi kierunek.

W celu porównania wpªywu redukcji wymiarowo±ci na dokªadno±¢ klasy�kacji przy
pomocy SVMa z liniowym kernelem, dla ka»dego ze zbiorów danych dokonano 10 razy
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Rysunek 4.5: Porównanie trzech typów inicjalizacji MDS (zbiór Wine): linia niebieska
ci¡gªa - losowa, linia zielona kropkowana - PCA, linia czerwona przerywana - TriVis.

Rysunek 4.6: Zbiór Parity8 ; górny wiersz: MDS i PCA, dolny wiersz: FDA i SVM.
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Rysunek 4.7: Zbiór Heart-c; górny wiersz: MDS i PCA, dolny wiersz: FDA i SVM.

Rysunek 4.8: Estymacja prawdopodobie«stwa w zale»no±ci od klasy dla zbiorów Parity8

i Heart-c w pierwszym kierunku SVM.

powtórzonej 10-krotnej kroswalidacji, a u±rednione wyniki zaprezentowano w tabeli
4.1 z zanotowanymi poprawno±ciami klasy�kacji i odchyleniami standardowymi. Testy
wykonano zarówno na zbiorach oryginalnych, jak i na zmapowanych do jednego i dwóch
wymiarów.

W przypadku Parity8 wida¢, »e poprawno±ci klasy�kacji s¡ podobne dla ka»dej z
u»ytych metod. Wynika to z faktu, który zostaª przytoczony nieco wcze±niej - »e dane
nie s¡ separowalne przy pomocy klasy�katora liniowego. Dla zbioru Heart-c i Breast-
w, rzutowania FDA i SVM daj¡ zbli»one do siebie wyniki, istotnie lepsze ni» pozostaªe
metody. Podobnie zachowuje si¦ zbiór Leukemia - tutaj rzutowanie SVM dziaªa najlepiej.

Warto zauwa»y¢, »e w wi¦kszo±ci przypadków ju» mapowanie do 1 wymiaru okazuje
si¦ by¢ wystarczaj¡cym. W przypadku rzutowania SVM, dla ka»dego z testowanych
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Rysunek 4.9: Zbiór Breast-w ; górny wiersz: MDS i PCA, dolny wiersz: FDA i SVM.

Rysunek 4.10: Zbiór Leukemia; górny wiersz: MDS i PCA, dolny wiersz: FDA i SVM.
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Rysunek 4.11: Estymacja prawdopodobie«stwa w zale»no±ci od klasy dla zbiorów Breast-

w i Leukemia w pierwszym kierunku SVM.

Liczba cech Parity8 Heart-c Breast-w Leukemia
PCA 1 41.8±6.2 55.6±8.3 65.0±6.0 65.2±15.6
PCA 2 41.7±5.3 55.6±8.3 65.0±6.0 77.6±19.1
MDS 1 39.7±5.8 60.3±9.3 97.0±2.0 60.2±18.1
MDS 2 38.2±5.4 68.6±9.0 96.7±2.1 94.5± 8.4
FDA 1 40.3±6.5 85.0±6.6 97.2±1.9 75.6±15.4
FDA 2 38.7±7.1 85.2±6.3 97.1±2.0 81.8±14.1
SVM 1 41.9±6.5 84.8±6.5 97.3±1.8 97.2± 5.7
SVM 2 41.8±6.2 84.8±6.5 97.3±1.8 97.2± 5.7

wszystkie 31.4±4.8 83.9±6.3 96.6±2.0 95.4± 7.8

Tabela 4.1: Wyniki SVM z 10x10-krotnej kroswalidacji dla danych ze zredukowan¡ liczb¡
cech.

tutaj zbiorów, nie wida¢ poprawy jako±ci klasy�kacji przy u»ywaniu drugiego kierunku.
Oczywi±cie nie znaczy to i» nie oka»e si¦ on (a tak»e kolejne kierunki) pomocny w
przypadku znacznie trudniejszych zbiorów danych.

Nale»y pami¦ta¢ tutaj o tym, »e rysunki nie do ko«ca odzwierciedlaj¡ to, co
otrzymujemy z wyników kroswalidacji. Wynika to z faktu, i» dane wizualizowane s¡
w caªo±ci, natomiast przy testach u»ywane s¡ podzbiory danego zbioru danych.
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Rozdziaª 5

Techniki klasy�kacji

W niniejszej pracy pomini¦to opisy m.in. systemów opartych na logice rozmytej,
klasy�katorów reguªowych oraz takich technik uczenia maszynowego jak klasteryzacja,
selekcja prototypów. Nie przedstawiono równie» rozmaitych mechanizmów meta-uczenia,
których najprostsze elementy to Stacking czy Boosting. Uczyniono to ze wzgl¦du na
do±¢ znikomy ich wpªyw na zaprezentowane w rozprawie algorytmy i nie wyst¦puje
potrzeba ich opisu jako tªo dla proponowanych rozwi¡za«. Bardzo dobrymi ksi¡»kami
dotycz¡cymi dziedziny uczenia maszynowego s¡ [31, 91], w których m.in. bardziej
szczegóªowo przedstawiono opisywane w niniejszej rozprawie algorytmy. Odno±nie meta-
uczenia sztandarowym ¹ródªem wiedzy wydaje si¦ by¢ [49], w której opisano wiele
istniej¡cych jak i zaproponowano szereg nowych mechanizmów.

5.1 Klasy�kacja danych

Klasy�kacja danych lub rozpoznawanie wzorców (pattern recognition) to proces
skªadaj¡cy si¦ z dwóch etapów - uczenia oraz testu. Proces uczenia klasy�katora
polega na adaptacji jego parametrów α w celu minimalizacji okre±lonej funkcji bª¦du.
Celem uczenia, oprócz dokªadno±ci dopasowania do danych treningowych, jest jako±¢
generalizacji modelu, a wi¦c jako±¢ klasy�kacji na danych, które nie zostaªy u»yte
podczas uczenia modelu (czyli na danych testowych). Uczenie klasy�katora powinno
by¢ wykonywane tylko na próbce reprezentatywnej tzn. rozkªad p(x|C) powinien by¢
taki sam jak reszty zbioru danych, a ka»dy element próbki powinien by¢ pobierany w
sposób losowy. Do oceny jako±ci modelu sªu»y zbiór testowy, a proces ten nazywany jest
testowaniem klasy�katora. W procesie tym modelowi prezentowany jest zbiór testowy, a
jego zadaniem jest wyznaczenie warto±ci wyj±ciowych, czyli etykiet klas dla wszystkich
elementów tego zbioru. Ocena jako±ci dziaªania klasy�katora sprowadza si¦ zwykle do
wyznaczenia wspóªczynników okre±laj¡cych dokªadno±¢ acc (lub bª¡d err) klasy�kacji:

acc =
mpop

m
(5.1)

err = 1− acc (5.2)

gdzie:
mpop � liczba poprawnie sklasy�kowanych przypadków zbioru testowego,
m � caªkowita liczba przypadków zbioru testowego.
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Jednak»e istniej¡ te» inne, cz¦sto lepsze miary poprawno±ci klasy�kacji. W
przypadku gdy mamy do czynienia ze zbiorem niezbalansowanym, przedstawione
powy»ej miary zafaªszowuj¡ zdolno±¢ klasy�kacji. Bardziej poprawnym okazuje si¦ by¢
tutaj zbalansowana dokªadno±¢ klasy�kacji uwzgl¦dniaj¡ca proporcje klas:

bacc =
1

c

c∑
i=1

(
mpop
i

mi

) (5.3)

Wspóªczynnik ten wierniej oddaje realn¡ dokªadno±¢ klasy�kacji, traktuj¡c wszystkie
klasy równomiernie, niezale»nie od wewn¦trznego rozkªadu liczby przypadków w
poszczególnych klasach.

Istniej¡ tak»e inne miary poprawno±ci klasy�kacji, oparte o tzw. macierz konfuzji.
Przykªad takiej macierzy dla problemów dwuklasowych pokazano w tabeli 5.1. Dla
macierzy tej po»¡danym jest by elementy znajduj¡ce si¦ poza gªówn¡ przek¡tn¡ d¡»yªy
do zera.

klasa/prognoza pozytywne negatywne
pozytywne prawdziwie pozytywne (PP) faªszywie negatywne (FN)
negatywne faªszywie pozytywne (FP) prawdziwie negatywne (PN)

Tabela 5.1: Macierz konfuzji Q dla problemów dwuklasowych.

Q =

[
PP FN
FP PN

]
(5.4)

Wówczas dokªadno±¢ klasy�kacji wyznacza si¦ jako:

acc =
PP + PN

PP + FN + FP + PN
(5.5)

Inne, u»yteczne miary to:

wra»liwo±¢ =
PP

PP + FN
(5.6)

specy�czno±¢ =
PN

FP + PN
(5.7)

Warto zwróci¢ uwag¦, »e nie koniecznie najlepszym dla danego problemu jest
maksymalizacja poprawno±ci klasy�kacji. Mo»e okaza¢ si¦ »e bardziej po»¡dane dla
optymalizacji b¦dzie wzi¦cie z ró»n¡ wag¡ ró»nych elementów macierzy konfuzji. Dzi¦ki
takiemu rozwi¡zaniu mo»na unikn¡¢ bª¦dów w wybranych obszarach macierzy konfuzji.
Mo»e by¢ to niezwykle przydatne np. w ró»nych problemach medycznych, w których
cz¦sto d¡»y si¦ do minimalizacji liczby elementów faªszywie pozytywnych.

W wi¦kszo±ci wypadków, gdy niezb¦dne jest okre±lenie dopuszczalnego bª¦du
klasy�kacji poszczególnych klas, korzysta si¦ z charakterystyki ROC (receiver operating
characteristic). Krzyw¡ ROC wykre±la si¦ jako zale»no±¢ dopeªnienia specy�czno±ci
w funkcji wra»liwo±ci. Dzi¦ki temu mo»liwe jest wyznaczenie optymalnego progu
klasy�kacji poszczególnych klas. Zostaªo to przedstawione na rysunku 5.1. Na podstawie
krzywej ROC mo»na tak»e wyznaczy¢ pole pod krzyw¡, zwane wspóªczynnikiem AUC
(area under curve). AUC informuje, który z klasy�katorów jest najdokªadniejszy spo±ród
wszystkich zbadanych. Im wi¦ksze pole pod krzyw¡, tym lepszy klasy�kator.
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Rysunek 5.1: Przykªad krzywej ROC.

Najcz¦stszym sposobem testowania poprawno±ci maszyn ucz¡cych jest kroswalidacja
(aby wynik byª wiarygodny - najlepiej wielokrotnie powtórzona). Technika ta polega na
k-krotnym powtórzeniu uczenia maszyny i jej testowaniu na specjalnie spreparowanych
danych, na podstawie jednego zbioru danychX. Najpierw dzieli si¦ zbiórX na k mo»liwie
równolicznych podzbiorów:X1,X2, ...,Xk, w których dodatkowo w ka»dym z podzbiorów
Xi stosunki liczby wektorów z danych klas s¡ mo»liwie bliskie ich estymowanym
prawdopodobie«stwom apriorycznym w zbiorze X (tzw. kroswalidacja straty�kowana).
Dodatkowo wykorzystywane b¦d¡ tak»e zbiory:

X′i = X\Xi (5.8)

a wi¦c dopeªnienia zbioruXi wzgl¦demX. Cz¦±ciXi s¡ nazywane cz¦±ciami testowymi, a
cz¦±ciX′i cz¦±ciami ucz¡cymi. Nast¦pnym krokiem kroswalidacji jest uczenie i testowanie
wybranej maszyny, w celu uzyskania poprawno±ci klasy�kacji na poszczególnych
cz¦±ciach testowych Xi. Mo»na zatem wyznaczy¢ ±redni¡ dokªadno±¢ klasy�kacji:

acc =
1

k

k∑
i=1

acci (5.9)

oraz odchylenie standardowe:

std =
1

k − 1

k∑
i=1

(acci − acc)2 (5.10)
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5.1.1 Eliminatory

Dziaªanie algorytmów klasy�kacji mo»e nie by¢ wiarygodne z wielu powodów:
zaszumionych danych, niewystarczaj¡cej ilo±ci informacji, itd. Jednak»e w pewnych
sytuacjach mog¡ si¦ one okaza¢ u»yteczne, je»eli u»yjemy ich (w odró»nieniu od
klasy�kacji) do eliminacji tych klas, które dla danego przypadku s¡ niewªa±ciwe. Tak wi¦c
alternatyw¡ do klasy�kacji jest eliminacja niewªa±ciwych klas, przewiduj¡c »e nieznany
przypadek nale»y do podgrupy k z ogólnego zbioru K mo»liwych klas. Liczba k nie
powinna by¢ staªa, jako »e w pewnych fragmentach przestrzeni danych wej±ciowych
ró»ne klasy mog¡ si¦ nakªada¢ na siebie w ró»nym stopniu i w inny sposób. Takie
rozwi¡zanie zostaªo nazwane eliminatorami [18], poniewa» jego podstawowym zadaniem
jest eliminacja z wysokim poziomem zaufania tych klas, które s¡ niewªa±ciwe. Dowolny
model M , który estymuje prawdopodobie«stwa klasy�kacji p(Ci|X;M) mo»e zosta¢
u»yty do utworzenia nowych klas lub do eliminacji pewnych klas, przewiduj¡c »e X
nale»y do dwóch lub wi¦cej klas.

5.2 Naiwny klasy�kator Bayesa

Podstaw¡ dziaªania tego algorytmu jest ogólnie znane twierdzenie Bayesa:

P (c|X) =
P (c)P (X|c)

P (X)
(5.11)

Okre±la ono prawdopodobie«stwo wyst¡pienia klasy c (spo±ród zbioru wszystkich klas
C), pod warunkiem zaobserwowania danych X. P (c) opisuje prawdopodobie«stwo
apriori wyst¡pienia klasy c, P (X) to prawdopodobie«stwo zaobserwowania danych
X, natomiast P (X|c) to prawdopodobie«stwo wyst¡pienia klasy c pod warunkiem
wyst¡pienia danych X.

Naiwny klasy�kator Bayesa zakªada, »e zmienne odpowiadaj¡ce poszczególnym
wymiarom przestrzeni cech s¡ niezale»ne, a klasy�kacja przypadków opiera si¦ na
prawdopodobie«stwie ich przynale»no±ci do poszczególnych klas. Wyznaczenie klasy, dla
której prawdopodobie«stwo jest najwi¦ksze uzyskuje si¦ w nast¦puj¡cy sposób:

NBC(x′) = arg max
c∈C

P (c)
n∏
i=1

P (x′i|c) (5.12)

Stosuje si¦ go najcz¦±ciej dla danych dyskretnych (je±li pewne cechy s¡ ci¡gªe, to
poddaje si¦ je dyskretyzacji). Jednak»e zakªadaj¡c normalno±¢ rozkªadu ka»dej z cech dla
ka»dej klasy, mo»na w prosty sposób oszacowa¢ prawdopodobie«stwo cech z warto±ciami
ci¡gªymi:

P (xi|c) = G(x, µci , σ
c
i ) (5.13)

gdzie:
G � g¦sto±¢ rozkªadu normalnego,
µci � warto±¢ ±rednia i-tej cechy dla klasy c,
σci � odchylenie standardowe i-tej cechy dla klasy c.

Postawione zaªo»enia co do niezale»no±ci poszczególnych cech oraz ich rozkªadu
normalnego w praktyce mog¡ okaza¢ si¦ bª¦dne, wówczas klasy�kator staje si¦ daleki od
optymalnego.
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5.3 Metoda k -najbli»szych s¡siadów

W metodzie k-najbli»szych s¡siadów na pocz¡tku szukane jest k najbli»szych
s¡siadów danego przypadku, a nast¦pnie przypadek ten jest przypisywany do
tej klasy, do której nale»y wi¦kszo±¢ z ustalonych jego k najbli»szych s¡siadów.
Zatem metoda ta w gªównej mierze opiera si¦ na obliczaniu odlegªo±ci pomi¦dzy
poszczególnymi przypadkami w zbiorze danych. Przy ich obliczaniu mo»emy si¦ posªu»y¢
ró»nymi miarami, z czego najcz¦±ciej wykorzystywana to miara euklidesowa. Poni»ej
przedstawiono kilka najbardziej popularnych miar odlegªo±ci wykorzystywanych w
metodzie kNN:

1. miara Euklidesa

D(x, y) =

√√√√ n∑
i=1

f(xi, yi) (5.14)

2. miara Canberra

D(x, y) =
n∑

i=1, xi+yi 6=0

|xi − yi|
|xi + yi|

(5.15)

3. miara Manhattan

D(x, y) =
n∑
i=1

|xi − yi| (5.16)

4. miara Chebyshev
D(x, y) = max |xi − yi| (5.17)

Ogromne znaczenie w przypadku tej metody ma wybór odpowiedniego k, gdy» jest
to podstawowy parametr decyduj¡cy o jako±ci predykcji. Powinien on by¢ na tyle maªy
aby k najbli»szych s¡siadów byªo wystarczaj¡co bliskimi s¡siadami nowego punktu,
natomiast na tyle du»y aby zminimalizowa¢ prawdopodobie«stwo bª¦dnych klasy�kacji.
Najpro±ciej dobór odpowiedniego k zrealizowa¢ stosuj¡c kroswalidacj¦.

Jest to tylko najprostsza wersja algorytmu kNN, mo»liwe s¡ naturalnie ró»ne
rozwini¦cia jak wa»enie poszczególnych wymiarów itp. [77]

5.4 Drzewa decyzyjne

Algorytmy drzew decyzji [71] s¡ wci¡» podstaw¡ wi¦kszo±ci du»ych systemów uczenia
maszynowego, poniewa» oferuj¡ ªatwy i obliczeniowo efektywny sposób wydobywania
reguª decyzyjnych z danych [21]. Drzewa oparte s¡ o rekurencyjny podziaª danych i
w przeciwie«stwie do wi¦kszo±ci algorytmów uczenia, u»ywaj¡ innego zestawu cech w
ró»nych cz¦±ciach przestrzeni cech, automatycznie dokonuj¡c lokalnej selekcji.

Algorytm C4.5 generowania drzew decyzji [70] to powstaªa na bazie metody ID3
najbardziej popularna wersja, cechuj¡ca si¦ wieloma u»ytecznymi wªasno±ciami. Zasada
dziaªania tej metody opiera si¦ na podziale danego w¦zªa na tyle podw¦zªów ile warto±ci
ma najbardziej informatywna cecha (zapewniaj¡ca maksymaln¡ redukcj¦ entropii).
Wi¡»e si¦ to niestety z tym, »e algorytm ten ma tendencj¦ do cz¦stszego u»ywania cech,
które maj¡ du»¡ (w porównaniu do innych) liczb¦ mo»liwych warto±ci. Aby zniwelowa¢
cz¦±¢ sªabych stron opisywanego algorytmu, wprowadzono w nim kilka zmian, takich jak
mody�kacja miary nieczysto±ci w¦zªów, mo»liwo±¢ wykorzystania cech z warto±ciami
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ci¡gªymi, zmiana sposobu przycinania czy mo»liwo±¢ u»ycia danych z brakuj¡cymi
warto±ciami dla atrybutów. W celu wyeliminowania niepo»¡danego efektu preferowania
cech o du»ej liczbie warto±ci, algorytm ten do wyznaczania poziomu niejednorodno±ci
w¦zªów u»ywa, w odró»nieniu od zysku informacyjnego (information gain), miary zwanej
zyskiem wzgl¦dnym (gain ratio).

W przypadku cech ci¡gªych rozpatrywane zostaj¡ wszystkie mo»liwe podziaªy na dwa
podzbiory, zdeterminowane punktem podziaªu. Algorytm ten ocenia jako±¢ dla ka»dego z
mo»liwych podziaªów uzyskuj¡c warto±¢ wzgl¦dnego zysku informacyjnego, a nast¦pnie
wybiera ten, który taki zysk maksymalizuje.

Przycinanie drzewa oparte jest na ocenie statystycznej istotno±ci ró»nicy
bª¦du klasy�kacji dla danego w¦zªa i jego podw¦zªów. Oszacowane zostaje
prawdopodobie«stwo zwi¦kszenia bª¦du, a nast¦pnie obci¦te zostaj¡ te elementy, dla
których to prawdopodobie«stwo nie przekracza zadanego progu.

5.4.1 Porównanie u»ycia ró»nych entropii w drzewach

Entropia jest miar¡ stopnia nieuporz¡dkowania ukªadu. Claude Shannon zde�niowaª
miar¦ entropii w nast¦puj¡cy sposób [79]:

S = −
n∑
i=1

pi log2 pi (5.18)

gdzie pi to prawdopodobie«stwo wyst¡pienia zdarzenia (warto±ci cechy) xi b¦d¡cego
elementem zdarzenia (cechy) X, które mo»e przybiera¢ ró»ne warto±ci {x1...xn}.

Entropia Shannona jest malej¡c¡ funkcj¡ rozproszenia zmiennej losowej, która
maksimum osi¡ga wówczas, gdy wszystkie wyniki s¡ jednakowo prawdopodobne. Mo»e
ona zosta¢ u»yta globalnie - dla caªo±ci danych, albo lokalnie w celu wyznaczenia entropii
rozkªadu g¦sto±ci prawdopodobie«stwa w niektórych punktach. Entropia mo»e zosta¢
uogólniona w celu dostarczenia dodatkowej informacji o istotno±ci pewnych zdarze«.

Constantino Tsallis [87] i Alfred Renyi [72] zaproponowali uogólnione wersje entropii,
które dla α = 1 redukuj¡ si¦ do entropii Shannona.

Entropia Renyiego jest zde�niowana jako:

Iα =
1

1− α
log

(
n∑
i=1

pαi

)
(5.19)

Podobnie jak entropia Shannona osi¡ga ona maksimum równe ln(n) dla pi = 1/n,
jednak»e zawiera dodatkowy parametr α, który mo»e zosta¢ u»yty w celu zwi¦kszenia
lub zmniejszenia wra»liwo±ci na ksztaªt rozkªadów prawdopodobie«stw.

Tsallis zde�niowaª swoj¡ entropi¦ jako:

Sα =
1

α− 1

(
1−

n∑
i=1

pαi

)
(5.20)

Rysunki 5.2 i 5.3 ilustruj¡ porównanie entropii Renyiego, Tsallisa i Shannona dla dwóch
prawdopodobie«stw p1 i p2 gdzie p1 = 1− p2.

Mody�kacja standardowego algorytmu C4.5 polegaªa na zamianie miary Shannona
na jedn¡ z dwóch opisywanych wy»ej entropii. Celem tego byªo sprawdzenie ich wpªywu
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alfa=−8
alfa=−3
alfa=−2
alfa=−1
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alfa=5
alfa=8

Rysunek 5.2: Wykresy entropii Renyiego dla kilku ujemnych i dodatnich warto±ci
parametru α.

alfa=−0.6
alfa=−0.4
alfa=−0.2
alfa=−0.1

alfa=2
alfa=3
alfa=5
alfa=8

Rysunek 5.3: Wykresy entropii Tsallisa dla kilku ujemnych i dodatnich warto±ci
parametru α.

na wªasno±ci drzew decyzji. Ostateczne kryterium podziaªu oparte byªo na mierze zysku
wzgl¦dnego, tak wi¦c test atrybutu A, który dzieli dane D na dwie cz¦±ci Dt i Df (przy
zbiorze klas ω) daje zysk:

G(ω,A|D) = H(ω|D)− |Dt|
|D|

H(ω|Dt)−
|Df |
|D|

H(ω|Df ) (5.21)

gdzie |D| to liczba elementów w zbiorze D, a H(ω|S) to jedna z trzech entropii:
Shannona, Renyiego albo Tsallisa.

Poni»ej przedstawiono wyniki pierwszych eksperymentów wykonanych przy u»yciu
drzewa C4.5 ze zmody�kowanym kryterium podziaªu. Wyniki przedstawione w tabelach
5.2-5.7 wyra¹nie pokazuj¡, »e dodatkowy parametr α uªatwia klasy�kacj¦ danych z
jedn¡ lub kilkoma maªo licznymi klasami. Warto±¢ tego wspóªczynnika mo»e by¢ ªatwo
wyznaczona poprzez wewn¦trzn¡ kroswalidacj¦.

Dla ka»dego zbioru danych przeprowadzono 10 razy powtórzon¡ 10-krotn¡
kroswalidacj¦, testuj¡c zarówno standardowe drzewo C4.5, jak i jego zmody�kowane
wersje z entropiami Tsallisa i Renyiego. Testy wykonano dla kilku warto±ci parametru
α, a wyniki (±rednie dokªadno±ci klasy�kacji i odchylenia standardowe) zanotowano w
tabelach 5.2-5.7.
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Rysunek 5.4: Wykres entropii Shannona.

Entropia Alfa

-1.5 -0.9 -0.5 -0.1 0.1 0.3 0.5 0.7

Renyi 64.6±0.2 64.6±0.2 64.6±0.2 77.3±4.1 75.4±2.1 77.7±3.3 77.8±4.7 79.1±2.6
Tsallis 64.6±0.2 64.6±0.2 64.6±0.2 64.6±0.2 77.3±3.7 75.4±4.0 74.4±4.3 71.3±5.4
Entropia Alfa

0.9 1.1 1.3 1.5 2.0 3.0 4.0 5.0

Renyi 78.8±4.4 82.1±4.2 82.8±4.0 82.9±2.5 84.0±3.9 79.4±3.0 80.8±3.1 78.9±2.2
Tsallis 73.0±3.4 74.9±1.8 73.4±2.4 71.1±4.0 70.2±3.9 73.9±4.4 72.8±3.6 71.1±4.4
Shannon 81.2±3.7

Tabela 5.2: Wyniki poprawno±ci klasy�kacji dla zbioru Colon-cancer.

Entropia Klasa Alfa

-1.5 -0.5 -0.1 0.1 0.3 0.5 0.7

Renyi 1 0.0±0.0 0.0±0.0 59.7±4.7 58.7±6.8 60.8±6.4 63.2±7.3 66.0±6.5
2 100±0.0 100±0.0 87.2±4.1 84.7±2.4 87.2±2.8 85.8±4.0 86.2±3.9

Tsallis 1 0.0±0.0 0.0±0.0 0.0±0.0 58.2±5.1 59.8±9.3 59.8±5.2 50.7±10.2
2 100±0.0 100±0.0 100± 0.0 87.6±4.8 83.9±4.3 82.8±4.4 82.6±3.9

Entropia Klasa Alfa

0.9 1.1 1.5 2.0 3.0 4.0 5.0

Renyi 1 65.8±6.5 70.0±7.2 67.3±5.4 69.2±6.6 58.5±2.9 61.0±3.8 58.7±3.5
2 85.8±4.6 88.8±4.5 91.5±2.1 92.1±2.9 90.7±4.3 91.6±3.7 90.1±3.6

Tsallis 1 55.7±7.7 58.5±4.9 58.3±8.2 53.2±7.6 67.2±9.2 60.5±7.4 60.0±10.4
2 82.8±3.4 84.2±2.2 78.9±4.6 80.0±3.7 77.7±6.0 79.7±5.3 77.3±3.4

Shannon 1 69.5±4.2
2 87.7±4.8

Tabela 5.3: Wyniki poprawno±ci klasy�kacji ka»dej z klas dla zbioru Colon-cancer.

Jak ªatwo zauwa»y¢, najlepsza warto±¢ parametru α jest ró»na dla ró»nych zbiorów,
ale mo»e by¢ ona ªatwo ustalona przy pomocy kroswalidacji. Warto tak»e zauwa»y¢, »e
nawet je±li zmiana wy»ej wymienionego parametru nie spowoduje wzrostu poprawno±ci
klasy�kacji, to mo»e si¦ okaza¢, »e przyniesie wzrost wra»liwo±ci lub specy�czno±ci (co
jest cz¦sto po»¡dane np. w przypadku problemów medycznych).

Po przeprowadzonych eksperymentach wyra¹nie wida¢, »e wyniki ±ci±le zale»¡ od
warto±ci parametru α. Je»eli α = 1, wówczas drzewo ze zmody�kowan¡ entropi¡ osi¡ga
rezultaty to»same z drzewem u»ywaj¡cym entropii Shannona.
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Entropia Alfa

-1.5 -0.9 -0.5 -0.1 0.1 0.3 0.5 0.7

Renyi 46.0±4.2 46.0±4.2 46.0±4.2 69.9±5.2 71.8±5.4 70.7±5.4 70.5±5.0 73.0±4.9
Tsallis 52.4±6.8 52.4±6.8 52.4±6.8 52.4±6.8 71.1±5.6 69.8±5.2 72.4±6.0 79.9±5.0
Entropia Alfa

0.9 1.1 1.3 1.5 2.0 3.0 4.0 5.0

Renyi 76.5±6.7 81.0±6.2 81.0±4.8 80.5±5.0 79.3±5.1 79.5±5.6 75.9±7.2 69.7±6.3
Tsallis 81.3±4.7 82.0±4.3 81.8±5.2 80.8±6.5 81.5±5.7 78.8±6.9 81.8±4.1 80.5±4.0
Shannon 78.5±4.8

Tabela 5.4: Wyniki poprawno±ci klasy�kacji dla zbioru DLBCL.

Entropia Klasa Alfa

-1.5 -0.5 -0.1 0.1 0.3 0.5 0.7

Renyi 1 90.0±10.5 90.0±10.5 72.3±8.4 75.5±10.6 74.3±11.2 76.3±8.7 79.7±7.1
2 10.0±10.5 10.0±10.5 65.5±11.8 66.7±10.5 65.7±10.9 62.5±8.5 65.3±5.9

Tsallis 1 64.8±10.6 64.8±10.6 64.8±10.6 74.5±12.1 73.3±10.7 80.2±8.5 85.8±7.2
2 41.8±11.0 41.8±11.0 41.8±11.0 65.7±10.6 65.2±12.0 64.8±9.1 74.7±9.8

Entropia Klasa Alfa

0.9 1.1 1.3 1.5 2.0 3.0 5.0

Renyi 1 82.7±8.4 85.5±8.1 86.5±5.8 85.2±5.8 84.8±6.4 84.2±5.3 68.0±12.0
2 70.2±11.1 77.3±9.0 77.0±7.4 77.3±7.6 74.7±8.1 75.3±9.0 69.3±4.7

Tsallis 1 88.2±6.3 88.2±5.7 86.2±5.3 85.2±6.4 84.7±5.7 83.2±8.8 87.3±5.2
2 76.0±7.5 77.3±5.3 78.7±6.9 77.8±9.3 80.0±6.9 76.3±6.4 75.3±4.9

Shannon 1 84.8±7.0
2 72.7±8.7

Tabela 5.5: Wyniki poprawno±ci klasy�kacji ka»dej z klas dla zbioru DLBCL.

Entropia Alfa

-1.5 -0.5 -0.1 0.1 0.3 0.5 0.7

Renyi 65.4 ±0.4 65.4 ±0.4 88.5 ±2.4 85.6 ±3.9 84.6 ±3.8 82.4 ±4.6 82.0 ±4.6
Tsallis 65.4 ±0.4 65.4 ±0.4 65.4 ±0.4 83.5 ±4.4 84.8 ±4.2 84.3 ±3.5 82.3 ±3.9
Entropia Alfa

0.9 1.1 1.3 1.5 2.0 3.0 5.0

Renyi 80.5±3.8 81.5±3.5 82.2±3.5 82.4±2.6 85.3±2.8 86.1±2.8 83.8±2.0
Tsallis 82.5±4.4 81.5±2.9 82.3±1.1 83.3±1.4 82.2±2.5 86.5±2.7 87.5±3.6
Shannon 81.4±4.1

Tabela 5.6: Wyniki poprawno±ci klasy�kacji dla zbioru Leukemia.

Dla zbioru Colon-cancer (opis zbioru w dodatku A) (tabele 5.2 i 5.3) najwi¦ksza
dokªadno±¢ uzyskiwana jest dla entropii Renyiego przy α = 2, z mniejsz¡ wariancj¡
oraz znacznie wy»sz¡ specy�czno±ci¡ (dokªadno±¢ klasy�kacji drugiej klasy) od tych
uzyskanych przy pomocy entropii Shannona. Entropia Tsallisa w przypadku tego zbioru
najlepiej sprawuje si¦ dla α = 1, kiedy zrównuje si¦ z wynikami standardowego
algorytmu.

W przypadku DLBCL (opis zbioru w dodatku A), entropia Renyiego jak i Tsallisa
uzyskuje najlepsze rezultaty dla α z przedziaªu 1.1− 1.3, poprawiaj¡c zarówno czuªo±¢
jak i wra»liwo±¢ (w porównaniu z entropi¡ Shannona) (tabele 5.4 i 5.5).

Dla Leukemii (opis zbioru w dodatku A) najlepszy rezultat daje u»ycie entropii
Renyiego przy α = −0.1, oferuj¡c poprawno±¢ klasy�kacji na poziomie 88.5± 2.4%, co
jest znacz¡co lepszym wynikiem od uzyskanego przez entropi¦ Shannona wynosz¡cym
81.4± 4.1%.
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Entropia Klasa Alfa

-1.5 -0.5 -0.1 0.1 0.3 0.5 0.7

Renyi 1 100±0.0 100±0.0 89.2±1.6 89.4±3.2 88.7±2.5 86.2±3.2 84.8±4.0
2 0.0±0.0 0.0±0.0 86.6±5.4 77.7±9.9 75.8±10.5 74.3±10.5 76.2±10.6

Tsallis 1 100±0.0 100±0.0 100±0.0 88.3±3.6 88.7±2.9 89.0±3.3 85.4±3.2
2 0.0±0.0 0.0±0.0 0.0±0.0 73.5±10.1 76.8±10.3 74.8±9.3 76.6±10.3

Entropia Klasa Alfa

0.9 1.3 1.5 2.0 3.0 4.0 5.0

Renyi 1 85.0±3.9 84.7±4.6 85.2±3.7 88.6±4.5 90.2±3.4 83.9±3.9 86.8±2.0
2 71.3±11.9 77.4±5.0 76.7±5.7 79.1±4.6 78.3±3.7 80.3±7.1 78.2±5.9

Tsallis 1 84.5±3.9 86.1±3.4 87.4±4.0 85.0±3.4 90.0±3.8 89.1±3.0 91.3±3.5
2 78.1±11.8 74.4±7.5 75.2±7.8 77.9±7.0 80.2±6.7 84.3±6.2 80.3±6.5

Shannon 1 83.8±5.3
2 76.6±5.7

Tabela 5.7: Wyniki poprawno±ci klasy�kacji ka»dej z klas dla zbioru Leukemia.

Teoretyczne rozwa»ania i testy na sztucznych danych pokazuj¡, »e drzewo decyzyjne
ze zmody�kowanym kryterium podziaªu mo»e ªatwo poradzi¢ sobie z poprawn¡
klasy�kacj¡ jednej lub wielu maªo licznych klas. Parametr α zapewnia mo»liwo±¢
zwi¦kszenia poprawno±ci klasy�kacji klas o ró»nej liczebno±ci wektorów. Sprawia to,
»e zmody�kowany algorytm drzew decyzji staje si¦ bardziej atrakcyjnym w porównaniu
do oryginalnej wersji opartej o entropi¦ Shannona.

5.5 Liniowa dyskryminacja

Prawie 80 lat temu Fisher zaproponowaª rozwi¡zanie problemu klasy�kacji przy
pomocy algorytmu dyskryminacji liniowej (Linear discrimination algorithm, LDA) [54].
W pierwszej wersji metoda ta zostaªa zaproponowana dla dwóch klas i bazowaªa na
mechanizmie rzutowania danych na prost¡. Rezultatem dziaªania LDA jest funkcja
liniowa, która w mo»liwie najlepszy sposób odseparowuje przykªady nale»¡ce do dwóch
przeciwnych klas. Funkcja ta znajdowana jest przy pomocy rzutowania danych na prost¡,
na której minimalizowany jest rozrzut ka»dej z klas, przy jednoczesnej maksymalizacji
separacji pomi¦dzy tymi klasami. Zaªo»enia te mo»na speªni¢ dzi¦ki minimalizacji
nast¦puj¡cej funkcji:

J(w) =
wTSBw

wTSWw
(5.22)

gdzie SW jest macierz¡ rozrzutu dla wektorów z tej samej klasy, a SB macierz¡ rozrzutu
dla wektorów ró»nych klas. Warto zauwa»y¢, »e macierze rozrzutu s¡ proporcjonalne do
macierzy kowariancji, dlatego mo»liwe jest zde�niowanie J poprzez macierze kowariancji.

SB =
∑
c

Nc(µc − x)(µc − x)T (5.23)

SW =
∑
c

Nc

∑
i∈c

(xi − µc)(xi − µc)T (5.24)

W podanych wzorach µc i x oznaczaj¡ odpowiednio:

µc =
1

Nc

∑
i∈c

xi (5.25)
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x =
1

N

∑
i

xi =
1

N

∑
c

Ncµc (5.26)

gdzieNc oznacza liczb¦ przykªadów w klasie c. Dla problemów dwuklasowych komponent
SB mo»na zde�niowa¢ jako:

S′B = (µ1 − µ2)(µ1 − µ2)
T (5.27)

natomiast gªówne rozwi¡zanie przyjmuje posta¢:

w = S−1W (µ1 − µ2) (5.28)

Najbardziej zaawansowanym rozwini¦ciem idei LDA s¡ maszyny wektorów
wspieraj¡cych opisane w rozdziale 5.7.

5.6 Sztuczne sieci neuronowe

Ka»da sie¢ neuronowa zbudowana jest z elementów zwanych umownie neuronami,
które przetwarzaj¡ sygnaªy wej±ciowe w sygnaª wyj±ciowy. Przykªadowy model neuronu
pokazano na rysunku 5.5. Ka»dy neuron charakteryzuje si¦ tym, »e ma kilka wej±¢ i
jedno wyj±cie. Sygnaª wyj±ciowy Y jest funkcj¡ sygnaªów wej±ciowych X wpªywaj¡cych
do w¦zªa (neuronu) oraz wag, które s¡ z nim zwi¡zane:

Y = f(X,W) (5.29)

Funkcja ta nazywana jest funkcj¡ transferu i ma najcz¦±ciej charakter nieliniowy (w
zale»no±ci od konkretnego celu, jakiemu sªu»y dany neuron, mo»e ona przybiera¢ ró»n¡
posta¢). Najprostszym przykªadem funkcji transferu mo»e by¢ funkcja liniowa:

Y =
∑
i

WiXi (5.30)

Jednak»e najcz¦±ciej stosowan¡ w sieciach propagacji wstecznej jest nieliniowa funkcja
sigmoidalna:

Y = σ(WX + θ) =
1

1 + e−s(
∑

i
WiXi+θ)

(5.31)

Neurony poª¡czone ze sob¡ tworz¡ sie¢ neuronow¡, za± liczba i sposób poª¡czenia
neuronów okre±la architektur¦ sieci neuronowej. Neurony wyst¦puj¡ce w sieciach MLP
(Multi Layer Perceptron) tworz¡ warstwy: wej±ciow¡, ukryt¡ i wyj±ciow¡, przy czym
warstw ukrytych mo»e by¢ kilka. W warstwie wej±ciowej neurony nie wykonuj¡ »adnych
oblicze«, a jedynie �pobieraj¡� dane ucz¡ce lub testowe. Warstwa ukryta zawiera
neurony, których wej±cia nigdy nie ª¡cz¡ si¦ bezpo±rednio z sygnaªem wej±ciowym, ani
wyj±ciem sieci. W warstwie wyj±ciowej, jak nie trudno si¦ domy±le¢, wyst¦puj¡ neurony
bezpo±rednio poª¡czone z wyj±ciem sieci. To w jaki sposób neurony zostan¡ poª¡czone, a
przede wszystkim ile ich b¦dzie, determinuje ksztaªt powstaªych obszarów decyzyjnych.

Najcz¦±ciej stosowanym algorytmem uczenia sieci MLP jest jeden z wariantów
algorytmu wstecznej propagacji bª¦dów (backpropagation) [85, 53]. W metodzie tej
uczenie polega na minimalizacji odpowiedniej funkcji kosztu, której najprostsza de�nicja
ma posta¢ bª¦du ±redniokwadratowego, która przy zaªo»eniu tylko jednego wyj±cia sieci
wygl¡da nast¦puj¡co:

E =
1

2

∑
i

(Y (Xi,W)− di)2 (5.32)
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Rysunek 5.5: Model sztucznego neuronu.

Dokªadny opis algorytmu wstecznej propagacji bª¦dów zarówno w jego podstawowej
postaci, jak i ró»nych odmianach (wsteczna propagacja z momentem, QuickProp, Rprop)
mo»na znale¹¢ w pracach [91, 6, 75].

W rozdziale tym opisane zostaªy jedynie sieci MLP, opis innych klas sieci jak sieci
RBF, RAN i innych [6] zostaª pomini¦ty z racji ich niewielkiego zwi¡zku z niniejsz¡
rozpraw¡ doktorsk¡.

5.7 Maszyny wektorów wspieraj¡cych

5.7.1 Standardowe sformuªowanie SVM

Pocz¡wszy od 1992 roku, kiedy to ukazaª si¦ artykuª Bosera, Guyon i Vapnika [8]
maszyny wektorów wspieraj¡cych (Support Vector Machines, SVM ) bardzo szybko staªy
si¦ najbardziej popularn¡ metod¡ klasy�kacji i aproksymacji. W przypadku problemów
dwuklasowych SVM minimalizuje ±redni bª¡d dla wszystkich par 〈Xi, Yi〉. W zale»no±ci
od wyboru kerneli i optymalizacji ich parametrów, SVM mo»e utworzy¢ odpowiednie,
nieliniowe modele danych, które dzi¦ki optymalizacji marginesu zapewniaj¡ dobr¡
generalizacj¦. Oznacza to, »e minimalna odlegªo±¢ pomi¦dzy wektorami treningowymi
Xi a hiperpªaszczyzn¡ W powinna zosta¢ zmaksymalizowana:

max
W,b

min ‖X−Xi‖ : W ·X + b = 0, i = 1, . . . ,m (5.33)

W i b mog¡ zosta¢ przeskalowane w taki sposób, »e punkt który znajduje si¦ najbli»ej
hiperpªaszczyznyW ·X+b = 0 le»y na jednej z równolegªych hiperpªaszczyzn, de�niuj¡c
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Rysunek 5.6: Przykªad sztucznej sieci neuronowej.

margines W ·X + b = ±1. Prowadzi to do warunku:

∀Xi
Yi[W ·Xi + b] ≥ 1 (5.34)

Szeroko±¢ marginesu wynosi 2/‖W‖, tak wi¦c maksymalizacja marginesu jest
równowa»na minimalizacji:

min
W,b

τ(W) =
1

2
‖W‖2 (5.35)

z ograniczeniami, które gwarantuj¡ poprawn¡ klasy�kacj¦:

Yi[W ·Xi + b] ≥ 1 i = 1, . . . ,m (5.36)

Optymalizacja problemów z ograniczeniami jest rozwi¡zywana metod¡ Lagrange'a:

L(W, b, α) =
1

2
‖W‖2 −

m∑
i=1

αi(Yi[Xi ·W + b]− 1) (5.37)

gdzie αi > 0 to mno»niki Lagrange'a. Jego minimalizacja przez b iW prowadzi do dwóch
warunków:

m∑
i=1

αiYi = 0, W =
m∑
i=1

αiYiXi (5.38)

Wektor W, który de�niuje hiperpªaszczyzn¦ jest wyra»ony przez kombinacj¦ wektorów
treningowych, a ka»dy skªadnik W[j] jest kombinacj¡ j warto±ci cech dla wszystkich
wektorów Xi[j].
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Zgodnie z warunkami Karush-Kuhn-Thuckera:

αi(Yi[Xi ·W + b]− 1) = 0, i = 1, . . . ,m (5.39)

dla αi 6= 0 wektory musz¡ le»e¢ na jednej z hiperpªaszczyzn brzegowych Yi[Xi ·W+b] =
1; wektory te �wspieraj¡� hiperpªaszczyzn¦ W, która de�niuje rozwi¡zanie problemu
optymalizacji. Minimalizacja przebiega najcz¦±ciej przy pomocy nieco zmody�kowanej
optymalizacji kwadratowej:

max
α

W(α) =
m∑
i=1

αi −
1

2

m∑
i,j=1

αiαjYiYjXiXj (5.40)

z ograniczeniami:

αi ≥ 0 i = 1, . . . ,m
m∑
i=1

αiYi = 0 (5.41)

Funkcja dyskryminuj¡ca przyjmuje posta¢:

g(x) = sgn

(
m∑
i=1

αiYiX ·Xi + b

)
(5.42)

Teraz ju» dosy¢ ªatwo zast¡pi¢ iloczyn skalarnyX·Xi przez funkcj¦ kernelow¡ k(X,X′) =
φ(X) · φ(X′), gdzie φ(X) reprezentuje transformacj¦ oryginalnych wektorów do nowej
przestrzeni kernelowej. Dla dowolnego φ(X) wektor cz¦±ciowo prostopadªy do przestrzeni
obj¦tej przez φ(Xi) nie ma wpªywu na iloczyn φ(X) · φ(X′), dlatego wystarczy wyrazi¢
φ(X) i W jako kombinacj¦ wektorów φ(Xi). Wymiarowo±¢ d wektorów wej±ciowych jest
cz¦sto ni»sza od liczby wektorów treningowych d < m, wówczas φ(X) reprezentuje
mapowanie do wy»szej m-wymiarowej przestrzeni. Pod¡»aj¡c za teori¡ Covera [12]
mo»na pokaza¢, »e prawdopodobie«stwo liniowej separacji danych wzrasta wraz z
wymiarowo±ci¡ przestrzeni, w której te dane si¦ znajduj¡. W przestrzeni φ() funkcja
dyskryminuj¡ca przyjmuje posta¢:

g(X) = sgn

(
m∑
i=1

αiYik(X,Xi) + b

)
(5.43)

Je»eli funkcja kernelowa jest liniowa, wówczas przestrze« φ() jest zwyczajnie
przestrzeni¡ oryginaln¡, a skªadowe funkcji dyskryminuj¡cej bazuj¡ na odlegªo±ci
kosinusowej od wektorów referencyjnych Xi z klasy Yi. A zatem oryginalne cechy
X[j], j = 1..d zostaj¡ zast¡pione przez nowe cechy Zi(X) = k(X,Xi), które oceniaj¡
jak daleko wektor znajduje si¦ od wektorów treningowych. U»ywaj¡c znaków przy
wspóªczynnikach wektora Ai = αiYi funkcja dyskryminuj¡ca przyjmuje posta¢:

g(X) = sgn

(
m∑
i=1

αiYiZi(X)) + b

)
= sgn (A · Z(X)) + b) (5.44)

W przypadku gdy dane nie s¡ separowalne, zamiast odlegªo±ci lepszym wydaje si¦
by¢ u»ycie lokalnych miar podobie«stwa, przykªadowo skaluj¡c odlegªo±¢ za pomoc¡
funkcji gaussowskich. Prowadzi to do jednego z najbardziej u»ytecznych kerneli:

kG(X,X′) = exp(−β‖X−X′‖2) (5.45)
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5.7.2 Kernelowe przestrzenie cech

Dla ka»dego wektora X mo»na uzyska¢ nie tylko n cech wej±ciowych, ale
tak»e m cech kernelowych Zi(X) = k(X,Xi) zde�niowanych dla ka»dego wektora
treningowego. Bior¡c kernel gaussowski kG(X,X′) i ustawiaj¡c g(X) =const otrzymuje
si¦ odpowiednik faktu wzi¦cia wa»onej sumy Gaussów scentrowanych wokóª pewnych
wektorów wsparcia, które znajduj¡ si¦ blisko granicy. Poniewa» kontury funkcji
dyskryminuj¡cych w przestrzeni kernelowej s¡ w przybli»eniu staªe (podczas gdy X
porusza si¦ wzdªu» nieliniowej granicy decyzji w przestrzeni wej±ciowej), le»¡ one na
hiperpªaszczy¹nie. Zatem w przestrzeni cech kernelowych mo»liwe jest bezpo±rednie
u»ycie dyskryminacji liniowej bez caªej maszynerii SVM-owej. Zostaªo to zaprezentowane
w eksperymentach obliczeniowych poprzez porównanie rezultatów SVM z kernelem
gaussowskim (u»ywaj¡cym programowania kwadratowego) z bezpo±rednim liniowym
rozwi¡zaniem w przestrzeni opartej o cechy kernelowe (por. tabela 5.8) [65].

5.8 Maszyny cech wspieraj¡cych

W pewnych przypadkach u»ycie cech kernelowych jest przesad¡, albowiem separacja
mo»e by¢ osi¡gni¦ta przy u»yciu oryginalnych cech, które nie s¡ obecne w przestrzeni
kernelowej. Zaªó»my »e dane dla ka»dej z klas maj¡ rozkªad gaussowski (co jest do±¢
cz¦stym przypadkiem), wówczas najlepszy kierunek separuj¡cy jest wyznaczony przez
ró»nic¦ ±rednich z dwóch klas W = m1 −m2. Dodaj¡c rzut na ten kierunek jako now¡
cech¦ r(X) = W ·X umo»liwiamy znalezienie prostego rozwi¡zania za pomoc¡ liniowej
dyskryminacji.

Maszyny cech wspieraj¡cych (Support Features Machines, SFM ), wprowadzone
przeze mnie w pracy [65], bazuj¡ na generowaniu nowych �cech wspieraj¡cych� przy
pomocy ró»nych kerneli, przypadkowych liniowych rzutów oraz ograniczonych rzutów,
które poprzedzaj¡ selekcj¦ cech i liniow¡ dyskryminacj¦. Oczywistym jest fakt, i» mo»liwe
jest u»ycie tak»e innych algorytmów uczenia maszynowego w tak rozszerzonej przestrzeni
cech. W obecnej wersji algorytm u»ywa trzech typów cech, które zostaªy opisane poni»ej.

Cechy pierwszego typu s¡ utworzone przez rzuty na N losowo wygenerowanych
kierunków w oryginalnej n-wymiarowej przestrzeni wej±ciowej. Kierunki te mog¡
by¢ poprawiane w systematyczny sposób, na przykªad przez dodanie kierunków
pochodz¡cych z poª¡czenia centrów klastrów zawieraj¡cych przypadki nale»¡ce do jednej
klasy. Kolejne rzuty na przypadkowe kierunki zwi¦kszaj¡ wymiarowo±¢ danych, a zgodnie
z teori¡ przedstawion¡ w pracy [12], im wi¦kszy jest wymiar przestrzeni cech, tym
ªatwiejsze staje si¦ odseparowanie danych nale»¡cych do przeciwnych klas.

Drugi typ cech bazuje na ograniczonych losowych rzutach, tak jak to ma miejsce w
algorytmie aRPM (zob. 5.9) [15]. Rzut na przypadkowy kierunek Zi(X) = Wi ·X mo»e
nie by¢ zbyt u»yteczny, jednak»e w pewnych przedziaªach warto±ci Zi mo»e znajdowa¢ si¦
wystarczaj¡co du»y, czysty klaster rzutowanych przypadków. Przykªadowo, w przypadku
problemów parzysto±ci [26, 40] rzuty maj¡ zawsze silnie nakrywaj¡ce si¦ klasowo-
zale»ne rozkªady prawdopodobie«stwa, ale rzuty na kierunki [1, 1..1] pokazuj¡ czyste
zlokalizowane klastry ze staª¡ liczb¡ jedynek (lub zer). Klastry zawieraj¡ce przypadki
treningowe z klasy C mog¡ by¢ odseparowane od pozostaªych przypadków rzutowanych
na wymiar Zi za pomoc¡ funkcji okienkowych Hi(X) = H(Zi(X);C). Powstaj¡ zatem
cechy binarne Hi(X) ∈ {0, 1}, bazuj¡ce na liniowych projekcjach ograniczonych do
wycinka przestrzeni prostopadªej do wymiaru Zi.
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Trzeci rodzaj to cechy bazuj¡ce na kernelach. Podczas kiedy wiele kerneli mo»e
by¢ u»ytych razem, wª¡czaj¡c w to te same kernele ale z ró»nymi parametrami, w
zaprezentowanej tutaj wersji u»yte zostaªy kernele gaussowskie z ustalon¡ dyspersj¡ β,
przyj¦t¡ dla ka»dego wektora treningowego (potencjalnego wektora wsparcia) Ki(X) =
exp(−β∑ |Xi −X|2).

Liczba generowanych cech ro±nie liniowo wraz z liczb¡ przypadków treningowych
m, wi¦c dla du»ego m powinny one zosta¢ zredukowane przy u»yciu prostych
�ltrów [20]. Przedstawiona tu wersja bazuje na �ltrze opartym o wspóªczynnik zysku
informacji. Lokalne cechy kernelowe maj¡ warto±ci bliskie zera za wyj¡tkiem przypadków
znajduj¡cych si¦ w pobli»u wektorów wspieraj¡cych, dlatego te» ich u»yteczno±¢ powinna
by¢ ograniczona do s¡siedztwa O(Xi), w którym Gi(X) > ε (w eksperymentach przyj¦to
ε = 0.001). Podobnie dla ograniczonych projekcji, s¡siedztwo ograniczone jest do tych
wektorów, które pochodz¡ z jednej klasy i mieszcz¡ si¦ w interwale [a, b].

Aby zaakceptowa¢ now¡ cech¦ f spo±ród cech typu Z,H,K musi ona speªni¢ trzy
warunki:

1. S¡siedztwo nie powinno by¢ zbyt maªe, lokalne cechy powinny zawiera¢
przynajmniej η wektorów;

2. W lokalnym s¡siedztwie MI(f(X), C) > α, zysk informacyjny cechy f(X) nie
powinien by¢ zbyt maªy;

3. Powinna mo»liwie najlepiej odseparowywa¢ przypadki nale»¡ce do ró»nych klas, a
wi¦c jej maksimum prawdopodobie«stwa maxC p(C|f(X)) > δ.

Liczba wektorów w s¡siedztwie η zostaªa ustawiona na η = 10, jednak»e w niektórych
problemach z bardzo niewielk¡ liczb¡ wektorów treningowych powinna ona zosta¢
ustawiona na mniejsz¡ warto±¢. Nieograniczone projekcje zawieraj¡ wszystkie dane i
nie mog¡ osi¡gn¡¢ p(C|Z(X)) = 1 dla wszystkich wektorów, dlatego te» do ich wyboru
zostaª u»yty wspóªczynnik zysku informacji. Parametry α i δ zostaªy ustawione w taki
sposób, aby pozostawi¢ wystarczaj¡c¡ liczb¦ u»ytecznych cech bazuj¡cych na kernelach
wspomaganych przez wektory w pobli»u granicy decyzji lub ograniczonych projekcji,
które tak»e znajduj¡ si¦ w pobli»u granicy. Parametry te zostaªy ustawione w taki
sposób, aby pozostawi¢ 30% wektorów dla ka»dego zbioru danych. Ich wpªyw na selekcj¦
wektorów wspieraj¡cych pokazano na rysunku 5.7, gdzie u»yto dwóch nakrywaj¡cych si¦
rozkªadów gaussowskich.

U»ywaj¡c parametru β u»ytkownik mo»e okre±li¢ poziom rozmycia. Parametr ten
mo»e by¢ ustawiony r¦cznie lub automatycznie.

Ostatecznie wektor X jest zatem skomponowany z wielu cech X =
[X1...Xn, Z1...Zn, H1...Hn, K1...Kn]. W tak skonstruowanej przestrzeni cech algorytm
SFM poszukuje liniowego rozwi¡zania, aczkolwiek warto zaznaczy¢ »e inne metody
uczenia mog¡ znale¹¢ lepsze rozwi¡zanie.

Nowe cechy wspieraj¡ce utworzone w ten sposób bazuj¡ na tych transformacjach
wej±¢, które zostaªy uznane jako interesuj¡ce dla okre±lonego problemu i nios¡ ze sob¡
jakie± znaczenie i interpretacj¦. Wektory wspieraj¡ce nie s¡ uczone, ale wybierane
z przypadkowych projekcji lub konstruowane przy pomocy zlokalizowanych funkcji
kernelowych, a nast¦pnie dodawane do puli cech, gdy zawieraj¡ interesuj¡ce informacje
mog¡ce pomóc przy rozwi¡zaniu problemu. Technicznie rzecz ujmuj¡c, oznacza to i»
wi¦cej uwagi kªadzione jest na generacj¦ cech ni» na skomplikowan¡ optymalizacj¦
algorytmów czy wymy±lanie nowych metod klasy�kacji. Wa»no±¢ generowania nowych
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Schemat 2 Maszyny cech wspieraj¡cych
Require: Ustaw warto±ci parametrów α, β, δ i η.

1: for i = 0 to N do

2: Losowo wygeneruj nowy kierunek Wi ∈ [0, 1]n

3: Dokonaj rzutowania wszystkich X na ten kierunek Zi = Wi ·X (cechy Z)
4: Przeanalizuj rozkªady p(Zi|C) aby sprawdzi¢ czy istniej¡ jakie± czyste klastry,
5: if liczba wektorów w klastrze Hj(Zi;C) przekracza η then
6: zaakceptuj now¡ cech¦ binarn¡ Hij

7: end if

8: end for

9: Utwórz cechy kernelowe Ki(X), i = 1..m
10: Zrób ranking wszystkich oryginalnych i dodatkowych cech fi u»ywaj¡c informacji

wzajemnej.
11: Usu« cechy, dla których MI(Ki, C) ≤ α.
12: Usu« cechy, dla których maxC p(C|f(X)) < δ.
13: Zbuduj liniowy model w rozszerzonej przestrzeni cech.
14: Sklasy�kuj dane testowe zmapowane do rozszerzonej przestrzeni.

cech zostaªa przeanalizowana w publikacjach [30, 15, 64], aczkolwiek dodawanie cech
kernelowych (jak to ma miejsce w SFM) znacznie poprawia rezultaty. W istocie SFM
wymaga konstrukcji i selekcji nowych cech, które poprzedzaj¡ proste liniowe metody
uczenia. Chocia» wiele parametrów mo»e by¢ u»ytych do kontroli tego procesu, to mog¡
one zosta¢ ustawione lub wyznaczone w sposób automatyczny. Rozwi¡zania przy u»yciu
SFM s¡ bardzo dokªadne i proste do zrozumienia.

U»yteczno±¢ opisywanego algorytmu zostaªa przetestowana i porównana z innymi
metodami na kilku zbiorach danych. Wyniki (±rednie poprawno±ci klasy�kacji i
odchylenia standardowe) 10 razy powtórzonych 10-krotnych kroswalidacji umieszczono
w tabelach 5.8 i 5.9. Parametry kon�guracyjne wszystkich porównywanych
klasy�katorów byªy dobierane przy u»yciu wewn¦trznej kroswalidacji.

Aby sprawdzi¢ wpªyw ró»nych typów cech wsparcia, u»yto wszystkich mo»liwych
kombinacji cech. Przyj¦to nast¦puj¡ce oznaczenia: X to cechy oryginalne, K cechy
kernelowe, Z to nieograniczone rzuty na prost¡, a H odnosi si¦ do cech opartych
na ograniczonych rzutach. Zatem dla ka»dego zbioru danych utworzono 15 ró»nych
przestrzeni cech: X, K, Z, H, K+Z, K+H, Z+H, K+Z+H, X+K, X+Z, X+H,
X+K+Z, X+K+H, X+Z+H, X+K+Z+H, aczkolwiek pokazano tylko te, które oferuj¡
najciekawsze rezultaty.

W tabeli 5.8 zestawiono wyniki zoptymalizowanego SVM z kernelem liniowym
(SVML) i kernelami gaussowskimi (SVMG), a nast¦pnie porównano je z SFM
wykonanym na cechach kernelowych.

Dla zbiorów Ionosphere i Sonar (opis zbiorów w dodatku A) wida¢ du»¡ korzy±¢ z
u»ycia cech kernelowych zamiast oryginalnych. W przypadku Leukemii prosty model
liniowy sprawuje si¦ lepiej, aczkolwiek nale»y tutaj pami¦ta¢, »e zbiór ten zawiera
niewielk¡ liczb¦ wektorów. Przykªady te pokazuj¡ dwie rzeczy: po pierwsze, czasami
cechy kernelowe s¡ mniej u»yteczne od cech oryginalnych, a po drugie, ró»nice pomi¦dzy
SVMG i SFM(K) wahaj¡ si¦ w granicach odchylenia standardowego (zob. tabela 5.8),
tak wi¦c jawna reprezentacja kernelowej przestrzeni cech daje takie samo rozwi¡zanie.

Porównuj¡c z wynikami otrzymanymi przez SFM(K) sprawdzono, »e dodawanie
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Rysunek 5.7: Wpªyw parametru α na wybór kerneli u»ytych jako cechy wspieraj¡ce. Od
góry: α = 0.005, α = 0.05, α = 0.1.

ró»nych rodzajów cech wsparcia prowadzi do znacz¡cej poprawy wyników klasy�kacji,
aczkolwiek dla ró»nych zbiorów danych, ró»ne typy cech okazuj¡ si¦ by¢ istotne.
W przypadku Appendicitis ograniczone projekcje prowadz¡ do znacz¡cej poprawy
poprawno±ci klasy�kacji przy jednoczesnym zmniejszeniu wariancji. Podobnie ma si¦
rzecz ze zbiorami Heart-c i Hepatitis. Natomiast najwi¦ksz¡ zmian¦ mo»na zaobserwowa¢
na zbiorze Parity8, gdzie ograniczone projekcje rozwi¡zuj¡ problem niemal perfekcyjnie.
Dla Ionosphere wyniki ulegaj¡ poprawie gdy doda si¦ cechy kernelowe, za± w przypadku
zbioru Sonar najlepsze rezultaty zaobserwowa¢ mo»na dla wszystkich typów cech
poª¡czonych razem.

Niezaprzeczalnymi zaletami zaprezentowanego powy»ej algorytmu jest oferowana
przez niego wielorozdzielczo±¢, jak równie» jawna reprezentacja i systematyczne
mo»liwo±ci rozszerzania przestrzeni cech, podczas gdy wielokernelowe modele s¡ maªo
wykorzystywane i trudne w u»yciu.
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Dane SVML SVMG SFM(K)
Appendicitis 87.6±10.3 86.7±9.4 86.8±11.0
Credit-a 85.5±4.3 85.6±6.4 84.2±5.6
Diabetes 76.9±4.5 76.2±6.1 77.6±3.1
Heart-c 82.5±6.4 82.8±5.1 81.2±5.2
Hepatitis 82.7±9.8 82.7±8.4 82.7±6.6
Ionosphere 89.5±3.8 94.6±4.4 94.6±4.5
Leukemia 98.6±4.5 84.6±12.1 87.5±8.1
Parity8 33.4±5.9 12.1±5.9 11±4.3
Sonar 75.5±6.9 86.6±5.8 88.0±6.4

Tabela 5.8: Porównanie SVM i SFM w kernelowej przestrzeni cech.

Dane K H K+H Z+H K+H+Z
Appendicitis 86.8±11.0 89.8±7.9 89.8±7.9 89.8±7.9 89.8±7.9
Diabetes 77.6±3.1 76.7±4.3 79.7±4.3 79.2±4.5 77.9±3.3
Heart-c 81.2±5.2 84.8±5.1 80.6±6.8 83.8±6.6 78.9±6.7
Hepatitis 82.7±6.6 83.9±5.3 83.9±5.3 83.9±5.3 83.9±5.3
Ionosphere 94.6±4.5 93.1±6.8 94.6±4.5 93.0±3.4 94.6±4.5
Parity8 11±4.3 99.2±1.6 97.6±2.0 99.2±2.5 96.5±3.4
Sonar 83.6±12.6 66.8±9.2 82.3±5.4 73.1±11 87.5±7.6

Tabela 5.9: SFM w ró»nych przestrzeniach cech.

5.9 Maszyny prawie przypadkowych projekcji

W biologii prezentacja nowego przypadku aktywuje zwykle du»¡ liczb¦
mikroobwodów w korze mózgowej, jednak»e konkurencja i lokalne hamowanie
pozostawiaj¡ tylko niewielk¡ liczb¦ najbardziej aktywnych obwodów, a wi¦c tych,
które zawieraj¡ istotn¡ informacj¦. Pojedynczy neuron progowy mo»e nast¦pnie
odczyta¢ poziom aktywacji okre±lonych obwodów, a nast¦pnie okre±li¢ przynale»no±¢
prezentowanego przypadku do której± z kategorii, w oparciu o poziom pobudze«
proporcjonalny do liczby klastrów z ka»dej kategorii, któr¡ ten przypadek pobudza.

Dwie wa»ne idee pochodz¡ z powy»szych neuro-kognitywnych inspiracji. Po pierwsze,
ka»dy przypadek powinien zosta¢ przeanalizowany z ró»nych punktów widzenia, na
przykªad dzi¦ki utworzeniu interesuj¡cych transformacji Ti(X) obejmuj¡cych m.in.
rzuty Wi · X. Mog¡ one zosta¢ nast¦pnie od�ltrowane poprzez zlokalizowane funkcje
Ti(X) = Gi(Wi·X) odkrywaj¡ce u»yteczne cechy, specy�czne dla danej kategorii. Liczba
cech nie powinna by¢ z góry zakªadana, lecz dynamicznie zwi¦kszana dopóki nie b¦dzie
wystarczaj¡cej informacji do podj¦cia decyzji. Takie wzajemne oddziaªywanie pomi¦dzy
lokalnymi i globalnymi analizami danych wej±ciowych zostaªo pomini¦te zarówno w
sieciach neuronowych, jak i innych typach algorytmów uczenia maszynowego.

Transformacje Ti(X) mapuj¡ przypadki wej±ciowe do jednowymiarowych klastrów,
które mog¡ by¢ albo stosunkowo czyste, albo przynajmniej cz¦±ciowo dyskryminuj¡ce,
eliminuj¡c pewne kategorie, do których dany przypadek na pewno nie nale»y [18]. Do
dokonania ko«cowej decyzji powinien zosta¢ u»yty, wywodz¡cy si¦ z biologicznych sieci,
mechanizm zwyci¦zca bierze wszystko, bazuj¡c na przynale»no±ci danego przypadku do
rzutowanych klastrów [69].
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Schemat 3 Maszyny prawie przypadkowych projekcji
Require: Ustaw dla wszystkich wektorów X �ag¦ �nowy�.
1: for i = 0 to Nrep do

2: Ustaw przypadkowe wagi W
	 i, Wi ∈ [−1, 1].

3: Utwórz nowe rzuty Zi = W
	 iX.

4: Przeanalizuj p(Zi|C) aby wyznaczy¢ �interesuj¡ce� klastry.
5: Dodaj je jako nowe cechy G(Zi;C), lub opisane przez klas¦ ukryte w¦zªy sieci.
6: Zsumuj aktywno±¢ cz¦±ci z ukrytych w¦zªów dla ka»dej z klas, aby obliczy¢ wyj±cia

sieci Y (C|X) =
∑
iG(Zi;C).

7: Usu« �ag¦ �nowy� dla wszystkich wektorów, dla których Y (C|X) ≥ β.
8: end for

Sprawd¹ sie¢.
9: if Dokªadno±¢ si¦ nie zwi¦ksza then
10: return sie¢.
11: else

12: goto 1
13: end if

Rysunek 5.8: Algorytm aRPM przedstawiony w postaci sztucznej sieci neuronowej.

Algorytm prawie przypadkowych projekcji (Almost Random Projection Machines,
aRPM) inspirowany przez idee wymienione powy»ej, posiada zaledwie kilka parametrów
(zob. schemat 5.9). Po pierwsze, aby okre±li¢ czy rzutowany klaster jest interesuj¡cy
u»yto indeksu istotno±ci [20], który bierze pod uwag¦ tylko �nowe� wektory, a wi¦c
te, które nie zostaªy jeszcze zawarte wi¦cej ni» β razy w innych klastrach. Po
drugie, aby uzasadni¢ dodawanie nowych cech, nowo powstaªe klastry zwi¦kszaj¡ce
liczb¦ cech nie powinny by¢ zbyt maªe, zawieraj¡c przynajmniej α cz¦±¢ wszystkich
wektorów i przynajmniej jeden nowy wektor. Interwaªy G(Zi;C), których zadaniem jest
wydobywanie klastrów z projekcji, s¡ wyznaczone poprzez interwaªy [min,max]. Liczba
powtórze« Nrep zostaªa ustawiona na 10.
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Wagi w tym algorytmie s¡ wybierane losowo, za± ich warto±ci nie zmieniaj¡ si¦. Tak
wi¦c nie potrzeba dodatkowego uczenia si¦ wag (w przeciwie«stwie do wszystkich innych
metod uczenia sieci neuronowych). W niektórych modelach sieci, uczenie ograniczone
zostaªo tylko do liniowej warstwy wyj±ciowej [32], jednak tutaj zostaªo ono zast¡pione
przez proste dodawanie odpowiednich wej±¢. Najpro±ciej ujmuj¡c, aRPM generuje
wystarczaj¡c¡ liczb¦ losowych wag i wybiera najbardziej przydatne, generuj¡c u»yteczne
cechy G(Zi;C). Ka»dy w¦zeª odpowiada zatem perceptronowi obejmuj¡cemu klastry,
które mog¡ by¢ otoczone przez przypadki z innych klas. Do podj¦cia ko«cowej decyzji w
przedstawionych poni»ej przykªadach aRPM wykorzystuje mechanizm WTA (zwyci¦zca
bierze wszystko).

Aby porówna¢ aRPM z czterema innymi, popularnymi metodami klasy�kacji,
wykonano 10 razy powtórzon¡ 10-krotn¡ kroswalidacj¦, a u±rednione wyniki
(poprawno±ci klasy�kacji i odchylenia standardowe) dla ka»dego ze zbiorów umieszczono
w tabeli 5.10.

Ponadto w ka»dej z kolumn zanotowano ±redni¡ (zaokr¡glon¡ do liczby caªkowitej)
zªo»ono±¢ generowanego modelu: dla C4.5 rozmiar drzewa (ilo±¢ li±ci), dla kNN liczb¦
najbli»szych s¡siadów, dla SVM ilo±¢ wektorów wsparcia, a dla MLP i aRPM liczb¦
ukrytych w¦zªów. Parametry ka»dego z u»ytych klasy�katorów byªy automatycznie
optymalizowane przy pomocy kroswalidacji.

Dane C4.5 kNN MLP SVM aRPM

Parity8 31.6 ± 1.3 (1) 100 ± 0 (17) 94.1 ± 2.1 (17) 32.4 ± 4.4 (230) 99.2 ± 1.6 (12)

Parity10 40.4 ± 1.6 (1) 100 ± 0 (21) 89.2 ± 12.3 (21) 39.1 ± 6.5 (920) 99.5 ± 0.9 (12)

Breast-w 94.7 ± 2.0 (21) 97.0 ± 1.7 (5) 94.2 ± 0.2 (6) 96.3 ± 2.1 (49) 97.9 ± 1.6 (30)

Heart-c 77.8 ± 2.1 (33) 81.8 ± 6.6 (45) 79.5 ± 1.3 (8) 81.5 ± 1.3 (94) 78.3 ± 4.2 (43)

Leukemia 82.6 ± 8.3 (5) 97.2 ± 1.6 (2) 95.8 ± 3.6 (52) 98.7 ± 3.9 (15) 96.1 ± 8.6 (19)

Liver-disorders 65.8 ± 2.2 (51) 62.0 ± 1.1 (44) 67.5 ± 3.1 (5) 69.2 ± 10.3 (236) 61.1 ± 5.1 (47)

Tabela 5.10: Wyniki poprawno±ci klasy�kacji.

Problem wysokowymiarowej parzysto±ci jest trudny dla wi¦kszo±ci klasy�katorów,
aczkolwiek algorytm aRPM rozwi¡zuje go caªkiem ªatwo w niemal idealny sposób.
Warto te» zauwa»y¢, »e kNN równie» potra� sobie poradzi¢ z tym zadaniem, aczkolwiek
wymaga do tego k > 2n najbli»szych s¡siadów dla n-bitowej parzysto±ci.

Zbiór Leukemia (opis zbiorów w dodatku A) zostaª sklasy�kowany przy pomocy
aRPM istotnie lepiej, ni» zrobiªo to drzewo C4.5 i na podobnym poziomie jak reszta
porównywanych metod. Dla Heart-c opisywany algorytm daje dokªadno±¢ 78 ± 4%, co
nie jest zbyt mocno ró»ne od innych metod, poniewa» wariancja jest dosy¢ du»a. SVM
dla tego przypadku radzi sobie caªkiem dobrze, aczkolwiek nale»y zauwa»y¢, »e u»ywa
on prawie 100 wektorów wsparcia, co oznacza »e budowany przez niego model jest raczej
skomplikowany. Zbiór Breast-w jest klasy�kowany przez aRPM z wi¦ksz¡ dokªadno±ci¡,
ni» czyni¡ to pozostaªe metody, za± porównuj¡c wyniki dla Liver-disorders, wida¢ »e
wszystkie rezultaty nie s¡ statystycznie istotnie ró»ne, przez wzgl¡d na du»e wariancje.

Warto si¦ zastanowi¢, ile powinno zosta¢ utworzonych ukrytych w¦zªów w algorytmie
aRPM. Je»eli parametr α b¦dzie maªy, wówczas b¦dzie ich tworzonych wi¦cej, powoduj¡c
wzrost dokªadno±ci na zbiorze treningowym, jednak»e klastry jakie b¦d¡ si¦ tworzy¢
b¦d¡ maªe, a generalizacja niewielka. Typowa zbie»no±¢ w zale»no±ci od liczby w¦zªów
jest monotoniczna i dosy¢ szybka (patrz rys. 5.9). Dla prezentowanego przykªadu
(zbiór Heart-c) optymalna liczba ukrytych w¦zªów wynosi ≈43 daj¡c 78% poprawno±ci
klasy�kacji na zbiorze testowym.
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Rysunek 5.9: Wykres pokazuj¡cy zale»no±¢ liczby bª¦dów od ilo±ci w¦zªów (zbiór
Heart-c); linia przerywana niebieska - bª¦dy treningowe, linia ci¡gªa czerwona - bª¦dy
testowe.

Algorytm aRPM umo»liwia ªatw¡ ocen¦ zaufania dotycz¡c¡ otrzymywanych
rezultatów (mo»na to zobaczy¢ na rysunku 5.10). Sie¢ posiada dwa liniowe wyj±cia
(dla przypadków dwuklasowych), a ich warto±ci równe s¡ liczbie aktywowanych w¦zªów
w warstwie ukrytej dla ka»dej z klas. Ka»dy z rysunków pokazuje wyj±cie modelu
aRPM, nauczonego na cz¦±ci treningowej wewn¡trz kroswalidacji, a nast¦pnie u»ytego
do wizualizacji caªo±ci danych (pokazuj¡c bª¦dy treningowe i testowe). Wi¦kszo±¢
wektorów aktywuje tylko w¦zªy z poprawnej klasy, cz¦±¢ przypadków nie tra�a do
»adnego z klastrów i wpada do klastra (0,0), wówczas mog¡ by¢ one przypisane do
klasy dominuj¡cej.

Informatyka neurokognitywna [22] czerpie inspiracje z neurobiologicznych procesów
odpowiedzialnych za uczenie. Jednak niewiele z nich zostaªo u»ytych w inteligencji
obliczeniowej. Pomimo faktu i» nasza wspóªczesna wiedza o tym jak dziaªa mózg
jest dosy¢ ograniczona, nie nale»y si¦ wzorowa¢ tylko na perceptronach, wiele wi¦cej
inspiracji mo»e zosta¢ u»ytych w praktycznym uczeniu i algorytmach rozpoznawania
wzorców. W niniejszym rozdziale przedstawiono argumenty, które sugeruj¡, i» bardziej
uzasadnione biologicznie wydaj¡ si¦ by¢ próby wykorzystania przypadkowych projekcji,
ni» powolnych mechanizmów uczenia opartych na korekcji bª¦dów. Zaprezentowano tylko
najprostsz¡ wersj¦ algorytmu aRPM. Zaskakuj¡cym jest, »e wyniki modelu, który nie
przeprowadza »adnej optymalizacji s¡ dla popularnych zbiorów danych co najmniej
tak dobre, jak te uzyskane przez sieci MLP. Dodatkowo metoda ta idealnie radzi
sobie z problemami o zªo»onej logice, takimi jak parzysto±¢ w wysoko-wymiarowej
przestrzeni, które okazuj¡ si¦ by¢ ci¦»kim wyzwaniem dla wielu popularnych metod
uczenia maszynowego (np. SVM).

Mózg nie u»ywa ustalonej liczby cech tak jak robi to wi¦kszo±¢ algorytmów
rozpoznawania wzorców, ale zaczyna od maªej liczby cech, aktywnie poszukuj¡c nowych,
najbardziej dyskryminuj¡cych, dostarczonych przez neuronowe �ltry. Ka»dy obiekt
jest rozpoznawany przy u»yciu ró»nych cech, a mianowicie takich, które najlepiej go
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Rysunek 5.10: Wyj±cie algorytmu aRPM dla danych treningowych i testowych; górny
wiersz: Parity8 i Parity10, ±rodkowy wiersz: Leukemia i Heart-c, dolny wiersz: Breast-w
i Liver-disorders.

charakteryzuj¡. Zatem mo»na powiedzie¢, »e selekcja i konstruowanie cech nie jest
»adnym oddzielnym procesem, lecz skªadow¡ procesu uczenia i kategoryzacji. Dodatkowo
opisywany tutaj algorytm umo»liwia wizualizacj¦ wyj±¢ (patrz rys. 5.10), oraz potra�
oszacowa¢ poziom zaufania dokonanej klasy�kacji pokazuj¡c, jak daleko od granicy jest
dany przypadek. Jest to cecha niezwykle u»yteczna np. w problemach medycznych.

Finalnym celem uczenia jest kategoryzacja, ale po±rednie etapy s¡ tak»e wa»ne.
Znalezienie interesuj¡cych spojrze« na dane lub konstrukcja �ltrów interesuj¡cych
informacji s¡ bardzo istotne. Ka»dy �ltr dokonuje swojej wªasnej selekcji lub wa»enia
cech. W przeciwie«stwie do u»ywania sieci z ustalon¡ liczb¡ wej±¢, systemy, które
aktywnie badaj¡ dane, próbuj¡c �zobaczy¢ je� poprzez swoje �ltry, okazuj¡ si¦
by¢ niezwykle potrzebne. Kiedy otrzymaj¡ one odpowiedni¡ ilo±¢ informacji do
sklasy�kowania danych, wówczas ich praca zostaje zako«czona. Otwiera to drog¦ do
nowych algorytmów, zdolnych do uczenia si¦ z przypadków, które maj¡ rozmaite
struktury, wª¡czaj¡c w to takie, które cechuj¡ si¦ wieloma brakuj¡cymi warto±ciami.
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5.10 Maszyny prawie przypadkowych projekcji z

maksymalizacj¡ marginesu

W tej wersji (opisywanego w poprzednim podrozdziale) algorytmu aRPM najwi¦ksz¡
uwag¦ kªadzie si¦ na maksymalizacj¦ marginesu klasy�kacji. Nowe projekcje powinny by¢
dodawane tylko wtedy, je»eli zwi¦kszaj¡ poprawno±¢ klasy�kacji tych przypadków, które
znajduj¡ si¦ albo po zªej stronie, albo w pobli»u granicy decyzyjnej.

Algorytm aRPM mo»e przeksztaªca¢ przestrze« cech wej±ciowych X w przestrze«
cech wsparcia H przy pomocy wielu rozmaitych, u»ytecznych cech. Ko«cowa analiza w
przestrzeniH mo»e zosta¢ zrealizowana przez dowolny algorytm klasy�kacyjny, jednak»e
tutaj u»ywane s¡ dwa rozwi¡zania - gªosowanie wi¦kszo±ciowe i liniowa dyskryminacja.

W tej wersji algorytmu u»ywane s¡ tylko dwa rodzaje cech - cechy wygenerowane
przy pomocy rzutów na losowe kierunki, oraz cechy oparte o gaussowskie kernele. Cechy
te s¡ nast¦pnie od�ltrowywane przez indeks oceniaj¡cy szeroko±¢ marginesu klasy�kacji.

Tak jak w poprzedniej wersji algorytmu, tak i tutaj po rzutowaniu danych na losowe
kierunki, poszukiwane s¡ przedziaªy [Ta, Tb] (klastry), w których wyst¦puj¡ wektory tylko
z jednej klasy. Prowadzi to do utworzenia cech binarnych Bi(X) = T (X;Wi, [Ta, Tb]) ∈
{0, 1}, opartych na liniowym rzucie na kierunek Wi.

Dobra potencjalna cecha powinna zawiera¢ pewn¡ minimaln¡ liczb¦ η wektorów
treningowych. Optymalna liczba b¦dzie zale»e¢ od danych, dlatego te» jest ona
wyznaczana w procesie kroswalidacji z przedziaªu 4-15. Kiedy nowa cecha zostanie
zaakceptowana, poszukiwanie nowych kierunków jest kontynuowane kilka razy (w tej
wersji liczba ta zostaªa ustawiona na Nrep = 20) i je»eli nie zostan¡ znalezione »adne
u»yteczne cechy, procedura zostaje zako«czona i przechodzi do generowania innych
typów cech.

Drugi typ cech tu uwzgl¦dniany to atrybuty oparte na gaussowskich kernelach. W
tej wersji algorytmu u»ywanych jest kilka warto±ci parametru σ w celu utworzenia
potencjalnych wektorów wsparcia G(X;Xi, σ) = exp(−||Xi − X||2/2σ2). Lokalne
cechy kernelowe maj¡ warto±ci bliskie zero, poza najbli»szym otoczeniem wektorów
wsparcia Xi. Tak wi¦c ich u»yteczno±¢ jest ograniczona do s¡siedztwa O(Xi), w którym
Gi(X) > ε. W tym s¡siedztwie powinno si¦ znale¹¢ co najmniej η wektorów, inaczej
taka cecha zostanie usuni¦ta. Aby zapewni¢ wielorozdzielczo±¢, najpierw tworzone
s¡ cechy z du»¡ warto±ci¡ parametru σ, oferuj¡ce gªadkie granice decyzji, nast¦pnie
u»ywana jest znacznie mniejsza warto±¢, aby utworzy¢ cechy bardziej zlokalizowane. Do
wygenerowania cech kernelowych u»yto 5 warto±ci dyspersji: σ =∈ {25; 22; 2−1; 2−4; 2−7}.
Potencjalna cecha jest u»ywana na staªe tylko wówczas, je»eli zwi¦ksza margines
klasy�kacji.

Algorytm inkrementacji rozszerza przestrze« cech a» do momentu, kiedy nie uzyskuje
si¦ wzrostu dokªadno±ci klasy�kacji. Zwi¦kszanie przestrzeni cech powinno odsuwa¢
wektory dalej od granicy decyzji. Jednak»e przesuwa¢ si¦ powinny (w odpowiednim
kierunku) tylko te wektory, które s¡ po zªej stronie lub znajduj¡ si¦ blisko granicy.

Ko«cowa decyzja jest wyznaczana przy pomocy mechanizmu WTA, sumuj¡c
aktywno±¢ ukrytych w¦zªów. Rzuty z dodanymi przedziaªami daj¡ binarne aktywacje
Bi(X), ale warto±ci cech kernelowych G(X;Xi, σ) powinny zosta¢ zsumowane,
daj¡c caªkowit¡ aktywacj¦ A(C|X) dla ka»dej klasy. Dodatkowo mo»na okre±li¢
prawdopodobie«stwo klasy�kacji p(C|X) przez podzielenie tych warto±ci przez caªkowit¡
sum¦ aktywacji dla wszystkich klas.

Wykre±laj¡c A(C|X) kontra A(¬C|X) dla ka»dego wektora otrzymuje si¦
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skaterogramy, które mo»na zobaczy¢ na rysunkach 5.11 i 5.12. Pokazuj¡ one jak daleko
dany wektor znajduje si¦ od granicy decyzji.

W mechanizmie WTA ró»nica |A(C|X) − A(¬C|X)| okre±la odlegªo±¢ od granicy
decyzji.

Okre±lenie poziomu zaufania modelu do wektora X ∈ C przy pomocy funkcji
logistycznej: F (X) = 1/(1 + exp(−(A(C|X)−A(¬C|X)))) daje warto±ci okoªo 1, je»eli
X jest po dobrej stronie i daleko od granicy, oraz zmierza do zera, je»eli znajduje si¦ po
zªej stronie.

Caªkowity poziom zaufania modelu mo»e by¢ wyznaczony przez sum¦ po wszystkich
wektorach i powinien wynosi¢ n dla doskonaªej separacji danych. Ko«cowy wpªyw
dodania nowej cechy H(X) na caªkowity poziom zaufania jest równy:

U(H, H) =
∑
X

(F (X;H +H)− F (X;H))

Je»eli U(H, H) > α, wówczas nowa cecha zostaje zaakceptowana, przyczyniaj¡c si¦
do zwi¦kszenia marginesu. Parametr α zostaª ustawiony na 0.01, a jego ni»sze warto±ci
prowadz¡ do szybszego powi¦kszania si¦ przestrzeni cech dodaj¡c cechy o sªabszej
u»yteczno±ci.

Do okre±lenia ostatecznej decyzji algorytm aRPM z maksymalizacj¡ marginesu
u»ywa mechanizmu WTA albo liniowej dyskryminacji. Podsumowanie algorytmu
pokazano na schemacie 4.

Pocz¡tkowa przestrze« H jest tworzona przy pomocy pojedynczych cech Xi. W
ten sposób zachowane zostaj¡ tak»e oryginalne cechy, które mog¡ si¦ okaza¢ bardzo
u»yteczne.

Do porównania metody aRPM (z i bez maksymalizacji marginesu) z innymi
popularnymi klasy�katorami przeprowadzono 10 razy powtórzon¡ 10-krotn¡
kroswalidacj¦, a wyniki w postaci u±rednionych dokªadno±ci klasy�kacji i odchyle«
standardowych przedstawiono w tabeli 5.11. Przy porównaniu u»yto rezultatów
otrzymanych z algorytmów Naiwnego Bayesa, kNN (z optymaln¡ liczb¡ s¡siadów k i
odlegªo±ci¡ Euklidesow¡), drzewa decyzji SSV [39] oraz SVM z liniowym i gaussowskim
kernelem (z optymalnymi warto±ciami parametrów C i σ dobranymi w kroswalidacji).

W kolumnie aRPM-no przedstawiono rezultaty algorytmu aRPM bez maksymalizacji
marginesu, za± kolejne dwie kolumny zawieraj¡ wyniki opisywanej tutaj metody z
maksymalizacj¡ marginesu, u»ywaj¡cej mechanizmu WTA i liniowej dyskryminacji.

W ka»dym przypadku dodanie optymalizacji marginesu przyczynia si¦ do poprawy
rezultatów. Warto zauwa»y¢, »e u»ycie liniowej dyskryminacji na rozszerzonej przestrzeni
cech oferuje najlepsze (lub istotnie nie gorsze) rezultaty. W wi¦kszo±ci przypadków
otrzymane wyniki s¡ lepsze od liniowego i gaussowego SVMa. Jedynymi u»ywanymi
tutaj do porównania nieseparowalnymi problemami s¡ parzysto±¢ 8 i 10 bitowa, które
zostaªy niemal idealnie sklasy�kowane przy u»yciu metody aRPM poª¡czonej z WTA.

Efekt maksymalizacji marginesu jest w oczywisty sposób widoczny na
skaterogramach (rysunki 5.11 i 5.12). Wi¦kszo±¢ wektorów, które nie zostaªy
sklasy�kowane z wysokim poziomem zaufania, zostaªa odsuni¦ta od granicy decyzji.

Algorytm aRPM [15] zostaª usprawniony na dwa sposoby, przez wybieranie takich
w¦zªów sieci, które zapewniaj¡ szeroki margines oraz przez dodanie cech kernelowych
i cech oryginalnych. Rezultaty na problemach benchmarkowych pokazuj¡ przewag¦
algorytmu aRPM-L nad reszt¡ klasy�katorów dla wi¦kszo±ci przypadków oraz przewag¦
aRPM-W na problemach parzysto±ci, co ±wiadczy o tym, »e metoda ta b¦dzie sobie
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Schemat 4 aRPM z maksymalizacj¡ marginesu
Require: Ustaw warto±ci parametrów η i α oraz zestaw warto±ci dyspersji σ

(posortowanych malej¡co).

1: Zestandaryzuj dane zawieraj¡ce n wektorów i d cech.
2: Ustaw pocz¡tkow¡ przestrze« H u»ywaj¡c cech wej±ciowych xi.
3: for k = 0 to Nrep do

4: Wygeneruj losowy kierunek W ∈ [0, 1]d

5: Utwórz nowe rzuty T (X) = W ·X.
6: Posortuj warto±ci T (X) w kolejno±ci rosn¡cej, wraz z przypisanymi do nich

etykietami klas.
7: Przeanalizuj rozkªady p(T |C) aby znale¹¢ wszystkie przedziaªy tworz¡ce czyste

klastry, wyznaczaj¡c cechy binarne Bi(X;C).
8: if liczba wektorów obj¦tych przez cech¦ Bi(X;C) > η and U(H, Bi) > α then

9: Zaakceptuj opisan¡ przez klas¦ now¡ cech¦ binarn¡ Bi(X).
10: goto 3
11: end if

12: end for

13: for j = 1 to nσ do
14: Ustaw warto±¢ dyspersji σ = σj.
15: Utwórz cechy kernelowe Gi(X) = exp(−||Xi −X||2/2σ2).
16: if U(H, Gi) > α then

17: Zaakceptuj opisan¡ przez klas¦ now¡ cech¦ kernelow¡ Gi(X).
18: end if

19: end for

20: Zsumuj aktywno±¢ ukrytych w¦zªów dla ka»dej z klas aby obliczy¢ wyj±cia sieci.
21: Sklasy�kuj dane testowe zmapowane do rozszerzonej przestrzeni cech.

Dane NB kNN SSV SVM(L) SVM(G) aRPM-no aRPM-W aRPM-L

Appendicitis 83.1 ± 10.2 87.0 ± 10.6 87.9 ± 7.4 85.1 ± 6.0 85.9 ± 6.4 82.6 ± 9.3 87.7 ± 8.1 88.0 ± 6.7

Diabetes 68.1 ± 2.3 75.2 ± 4.1 73.7 ± 3.8 76.4 ±4.7 75.7 ± 5.9 67.7 ± 4.2 61.2 ± 5.7 76.7 ± 4.4

Glass 68.6 ± 9.0 69.7 ± 7.4 69.7 ± 9.4 40.2 ±9.6 63.2 ± 7.7 65.0 ± 9.9 60.3 ± 8.5 68.9 ± 8.3

Heart-c 76.5 ± 8.6 82.8 ± 6.7 74.7 ± 8.7 83.2 ±6.2 83.5 ± 5.3 78.3 ± 4.2 80.1 ± 7.5 83.1 ± 4.7

Liver-disorders 58.6 ± 3.8 62.6 ± 8.5 68.9 ± 9.7 68.4 ±5.9 69.0 ± 8.4 61.1 ± 5.1 67.5 ± 5.5 72.7 ± 7.9

Wine 98.3 ± 2.6 94.9 ± 4.1 89.4 ± 8.8 96.0 ± 5.9 97.8 ± 3.9 68.6 ± 7.8 94.3 ± 5.8 97.7 ± 4.0

Parity8 28.9 ± 4.6 100 ± 0 49.2 ± 1.0 34.1 ±11.7 15.6 ± 22.7 99.2 ± 1.6 100 ± 0 34.7 ± 3.8

Parity10 38.1 ± 3.3 100 ± 0 49.8 ± 0.3 44.1 ±5.0 45.6 ± 4.3 99.5 ± 0.9 100 ± 0 40.3 ± 2.7

Tabela 5.11: Porównanie wyników poprawno±ci klasy�kacji kilku popularnych
algorytmów z metodami aRPM-no (wersja bez maksymalizacji marginesu), aRPM-W
(wersja z maksymalizacj¡ marginesu i mechanizmem WTA) oraz aRPM-L (wersja z
maksymalizacj¡ marginesu i LDA).

±wietnie radzi¢ w rozwi¡zywaniu trudnych problemów ze zªo»on¡ logik¡. Skaterogramy
pokazuj¡ efekt optymalizacji marginesu i umo»liwiaj¡ estymacj¦ poziomu zaufania
klasy�kacji okre±lonego zbioru danych.
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Rysunek 5.11: Wyj±cie algorytmu aRPM dla zbioru Heart-c bez i z optymalizacj¡
marginesu.

5.11 Wygl¡d granic decyzji dla ró»nych klasy�katorów

Z geometrycznego punktu widzenia, ka»demu wektorowi treningowemu X mo»na
przypisa¢ punkt w odpowiednio okre±lonej przestrzeni cech, której wymiar jest równy
wymiarowi wektora treningowego. Klasy�kator dzieli przestrze« cech na obszary
decyzyjne w taki sposób, aby wszystkim punktom znajduj¡cym si¦ w danym obszarze
odpowiadaªa taka sama decyzja (przypisywana zostawaªa ta sama klasa). Granice
pomi¦dzy tymi obszarami nazywane s¡ powierzchniami decyzyjnymi lub granicami
decyzji. Ksztaªty obszarów decyzyjnych zale»¡ zarówno od danych treningowych, jak
i od u»ytego klasy�katora.

Poni»ej przedstawiono (dla kilku ró»nych typów danych) jak ksztaªtuj¡ si¦ granice
decyzji dla ró»nych algorytmów (rysunki 5.13-5.19). Wygenerowano je w taki sposób,
aby pokaza¢ zarówno generalizacj¦ jak i ksztaªt granicy. Z ka»dego z zaprezentowanych
zbiorów (skªadaj¡cego si¦ z 10000 przypadków) wylosowano 10% wektorów, nast¦pnie
zbudowano na takim podzbiorze model za pomoc¡ jednego z klasy�katorów i
przetestowano go na peªnym zbiorze danych. Dla metod SVML i SVMG przyj¦to staªe
warto±ci parametrów, wynosz¡ce C = 1 i σ = 1.
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Rysunek 5.12: Wyj±cie algorytmu aRPM dla zbioru Wine bez i z optymalizacj¡
marginesu. Ka»dy wiersz przedstawia inn¡ klas¦ (jedna klasa kontra reszta).

Wida¢, »e w przypadku, gdy potrzebne s¡ proste granice decyzji, w zupeªno±ci
wystarczy model liniowy, gdy granice s¡ ostre najlepiej sprawuje si¦ drzewo decyzji,
natomiast kiedy granica jest mocno nieregularna i skomplikowana, optymalnym
wyborem wydaje si¦ by¢ klasy�kator oparty o metody kernelowe.

Dodatkowo na rysunku 5.20 pokazano wpªyw zmiany parametru σ w SVMG na
ksztaªt granicy decyzji. Wida¢ wyra¹nie, »e im mniejsza jego warto±¢, tym bardziej
zlokalizowane Gaussy i co za tym idzie wi¦ksza mo»liwo±¢ przeuczenia si¦ algorytmu.
Zwi¦kszaj¡c jego warto±¢ do σ = 23 otrzymuje si¦ granic¦ decyzji zbli»on¡ do tej
oferowanej przez SVML (por. rysunek 5.16).
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Rysunek 5.13: Wygl¡d granic decyzji dla ró»nych klasy�katorów; górny wiersz - obraz
danych, drugi wiersz - 1NN i NB, trzeci wiersz - C45 i LDA, dolny wiersz - SVML i
SVMG.
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Rysunek 5.14: Wygl¡d granic decyzji dla ró»nych klasy�katorów; górny wiersz - obraz
danych, drugi wiersz - 1NN i NB, trzeci wiersz - C45 i LDA, dolny wiersz - SVML i
SVMG.
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Rysunek 5.15: Wygl¡d granic decyzji dla ró»nych klasy�katorów; górny wiersz - obraz
danych, drugi wiersz - 1NN i NB, trzeci wiersz - C45 i LDA, dolny wiersz - SVML i
SVMG.
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Rysunek 5.16: Wygl¡d granic decyzji dla ró»nych klasy�katorów; górny wiersz - obraz
danych, drugi wiersz - 1NN i NB, trzeci wiersz - C45 i LDA, dolny wiersz - SVML i
SVMG.
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Rysunek 5.17: Wygl¡d granic decyzji dla ró»nych klasy�katorów; górny wiersz - obraz
danych, drugi wiersz - 1NN i NB, trzeci wiersz - C45 i LDA, dolny wiersz - SVML i
SVMG.
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Rysunek 5.18: Wygl¡d granic decyzji dla ró»nych klasy�katorów; górny wiersz - obraz
danych, drugi wiersz - 1NN i NB, trzeci wiersz - C45 i LDA, dolny wiersz - SVML i
SVMG.
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Rysunek 5.19: Wygl¡d granic decyzji dla ró»nych klasy�katorów; górny wiersz - obraz
danych, drugi wiersz - 1NN i NB, trzeci wiersz - C45 i LDA, dolny wiersz - SVML i
SVMG.
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Rysunek 5.20: Wygl¡d granic decyzji SVMG dla ró»nych warto±ci parametru σ; górny
wiersz - obraz danych, drugi wiersz - σ = 2−4 i σ = 2−3, trzeci wiersz - σ = 2−1 i σ = 21,
dolny wiersz - σ = 22 i σ = 23.
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Rozdziaª 6

Konstrukcja nowych, u»ytecznych cech

W poni»szym rozdziale przeanalizowano ró»ne rodzaje przeksztaªce« generuj¡cych
nowe, u»yteczne cechy a tak»e omówione zostaªy metody ich generowania. Nale»¡
do nich: ograniczone losowe projekcje, optymalizacja tych cech przy u»yciu metod
poszukiwania projekcji, cechy oparte na podobie«stwie, cechy kernelowe, cechy
pochodz¡ce z cz¦±ciowo nauczonych ró»nych algorytmów uczenia si¦ oraz wykorzystanie
caªych modeli uczenia si¦ jako nowych cech.

Celem uczenia w rozszerzonej przestrzeni cech jest stworzenie takiego obrazu danych
wej±ciowych, który mo»e by¢ obsªu»ony przez stosunkowo proste procesy decyzyjne.
Skoncentrowano si¦ na hierarchicznej metodzie generowania informacji, pocz¡wszy od
nowych, prostych cech, poprzez cechy bardziej zªo»one, a ko«cz¡c na cechach opartych
o wydobycie informacji z nauczonych modeli. Przedyskutowano tak»e neurokognitywne
inspiracje, które odnosz¡ si¦ do wydobywania u»ytecznych informacji z danych oraz
uczenia si¦ od innych.

6.1 Neurokognitywne inspiracje

Mózg w dalszym ci¡gu lepiej radzi sobie ni» algorytmy statystyczne lub uczenie
maszynowe w rozwi¡zywaniu wielu zªo»onych problemów, które wymagaj¡ analizy
sygnaªów. Nasuwa si¦ pytanie - dlaczego mózg radzi sobie tak dobrze z tak
skomplikowanymi zadaniami, a uczenie maszynowe jest tak sªabe, mimo rozwoju
zaawansowanych algorytmów statystycznych, sieci neuronowych i innych biologicznie
inspirowanych metod inteligencji obliczeniowej?

Sztuczne sieci neuronowe czerpi¡ inspiracj¦ z neuronowego przetwarzania informacji
na poziomie pojedynczego neuronu. Próby zrozumienia mikroukªadów i czerpania
inspiracji z funkcji caªych kolumn kory nowej do tej pory nie byªy zbyt udane. Projekt
The Blue Brain [59] zapewniaª biologicznie dokªadn¡ symulacj¦ kolumn kory nowej, ale
nie dostarczyª on »adnych ogólnych zasad, na jakich te kolumny dziaªaj¡. Neuronauki
obliczeniowe (computational neuroscience) odgrywa bardzo wa»n¡ rol¦ w zrozumieniu
szczegóªów jak dziaªaj¡ i jakie funkcje peªni¡ neurony, ale mo»e nie by¢ najkrótsz¡ drog¡
do znacznego post¦pu w inteligencji obliczeniowej.

Neurokognitywne inspiracje, w oparciu o ogólne zrozumienie funkcji mózgu mog¡
by¢ bardzo przydatne przy budowie algorytmów inteligencji obliczeniowej. Inteligentne
systemy powinny mie¢ na celu: wybiera¢ odpowiednie dane, wydobywa¢ informacje z
danych, wnioskowa¢ na podstawie uzyskanych informacji. Ustalanie tych celów mo»e by¢
procesem hierarchicznym, z wieloma celami podrz¦dnymi, tworz¡cymi plan dziaªania
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lub rozwi¡zanie problemu. Co prawda ludzie s¡ bardzo elastyczni w poszukiwaniu
alternatywnych rozwi¡za«, ale obecne metody inteligencji obliczeniowej koncentruj¡
si¦ na poszukiwaniu jednego najlepszego rozwi¡zania. Mózgi szukaj¡ alternatywnych
rozwi¡za« wykorzystuj¡c wiele wyspecjalizowanych moduªów, z których niektóre s¡
stosowane tylko w sytuacjach bardzo nietypowych. Pojedyncza kolumna kory nowej
zawiera wiele typów mikroukªadów, które reaguj¡ w ró»ny sposób na sygnaªy wej±ciowe
[58]. Inne kolumny kory mog¡ ª¡czy¢ te odpowiedzi w sposób hierarchiczny tworz¡c
zªo»one ukryte cechy. Ostateczne decyzje s¡ podejmowane wówczas, gdy odpowiednia
liczba cech (utworzonych przy pomocy �ltrów informacji) dostarczy odpowiedniej
informacji [82].

Klucz do zrozumienia ogólnej inteligencji mo»e zatem spoczywa¢ w okre±leniu
odpowiednich �ltrów informacji, które uczyni¡ uczenie mo»liwym. Takie �ltry
zostaªy opracowane przez procesy ewolucyjne. Procesy integracji [68] ª¡cz¡ te
informacje w umysªowe reprezentacje wy»szego poziomu. Filtry zªo»one z neuronalnych
mikroobwodów odkrywaj¡ fonemy, sylaby, wyrazy w strumieniu d¹wi¦kowym, czy te»
linie i kraw¦dzie w strumieniu wizualnym, a �proces zbrylania� ª¡czy sekwencje ni»szego
poziomu we wzory wy»szego poziomu, odkrywaj¡c skojarzenia, motywy i obiekty.

Inteligencja obliczeniowa stara si¦ stworzy¢ uniwersalne systemy uczenia, ale
organizmy biologiczne cz¦sto wykazuj¡ wrodzone wzorce zachowa«, które s¡ przydatne
jedynie w rzadkich, bardzo szczególnych sytuacjach. Modele, które nie dziaªaj¡ dobrze
na caªych danych, ale dziaªaj¡ poprawnie w niektórych okre±lonych przypadkach mog¡
tak»e by¢ niezwykle u»yteczne. Dlatego te» zamiast bezpo±redniej próby rozwi¡zania
wszystkich problemów jednym algorytmem, dobr¡ strategi¡ jest przeksztaªcenie ich w
wiele mniejszych zada«, które nast¦pnie zostan¡ zintegrowane przez odpowiedni moduª
decyzyjny.

Uczenie oparte na tych pomysªach wymaga kilku elementów takich jak:

• Specy�czne �ltry do wydobycia istotnych informacji z oryginalnych danych,
tworz¡ce przydatne cechy wsparcia;

• Ró»ne zestawienia transformacji, które tworz¡ cechy wy»szego rz¦du, analizuj¡c
przypadki w rozszerzonej przestrzeni cech;

• Modele procesów decyzyjnych w oparciu o cechy wy»szego rz¦du.

Poni»ej dokonana zostanie analiza ró»nych transformacji, które wyodr¦bniaj¡c
informacje tworz¡ nowe cechy. Kolejne podrozdziaªy prezentuj¡ korzy±ci jakie niesie
rozszerzona przestrze« cech dla uczenia opartego o transformacje, jak zde�niowa¢ na
nowo cel uczenia i jak przenie±¢ wiedz¦ pomi¦dzy ró»nymi zadaniami uczenia.

6.2 Wydobywanie u»ytecznych cech

Rozpoznawanie obiektów przez mózg, jest wykonywane prawdopodobnie w oparciu
o ocen¦ podobie«stwa do zapami¦tanych prototypów obiektów przy pomocy kilku
charakterystycznych cech [90], ale dla ró»nych klas, cechy te mog¡ by¢ zupeªnie inne.
Korzystanie z ró»nych cech w ró»nych regionach przestrzeni cech mo»e znacznie upro±ci¢
problemy kategoryzacji.

Przestrze« cech pocz¡tkowych dla zbioru obiektów O okre±lona jest przez miary
podobie«stwa do innych obiektów, tworz¡c wektor oryginalnych (surowych) danych
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wej±ciowych 0X(O) = X(O). Nauka z takich danych odbywa si¦ przez szereg
transformacji, które generuj¡ nowe cechy wy»szego rz¦du.

Wst¦pne transformacje T1 surowych danych powinny polepsza¢ informacje niezb¦dne
do realizacji celów uczenia. Na tym etapie ª¡czenie maªych podgrup cech za pomoc¡
uczenia Hebbowskiego, opartego na korelacji, jest cz¦sto bardzo przydatne. Nowy zestaw
danych 1X = T1(0X) ksztaªtuje obraz oryginalnych danych w przestrzeni nowych cech.
W zale»no±ci od danych i celów uczenia, obszar ten mo»e mie¢ wymiarowo±¢, która jest
mniejsza lub wi¦ksza ni» dane oryginalne.

Druga transformacja 2X = T2(1X) wyodr¦bnia zwykle wielowymiarowe informacje
ze wst¦pnie przetworzonych cech 1X. Wymaga to oceny, która z mo»liwych transformacji
na poziomie T1 mo»e wydoby¢ informacje, które b¦d¡ przydatne dla konkretnych
transformacji T2. Wiele z tych aspektów mo»e by¢ brane pod uwag¦ podczas de�niowania
takich transformacji. Nale»y tak»e pami¦ta¢, »e niektóre typy cech, nie s¡ odpowiednie
dla niektórych modeli uczenia si¦ i procedur optymalizacji. Na przykªad cechy binarne
mog¡ nie dziaªa¢ dobrze z gradientowymi technikami optymalizacji, a normalizacja mo»e
przeszkadza¢, je±li wymagane s¡ rozwi¡zania oparte na reguªach.

Kolejne przeksztaªcenia mog¡ u»ywa¢ T2 oraz T1, a tak»e cech surowych. Proces jest
powtarzany a» do ostatecznego przeksztaªcenia, którego celem jest albo podziaª danych,
albo mapowanie do konkretnej struktury, która mo»e by¢ ªatwo rozpoznana przez
dost¦pne algorytmy decyzyjne. Cechy wy»szego rz¦du stworzone po serii k przeksztaªce«
kXi powinny by¢ traktowane w taki sam sposób, jak cechy surowe. Wszystkie cechy
wpªywaj¡ na ksztaªt obszarów decyzji, a taka perspektywa pomaga zrozumie¢ ich zalety
i ograniczenia. Proces uczenia powinien równie» uwzgl¦dnia¢ koszty obliczeniowe ró»nych
transformacji.

6.2.1 Wydobywanie informacji z pojedynczych cech

Wst¦pne transformacje danych mog¡ krytycznie wpªywa¢ na zbie»no±ci algorytmów
uczenia i budow¦ ko«cowych modeli danych. Surowe cechy wej±ciowe mog¡ zawiera¢
u»yteczne informacje, ale nie wszystkie algorytmy potra�¡ z niej skorzysta¢.

Metody obliczania odlegªo±ci lub iloczynów skalarnych korzystaj¡ z normalizacji i
standaryzacji warto±ci cech. Korzystanie z logarytmicznej, sigmoidalnej, wykªadniczej,
wielomianowej i innych prostych funkcji, tak by g¦sto±¢ punktów w jednym wymiarze
byªa bardziej jednolita, mo»e czasem okaza¢ si¦ pomocne. Standaryzacja jest pomocna
przy korzystaniu z cech do obliczania odlegªo±ci (metody najbli»szego s¡siada,
wi¦kszo±¢ metod kernelowych, sieci RBF), ale równie» pomaga przy inicjalizacji wag
w kombinacjach liniowych (dyskryminacja liniowa, MLP), natomiast nie jest potrzebna
do reguª logicznych, ani do drzew decyzyjnych.

6.2.2 Cechy binarne

Cechy binarne Bi s¡ najprostsze i wskazuj¡ na obecno±¢ lub brak pewnych obserwacji.
Mog¡ one równie» by¢ tworzone przez podzielenie nominalnej cechy na podzbiory, lub
tworzenie podprzedziaªów cech rzeczywistych. Korzystaj¡c z metod �ltrów [20], metod
dyskretyzacji lub takich algorytmów jak 1R [45], przedziaªy warto±ci cech rzeczywistych,
które s¡ skorelowane z wyj±ciem mog¡ by¢ wybrane i przedstawione jako cechy binarne. Z
geometrycznego punktu widzenia cecha binarna to etykieta wyró»niaj¡ca dwa podzbiory,
umieszczaj¡ca wszystkie wektory w punkcie 0 lub 1 na linii wspóªrz¦dnych.
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Warto±ci cech s¡ zwykle de�niowane globalnie, dla wszystkich dost¦pnych danych.
W okre±lonym kontek±cie niektóre cechy s¡ u»yteczne tylko lokalnie. Z geometrycznego
punktu widzenia s¡ rzutami wektorów, które nale»¡ do podprzestrzeni, w których
speªnione s¡ szczególne warunki i powinny pozosta¢ nieokre±lone dla wszystkich innych
wektorów. Zwi¦kszenie przestrzeni cech poprzez dodanie zde�niowanych warunkowo cech
mo»e znacz¡co wpªyn¡¢ na popraw¦ wyników.

Zde�niowane warunkowo cechy binarne mo»na uzyska¢ poprzez naªo»enie ró»nych
ogranicze« na podprzestrzenie wektorów stosowane do rzutów. Zamiast u»ywa¢
bezpo±rednio surowych cech, mo»na skorzysta¢ z warunków Bi = T ∧ LTi(X) oraz
Bi = F ∧ LFi(X), gdzie LT (X), LF (X) to funkcje logiczne okre±laj¡ce ograniczenia
przy u»yciu wektora cech X.

6.2.3 Cechy z warto±ciami rzeczywistymi

Z geometrycznego punktu widzenia warto±ci rzeczywiste cech wej±ciowych uzyskane
z ró»nych bada« i pomiarów na zestawie obiektów s¡ projekcj¡ na prost¡ o pewnych
wªa±ciwo±ciach.

Pojedyncze cechy mog¡ wykaza¢ ciekawe struktury w±ród rozkªadów p(C|X), na
przykªad rozkªady periodyczne, lub k czystych klastrów. Rzuty na lini¦, które pokazuj¡
rozkªady k-separowalnych danych s¡ bardzo przydatne do nauki skomplikowanych
funkcji logicznych. Przykªadowo dla problemu parzysto±ci n-bitowej mo»na wyró»ni¢
n + 1 oddzielnych klastrów w rzutach na najdªu»sz¡ przek¡tn¡, tworz¡c w ten sposób
nowe przydatne cechy (patrz rys. 4.8).

Dla cech o warto±ciach rzeczywistych, najprostsze ograniczenia mo»na wykona¢ przez
iloczyn przedziaªów

∏
i[r
−
i , r

+
i ], lub iloczyny bicentralnych funkcji tworz¡cych hiperkostki

[25], w których powinny le»e¢ rzutowane wektory. Chodzi w tym wszystkim o to, aby
przeksztaªcone funkcje nadawaªy etykiety ró»nym rejonom przestrzeni cech, upraszczaj¡c
analiz¦ danych w tych rejonach.

6.2.4 Projekcje liniowe

Grupa kilku skorelowanych cech mo»e by¢ zast¡piona przez ich pojedyncz¡
kombinacj¦, np. przy wykorzystaniu analizy skªadników gªównych. Kombinacje liniowe
silnie skorelowanych cech pozwalaj¡ nie tylko na zmniejszenie liczby wymiarów, ale
równie» na tworzenie cech w ró»nych skalach, ª¡czenie kilku cech, czy stworzenie
globalnej kombinacji PCA wszystkich cech. Takie podej±cie mo»e przyczyni¢ si¦ do
odkrycia hierarchicznych zestawów cech, które s¡ przydatne w wielu problemach. Innym
sposobem uzyskania cech jest wykonanie klasteryzacji w przestrzeni danych wej±ciowych
i wykonanie lokalnego PCA w ramach klastrów, aby znale¹¢ cechy, które s¡ najbardziej
przydatne lokalnie w ró»nych obszarach przestrzeni.

Mo»na wykorzysta¢ wiele transformacji nadzorowanych do okre±lenia
wspóªczynników kombinacji cech wej±ciowych:

• Dowolna miara zale»no±ci mi¦dzy klas¡ i rozkªadem warto±ci cech, taka jak
wspóªczynnik korelacji Pearsona, χ2, kryterium separowalno±ci [39];

• Miary oparte na informacji, takie jak informacja wzajemna pomi¦dzy etykietami
a nowymi cechami [86];
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• Liniowa analiza dyskryminacyjna (LDA), z ka»d¡ now¡ cech¡ bazuj¡c¡ na kierunku
ortogonalnym do tego otrzymanego z LDA czy liniowego SVM [31, 91];

• Analiza dyskryminacyjna Fishera (FDA) [91];

• Liniowa analiza czynnikowa [37];

• Zlokalizowane rzuty czystych klastrów za pomoc¡ ró»nych indeksów poszukiwania
projekcji (projection pursuit) [50, 35].

6.2.5 Cechy kernelowe

Najbardziej popularny rodzaj algorytmu SVM ze zlokalizowanymi (zwykle
gaussowymi) kernelami [80] cierpi z powodu przekle«stwa wymiarowo±ci [5]. Wynika to
z faktu, »e takie algorytmy opieraj¡ si¦ na zaªo»eniu jednolitej rozdzielczo±ci i lokalnym
podobie«stwie próbek danych. Aby uzyska¢ dokªadne rozwi¡zanie, cz¦sto wymagana
jest du»a liczba przykªadów ucz¡cych, wykorzystanych jako wektory wsparcia. Prowadzi
to do wysokich kosztów oblicze« i skomplikowanych modeli, które nie dokonuj¡
dobrej generalizacji. Po±wi¦cono wiele wysiªku na doskonalenie skalowania [88, 10],
zmniejszenie liczby wektorów wsparcia [76] i uczenia wielu kerneli [84]. Wszystkie te
osi¡gni¦cia s¡ imponuj¡ce, ale wci¡» istnieje przestrze« dla sposobów prostszych, bardziej
bezpo±rednich i zrozumiaªych.

Ogólnie im wi¦kszy wymiar przeksztaªconej przestrzeni, tym wi¦ksza szansa, »e
dane mog¡ by¢ rozdzielone przez hiperpªaszczyzny [44]. Jeden z popularnych sposobów
tworzenia wysoko-wymiarowej reprezentacji bez zwi¦kszania kosztów obliczeniowych
polega na stosowaniu kernelowego triku [80]. Szuka si¦ nast¦pnie rozwi¡zania opartego
na dyskryminacji liniowej (LDA) w nowej przestrzeni cech 2X = K(X) = K(1X,X).
Metody kernelowe dziaªaj¡, poniewa» po±rednio dostarczaj¡ one nowych, przydatnych
cech Zi(X) = K(X,Xi) skonstruowanych przy u»yciu wektorów wsparcia Xi. Liniowe
rozwi¡zania SVM w przestrzeni cech kernelowych Z s¡ równowa»ne rozwi¡zaniom SVM,
co sprawdzono empirycznie [65] (por. tabela 5.8).

Techniki selekcji cech mog¡ by¢ stosowane do pozostawienia tylko skªadników
odpowiadaj¡cych �wektorom wsparcia�, które zapewniaj¡ podstawowe wsparcie dla
klasy�kacji. Na przykªad (w zale»no±ci od rodzaju problemu) tylko tych, które s¡
w pobli»u granic decyzyjnych lub tych w pobli»u centrów klastrów. Mo»liwe jest
tak»e u»ycie dowolnej metody inteligencji obliczeniowej w kernelowej przestrzeni cech
K(X). Jest to idea, któr¡ wykorzystuje algorytm maszyn cech wspieraj¡cych [65]. Je±li
wymiarów jest du»o, istnieje du»a szansa przeuczenia si¦, dlatego powinny by¢ u»ywane
tylko najprostsze i najbardziej niezawodne modele. Dobrym rozwi¡zaniem wydaje si¦ by¢
tutaj u»ycie LDA z maksymalizacj¡ marginesu, a wi¦c popularnego SVMa z kernelem
liniowym.

Jawne generowanie cech w oparciu o ró»ne miary podobie«stwa [77] usuwa jedno
z ogranicze« SVM, pozwalaj¡c na optymalizacj¦ rozdzielczo±ci w ró»nych obszarach
przestrzeni cech, zapewniaj¡c silne nieliniowo±ci tam, gdzie s¡ potrzebne (maªe dyspersje
w funkcji Gaussa) i wykorzystuj¡c wygªadzone funkcje, je»eli jest to wystarczaj¡ce.
Technika ta mo»e by¢ nazwana adaptacyjn¡ regularyzacj¡, w przeciwie«stwie do prostej
regularyzacji opartej o minimalizacj¦ normy wektora wag ||W|| stosowanej w SVM
lub sieciach neuronowych. Mimo, »e prosta regularyzacja wymusza gªadkie granice
decyzyjne, zmniejszaj¡c zªo»ono±¢ modelu nie jest ona w stanie znale¹¢ najprostszych
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rozwi¡za« i mo»e ªatwo przeoczy¢ fakt, »e np. jedna cecha binarna zawiera wszystkie
informacje niezb¦dne do rozwi¡zania problemu.

Generowanie cech kernelowych powinno zatem post¦powa¢ od najbardziej ogólnych,
umieszczonych z dala od granicy decyzji (takie wektory mo»na ªatwo zidenty�kowa¢,
patrz¡c na rozkªad z = W ·X dla W = (m1 −m2)/||m1 −m2||).

Cechy kernelowe oparte na funkcjach radialnych, to projekcje na jeden wymiar
radialny i w tym sensie podobne s¡ one do liniowej projekcji. Jednak liniowe projekcje
maj¡ charakter globalny i s¡ niezale»ne od pozycji, podczas gdy projekcje radialne
wykorzystuj¡ wektor odniesienia K(X,R) = ||X −R||, który pozwala na skupienie si¦
na obszarze bliskoR. Dodatkowo potrzebne s¡ czynniki skalowania w celu uwzgl¦dnienia
znacz¡co ró»nych cech K(X,R;W) = ||W · (X − R)||. Je±li stosuje si¦ kernele
gaussowskie, prowadzi to do cech typu G(W(X−R)).

6.2.6 Inne nieliniowe mapowania

Kombinacje liniowe pochodz¡ce z ciekawych kierunków projekcji mog¡ zapewni¢
pewn¡ liczb¦ interesuj¡cych cech, ale w niektórych zastosowaniach niezb¦dne
jest nieliniowe przetwarzanie danych. Liczba mo»liwych transformacji w takim
przypadku jest bardzo du»a. Np. sieci neuronowe u»ywaj¡ce funkcji wymiernych
[44] (wykorzystywane przy przetwarzaniu sygnaªów [56]) u»ywaj¡ wielomianowych
kombinacji cech.

Przeksztaªcenia liniowe w przestrzeni kernelowej s¡ równowa»ne nieliniowym
transformacjom w przestrzeni cech oryginalnych. Kilka nieliniowych transformacji
wymieniono poni»ej:

• Kernelowe wersje przeksztaªce« liniowych [80];

• Transformacje oparte na wa»onych odlegªo±ciach [77];

• Perceptrony z funkcjami sigmoidalnymi, takie jak w warstwach sieci MLP;

• Transformacje heterogeniczne przy u»yciu kilku rodzajów kerneli aby zapewni¢
wielorozdzielczo±¢ [25];

• Skalowanie wielowymiarowe (MDS) w celu zmniejszenia wymiarów przy
zachowaniu odlegªo±ci [13].

6.2.7 Podsumowanie rodzajów nowych cech

Cechy mog¡ by¢ wa»one i ª¡czone za pomoc¡ funkcji odlegªo±ci, kerneli, ukrytych
warstw i wielu innych, ale geometryczna perspektywa pokazuje, jakiego rodzaju
informacje mog¡ by¢ z nich pozyskane. Prób¦ skategoryzowania ró»nych typów cech
z tej perspektywy, w tym warunkowo okre±lonych cech, pokazano poni»ej. X oznacza
tu dowolny typ cechy skalarnej, B to cecha binarna, N nominalna, R cecha z ci¡gªymi
warto±ciami rzeczywistymi, K to ogólna cecha kernelowa, M to motywy i sekwencje a
S to sygnaªy.

• B1) Binarne, równowa»ne nieograniczonym projekcjom na dwa punkty;

• B2) Binarne, ograniczone przez inne cechy binarne, kompleksy B1 ∧B2... ∧Bk;
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• B3) Binarne, projekcje podprzestrzeni ograniczone przez odlegªo±¢ B = 0 ∧ R1 ∈
[r−1 , r

+
1 ]... ∧Rk ∈ [r−k , r

+
k ];

• N1�N3) Nominalne cechy s¡ podobne do binarnych, z podzbiorami zamiast
przedziaªów;

• R1) Rzeczywiste, równowa»ne nieograniczonym ortogonalnym rzutom na prost¡,
z progami i skalowaniem;

• R2) Rzeczywiste, ortogonalne rzuty na prost¡, ograniczone przedziaªami,
obejmuj¡ce podprzestrzenie prostopadªe do rzutu;

• R3) Rzeczywiste, ortogonalne rzuty z cylindrycznymi ograniczeniami odlegªo±ci od
prostej;

• R4) Rzeczywiste, dowolna zoptymalizowana projekcja na prost¡ (PCA, ICA,
LDA);

• R5) Rzeczywiste, dowolna projekcja na lini¦ z okresowymi lub póª-okresowymi
przedziaªami lub prawdopodobie«stwa a posteriori dla ka»dej klasy, liczone wzdªu»
prostej p(C|X);

• K1) Cechy kernelowe K(X,Ri) z wektorami referencyjnymi Ri;

• K2) Cechy kernelowe z przedziaªami;

• M1) Motywy, bazuj¡ce na korelacji pomi¦dzy elementami i na sekwencjach
symboli;

• S1) Dekompozycja sygnaªu i projekcje na funkcje bazowe;

• T1) Inne transformacje nieliniowe ograniczaj¡ce podprzestrzenie w sposób bardziej
zªo»ony, funkcje wymierne, uniwersalne funkcje transferu [25].

Mo»liwe s¡ równie» kombinacje ró»nych rodzajów cech, na przykªad cylindryczne
ograniczenia z przedziaªami. Zestawienie podane powy»ej nie jest bardzo precyzyjne
i dalekie od kompletnego, ale powinno da¢ poj¦cie jaki rodzaj granic decyzji mo»e
by¢ generowany przez ró»ne typy cech. Cechy wy»szego rz¦du mog¡ by¢ budowane
przez maszyny ucz¡ce przy u»yciu cech, które zostaªy zbudowane przez wcze±niejsze
transformacje. Wska¹niki istotno±ci tych cech lub metody selekcji cech, powinny pomóc
okre±li¢ ich znaczenie, chocia» niektóre cechy mog¡ by¢ wymagane tylko do lokalnego
przedstawienia informacji, wi¦c ich ogólne znaczenie mo»e by¢ niskie [20].

6.3 Lokalnie optymalizowane kernele

Zaprezentowana w tym rozdziale metoda lokalnie optymalizowanych kerneli (Locally
Optimized Kernels, LOK ) opiera si¦ na generacji nowych cech przy u»yciu ograniczonych
kerneli gaussowskich.

Aby utworzy¢ now¡ przestrze« cech, algorytm LOK dla ka»dego wektora
treningowego tworzy tymczasow¡ kernelow¡ cech¦ gaussowsk¡: Gi(X) = exp(−||Xi −
X||2/2σ2). Dla ka»dej takiej cechy Gi przeanalizowany zostaje rozkªad p(Gi|C) w celu
znalezienia czystych klastrów w pewnym przedziale Iiab = [gia, gib]. Prowadzi to do
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utworzenia potencjalnych cech binarnych Biab(X). Dobry kandydat na cech¦ powinien
zawiera¢ co najmniej η wektorów treningowych. Je±li warunek jest speªniony, cecha taka
jest dodawana do puli zestawu nowych, u»ytecznych cech. Poni»ej parametr η zostaª
zoptymalizowany przy pomocy wewn¦trznej kroswalidacji. Aby wykorzysta¢ algorytm
LOK w charakterze klasy�katora i w ten sposób wykaza¢ istotno±¢ i jako±¢ generowanych
nowych atrybutów, do znalezienia rozwi¡zania w nowej przestrzeni cech u»ywany jest
mechanizm WTA lub liniowa dyskryminacja.

Schemat 5 Lokalnie optymalizowane kernele
Require: Ustaw warto±ci wewn¦trznych parametrów: η dla minimalnego pokrycia i σ

dla dyspersji.

1: Zestandaryzuj dane, m wektorów, d cech.
2: Utwórz potencjalne, kernelowe cechy gaussowskie Gi(X) = exp(−||Xi −X||2/2σ2).
3: Posortuj warto±ci Gi(X) malej¡co, wraz z przypisanymi etykietami klas.
4: Przeanalizuj rozkªad p(Gi|C) aby znale¹¢ wszystkie interwaªy z czystymi klastrami,

wyznaczaj¡cymi cechy binarne Biab(X;C).
5: if liczba wektorów pokryta przez cech¦ Biab(X;C) > η then
6: Zaakceptuj cech¦ binarn¡ tworz¡c opisany przez klas¦, w¦zeª w ukrytej warstwie

sieci.
7: end if

8: Sklasy�kuj dane testowe zmapowane do rozszerzonej przestrzeni:
9: Zsumuj aktywno±¢ ukrytych w¦zªów dla ka»dej z klas, aby wyznaczy¢ wyj±cia sieci

(WTA), lub
10: Zbuduj liniowy model na rozszerzonej przestrzeni cech (LDA).

W algorytmie LOK s¡ dwa parametry, które nale»y ustawi¢: η wyznaczaj¡cy
minimaln¡ wielko±¢ klastra (ilo±¢ wektorów na klaster), oraz σ kontroluj¡cy dyspersj¦
zlokalizowanych cech gaussowskich. Czyste klastry s¡ znajdywane zarówno w lokalnym
s¡siedztwie wektorów wsparcia w przedziale [a, b], (a = 0), lub je±li wektor wsparcia jest
otoczony przez wektory z innej klasy, mog¡ si¦ one znale¹¢ nieco dalej (wówczas a b¦dzie
przyjmowa¢ warto±ci 0 < a < b). Czyste klastry i cechy binarne mog¡ by¢ caªkiem
u»yteczne przy identy�kacji regionów z wektorami, które mog¡ zosta¢ sklasy�kowane
z du»ym wspóªczynnikiem zaufania. Dla bardzo du»ych danych takie wektory mog¡
zosta¢ usuni¦te, pozostawiaj¡c jedynie obszary znajduj¡ce si¦ blisko granic decyzji. Tak
wi¦c LOK mo»e si¦ w tym przypadku znakomicie sprawdzi¢ w roli eliminatora (patrz
podrozdziaª 5.1.1).

Dla ka»dego potencjalnego wektora wsparcia Gi, dla którego znaleziono p(Gi|C) =
p(Gi|¬C) przy dyspersji wynosz¡cej σi = b/2, tworzy si¦ now¡, kernelow¡ cech¦
gaussowsk¡Gi(X; b) = exp(−||Xi−X||2/b). W pewnych przypadkach wi¦ksza liczba cech
wsparcia mo»e zosta¢ utworzona przy pomocy du»ego σi i analizy rozkªadów p(Gi|C)
dla warto±ci wi¦kszych ni» b, u»ywaj¡c interwaªów Iiab = [Gia, Gib], (a > 0), gdzie jedna
z klas dominuje. Te nowe cechy otrzymuje si¦ jako ró»nic¦ dwóch funkcji gaussowskich
Gi(X; b)−Gi(X; a).

W celu znalezienia rozwi¡zania w nowej przestrzeni cech, LOKLDA u»ywa liniowej
dyskryminacji z maksymalizacj¡ marginesu (optymalny margines jest wybierany przy
u»yciu wewn¦trznej kroswalidacji).

Cechy utworzone przez LOK mog¡ zosta¢ u»yte jako w¦zªy sieci, które reprezentuj¡
kernelowe transformacje. Dodatkowe warstwy sieci s¡ nast¦pnie u»ywane do analizy
danych w ten sposób zde�niowanej przestrzeni cech (patrz rys. 6.1).
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G(X)

B(Gi;C)

Rysunek 6.1: Algorytm LOK przedstawiony w postaci sztucznej sieci neuronowej.

Aby pokaza¢ efekt optymalizacji kerneli, przeprowadzono porównanie czterech
metod: standardowego SVM z kernelem liniowym (SVML) i z kernelem gaussowskim
(SVMG), LOK z mechanizmem WTA (LOKWTA), oraz LOK w poª¡czeniu z
liniow¡ dyskryminacj¡ (LOKLDA). Algorytmy te zostaªy przetestowane na 27 zbiorach
danych pobranych z UCI Machine Learning Repository [3]. Przypadki z brakuj¡cymi
warto±ciami cech (je±li wyst¦powaªy) zostaªy usuni¦te.

Wyniki zgromadzone w tabeli 6.1 (najlepsze rezultaty zaznaczono pogrubion¡
czcionk¡) to u±rednione warto±ci poprawno±ci klasy�kacji i odchyle« standardowych,
otrzymane z 10 razy powtórzonej 10-krotnej kroswalidacji. Parametry SVMów (C i σ)
zostaªy zoptymalizowane przy u»yciu wewn¦trznej kroswalidacji.

Rezultaty przy u»yciu LOK s¡ w niemal ka»dym przypadku (poza jednym)
statystycznie nie gorsze od tych uzyskanych przez SVM, a wr¦cz dla wi¦kszo±ci zbiorów
lepsze. Jak mo»na byªo przewidzie¢, LOKWTA osi¡gn¡ª najlepszy rezultat tylko w kilku
(konkretnie to 4) przypadkach. SVML tak»e osi¡gn¡ª najlepszy wynik w 4 przypadkach.
Dla 11 zbiorów danych LOKLDA pobiª wszystkie inne metody, podczas gdy SVMG byª
najlepszy w 8 przypadkach, aczkolwiek tylko przy jednym zbiorze ró»nica okazaªa si¦
statystycznie istotna.

Wyniki te pokazuj¡, »e w wi¦kszo±ci przypadków LOK dziaªa lepiej ni» oryginalny
SVM. LOK wydaje si¦ by¢ tak»e prost¡ metod¡ generacji cech, które mog¡ by¢ u»yte
do poprawy oryginalnej SVMowej przestrzeni kernelowej.

Algorytm opisany w tym podrozdziale skupia si¦ na generacji nowych, u»ytecznych,
ograniczonych cech kernelowych. Pokazano »e LOK jest caªkiem u»yteczn¡ i prost¡
metod¡ generowania takich cech, które mog¡ zosta¢ u»yte do budowy lepszej kernelowej
przestrzeni cech w algorytmie SVM. Podczas kiedy du»o wysiªku kªadzie si¦ na
polepszenie algorytmów uczenia metody SVM, znacznie mniej uwagi skupia si¦ na
metody ekstrakcji informacji z danych, które powoduj¡ »e liniowa dyskryminacja staje
si¦ prostsza i bardziej dokªadna. W przypadku gaussowskich cech kernelowych, nie ma
powodu dlaczego u»ywa¢ takiej samej dyspersji dla wszystkich wektorów wsparcia. Te
wektory wsparcia, które s¡ daleko od granicy decyzji po zªej stronie, powinny dostarczy¢
cech kernelowych, które wyklucza¢ b¦d¡ lokalne s¡siedztwo, podczas kiedy takie same
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Rysunek 6.2: Potencjalnie u»yteczna gaussowska cecha kernelowa dla radialnych
rozkªadów danych oraz trzy nowe u»yteczne cechy utworzone za pomoc¡ algorytmu
LOK.

wektory wsparcia, ale znajduj¡ce si¦ po wªa±ciwej stronie powinny u»ywa¢ raczej du»ych
dyspersji. Wektory wsparcia blisko granic decyzji powinny cechowa¢ si¦ raczej maªymi
dyspersjami. Algorytm LOK tworzy takie lokalnie optymalizowane kernele gaussowskie
i mo»e by¢ ªatwo poª¡czony z ró»nymi metodami selekcji cech w celu lepszego dziaªania.

6.4 Uczenie oparte na transformacjach

Koniecznym krokiem dla uczenia opartego na transformacjach jest stworzenie
taksonomii, kategoryzuj¡cej i opisuj¡cej podobie«stwa i relacje mi¦dzy transformacjami
oraz uªatwienie systematycznego poszukiwania tych przemian w przestrzeni wszystkich
mo»liwych kompozycji. Oczywistym wydaje si¦ by¢ podziaª mi¦dzy transformacjami
zoptymalizowanymi lokalnie, z dobrze zde�niowanymi celami i transformacjami
adaptacyjnymi, które s¡ oparte na dalszych kryteriach, gdzie cele s¡ okre±lane globalnie
(jak we wstecznej propagacji).

W pierwszym przypadku aktywno±¢ w¦zªów sieci odpowiadaj¡cych za transformacje
ma jasn¡ interpretacj¦, a rosn¡ca zªo»ono±¢ dodawania nowych w¦zªów powinna
by¢ uzasadniona przez odkrywanie nowych aspektów danych. Lokalne transformacje
T2 maj¡ wspóªczynniki obliczane bezpo±rednio z danych wej±ciowych lub danych
po transformacji T1. Mog¡ by¢ one bardzo przydatne dla inicjowania globalnych
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Dane SVML SVMG LOKWTA LOKLDA
Arrhythmia 50.92±17.31 43.36±21.47 42.00±24.19 39.10±12.98

Autos 54.48±13.75 74.29±12.58 58.69±11.03 74.36±10.40
Balance-scale 84.47±3.17 89.83±2.09 90.71±2.38 96.46±2.62
Breast-cancer 73.27±6.10 75.67±5.35 76.58±6.37 75.09±1.99
Breast-w 96.60±2.07 96.77±1.84 96.93±1.62 97.21±2.13

Car 67.99±2.61 98.90±0.90 84.72±3.44 93.57±1.81
Cmc 19.14±2.14 34.09±3.67 48.54±2.52 51.06±4.30

Credit-a 86.36±2.86 86.21±2.90 82.67±4.01 84.70±4.91
Credit-g 73.95±4.69 74.72±4.03 73.10±2.38 72.70±3.86

Cylinder-bands 74.58±5.23 76.89±7.57 74.32±6.41 80.11±7.53
Dermatology 94.01±3.54 94.49±3.88 87.97±5.64 94.71±3.02
Diabetes 76.88±4.94 76.41±4.22 74.88±3.88 76.95±4.47
Ecoli 78.48±5.90 84.17±5.82 82.47±3.66 85.66±5.40
Glass 42.61±10.05 62.43±8.70 64.96±7.72 71.08±8.13

Haberman 72.54±1.96 72.91±5.93 76.46±4.34 73.53±0.72
Heart-c 82.62±6.36 80.67±7.96 81.07±7.56 81.04±5.17

Heart-statlog 83.48±7.17 83.40±6.56 81.48±8.73 83.33±7.46
Hepatitis 83.25±11.54 84.87±11.98 89.88±10.14 84.05±4.40
Ionosphere 87.72±4.63 94.61±3.68 85.18±6.28 95.16±2.72

Iris 72.20±7.59 94.86±5.75 94.67±6.89 93.33±5.46
Kr-vs-kp 96.03±0.86 99.35±0.42 83.73±2.58 98.25±0.45

Liver-disorders 68.46±7.36 70.30±7.90 57.40±5.72 69.72±6.57
Lymph 81.26±9.79 83.61±9.82 76.96±13.07 80.52±7.91
Sonar 73.71±9.62 86.42±7.65 86.57±7.01 86.52±8.39
Vote 96.12±3.85 96.89±3.11 92.57±7.52 93.95±4.18
Vowel 23.73±3.13 98.05±1.90 92.49±3.37 97.58±1.52
Zoo 91.61±6.67 93.27±7.53 88.47±5.35 94.07±6.97

Tabela 6.1: Rezultaty klasy�kacji 26 zbiorów danych przy u»yciu algorytmu LOK.

transformacji adaptacyjnych lub mog¡ by¢ u»yteczne dla znalezienia lepszych rozwi¡za«
bardziej zªo»onych transformacji. Na przykªad, skalowanie wielowymiarowe wymaga
bardzo trudnej minimalizacji i przewa»nie szybciej si¦ zbiega, je±li na pocz¡tku zastosuje
si¦ transformacj¦ PCA.

Po wst¦pnych transformacjach caªe dane s¡ konwertowane na wewn¦trzn¡
reprezentacj¦ kX, tworz¡c nowy obraz danych, rozªo»onych w prostszy sposób
ni» obraz oryginalny. Ostateczna transformacja powinna by¢ w stanie wyodr¦bni¢
»¡dane informacje z tego obrazu. Je±li ostateczna transformacja jest liniowa
Y = k+1X = Tk+1(

kX; kW), parametry kW s¡ albo okre±lone w procedurze iteracyjnej
jednocze±nie ze wszystkimi innymi parametrami W z poprzednich transformacji (tak
jak w algorytmach wstecznej propagacji [44]), albo kolejno wyznacza si¦ je przez
obliczenie transformacji pseudo-odwrotnej, jak to cz¦sto praktykuje si¦ w dwu-fazowym
uczeniu RBF [81].
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Trzy podstawowe strategie tworzenia zestawu transformacji to:

• U»ycie metody konstruktywistycznej przez dodawanie cech na podstawie prostych
transformacji, kontynuowane dot¡d, gdy wzrost dokªadno±ci nie uzasadni wzrostu
zªo»ono±ci [48, 15];

• Start od zªo»onych transformacji i optymalizacja parametrów, na przykªad za
pomoc¡ elastycznych, neuronowych funkcji transferu [19, 74], optymalizuj¡c ka»d¡
transformacj¦ przed dodaniem kolejnej;

• Technika przycinania i regularyzacji dla du»ych sieci z w¦zªami opartymi o proste
przeksztaªcenia i optymalizacj¦ globaln¡ [44].

Po dodaniu ka»dej nowej cechy, obraz danych w rozszerzonej przestrzeni cech zmienia
si¦ i nowe transformacje powstaj¡ w tej przestrzeni, a nie w oryginalnej. Na przykªad,
dodaj¡c transformacje z warunkami opartymi o odlegªo±ci mo»na doda¢ nowe cechy
kernelowe i zacz¡¢ budowanie ostatecznej transformacji, przypisuj¡c istotne wagi tylko
do cech wsparcia opartych na kernelach.

Z geometrycznego punktu widzenia transformacje kernelowe s¡ w stanie wygªadzi¢
lub spªaszczy¢ granice decyzji za pomoc¡ wektorów wsparcia R, które le»¡ blisko
zªo»onych granic decyzji. Pojedyncza hiperpªaszczyzna po takiej transformacji jest cz¦sto
wystarczaj¡ca, aby osi¡gn¡¢ dobr¡ separacj¦ danych.

Metody kernelowe rozszerzaj¡ wymiarowo±¢ przestrzeni cech, je±li liczba próbek jest
wi¦ksza ni» liczba cech wej±ciowych (por. neurobiologiczne uzasadnienie takich rzutów
w [58]). Rozszerzenie wymiarowo±ci danych zwi¦ksza szans¦, aby byªy one separowalne,
a to jest cz¦sto celem tej transformacji 2X = T2(1X; 1W). Losowe liniowe projekcje
wektorów wej±ciowych w przestrze« wysokowymiarow¡ 2X = L(1X) to najprostszy
sposób na zwi¦kszenie wymiarów, z losow¡ macierz¡ L, która ma wi¦cej wierszy ni»
kolumn. Ostateczna transformacja jest przeksztaªceniem liniowym Y = T3(2X; 2W) =
W2 · 2X, cho¢ mo»e ona nie by¢ optymalnym (najprostszym lub najdokªadniejszym)
rozwi¡zaniem.

6.4.1 Przede�niowanie celu uczenia

Zazwyczaj systemy eksploracji danych zwracaj¡ tylko jeden najlepszy model,
ale je±li optymalizowanych jest kilka kryteriów, lepszym wydaje si¦ by¢ znalezienie
zestawu Pareto optymalnych modeli. Na przykªad dokªadno±¢ powinna by¢
maksymalizowana, ale wariancja powinna by¢ zminimalizowana lub czuªo±¢ powinna
zosta¢ zmaksymalizowana, a ilo±¢ faªszywych alarmów powinna by¢ poni»ej pewnego
progu.

Ka»dy model danych opiera si¦ na pewnych szczególnych zaªo»eniach dotycz¡cych
rozkªadu danych w przestrzeni wej±ciowej i mo»e by¢ stosowany z powodzeniem tylko
do niektórych rodzajów problemów. Na przykªad SVM i wiele innych statystycznych
metod uczenia [80] polega na zaªo»eniu jednolitego rozkªadu, czy lokalnym podobie«stwie
mi¦dzy próbkami danych. Takie metody mog¡ nie poradzi¢ sobie z wysoko wymiarowymi
funkcjami, które nie s¡ wystarczaj¡co gªadkie [5]. W takim przypadku dokªadne
rozwi¡zanie mo»e wymaga¢ bardzo du»ej liczby próbek ucz¡cych, które b¦d¡
wykorzystane jako wektory odniesienia, co prowadzi do wysokich kosztów oblicze« oraz
tworzenia zªo»onych modeli, które mog¡ niewystarczaj¡co generalizowa¢. Równolegªe
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strumienie hierarchicznych transformacji, które odkrywaj¡ interesuj¡ce aspekty danych,
koncentruj¡ si¦ na lokalnych ulepszeniach, a nie na jakim± globalnym celu, takim jak
rozseparowanie danych. Obraz oryginalnych danych w rozszerzonej przestrzeni mo»e
zawiera¢ pewne charakterystyczne wzorce, które procesy decyzyjne powinny wychwyci¢.

Jednym ze sposobów aby odkry¢, jaki rodzaj struktury pojawia si¦ po transformacji
danych jest u»ycie wizualizacji danych w oryginalnej i rozszerzonej przestrzeni cech
[63, 64]. Rzuty PCA mog¡ wykazywa¢ ciekawe struktury w danych. Skalowanie
wielowymiarowe (MDS) [13] jest nieliniowym odwzorowaniem, które stara si¦ wiernie
wy±wietla¢ odlegªo±ci mi¦dzy wektorami. Przydatne s¡ równie» projekcje oparte na
kierunkach uzyskanych z liniowego SVM. Analiza dyskryminacyjna Fishera (FDA) jest
kolejn¡ metod¡, która mo»e by¢ wykorzystana do wizualizacji [91].

Wizualizacja transformacji w przypadku trudnych problemów logicznych odsªania
natur¦ trudno±ci danego problemu i pomaga wyznaczy¢ ªatwiejsze cele uczenia.
Rozwa»aj¡c problem parzysto±ci: ka»dy wektor oznaczony jako parzysty jest otoczony
przez wektory oznaczone jako nieparzyste i odwrotnie [26]. Zlokalizowane transformacje
nie s¡ w stanie uogólnia¢ takich informacji, ale liniowe projekcje mog¡ dostarczy¢ ciekawe
spojrzenie na te dane. Dla n-bitowej parzysto±ci rzut y = W ·X,W = [1, 1...1], zlicza
liczb¦ bitów, tworz¡c naprzemienne klastry z wektorami, które nale»¡ do klas parzystych
i nieparzystych. Funkcja okresowa (taka jak kosinus) rozwi¡zuje problem parzysto±ci za
pomoc¡ jednego parametru, ale nie podoªa innym problemom logicznym. W przypadku
wielu funkcji Boolowskich znalezienie przeksztaªce«, które prowadz¡ do k-oddzielnych
skupie«, z wektorami jednej klasy w odst¦pach [yi, yi+1] wzdªu» linii rzutu jest celem
o wiele prostszym ni» osi¡gni¦cie separowalno±ci. Caªa przestrze« cech jest wówczas
podzielona na �równolegªe plasterki�, prostopadªe do kierunku W.

Tak wi¦c w celu utworzenia u»ytecznych cech powinno si¦ znale¹¢ takie
transformacje, które uchwyc¡ cz¦ste korelacje wej±¢ (uczenie Hebbowskie, PCA,
odkrywanie motywów), lub odkryj¡ klastry stosunkowo czystych danych u»ywaj¡c do
tego liniowych lub radialnych projekcji. Wizualizacja takiego obrazu danych powinna
ujawni¢, jakiego rodzaju metody s¡ najbardziej odpowiednie do dalszej analizy.

6.4.2 Transfer wiedzy

Warto przyjrze¢ si¦, kiedy ró»ne algorytmy mog¡ sobie dobrze poradzi¢ z danym
problemem, a kiedy nie. Dane o prostej strukturze logicznej wymagaj¡ ostrych granic
decyzji, oferowanych przez drzewa decyzyjne i systemy oparte na reguªach decyzyjnych
[27, 21], ale s¡ do±¢ trudne do analizy za pomoc¡ algorytmów statystycznych lub
neuronowych. SVM pomija proste rozwi¡zania w miejscu, gdzie najlepsz¡ odpowied¹
otrzymuje si¦ np. przy pomocy jednej cechy binarnej. Cz¦sto dane maj¡ rozkªad
gaussowski i liniowa dyskryminacja (liniowy SVM, proste sieci MLP) daje najlepsze
rozwi¡zanie. kNN i SVM w formie kernelowej dziaªaj¡ dobrze, gdy granice decyzji maj¡
zªo»on¡ topologi¦, ale nie poradz¡ sobie przy ostrych granicach decyzji lub gdy struktura
danych ma zªo»on¡ budow¦ logiczn¡ [40].

Jedn¡ z cz¦sto u»ywanych przez ludzi strategii jest uczenie si¦ bezpo±rednio od
innych. Transfer wiedzy skupia si¦ na uczeniu wielu zada« zwi¡zanych ze sob¡ na raz. W
analizie obrazu, tekstu lub robotyce opracowanych zostaªo wiele metod transferu wiedzy.
Obecne podej±cia do transferu wiedzy skupiaj¡ si¦ na wykorzystaniu dodatkowych
danych, w celu stworzenia lepszego modelu dla okre±lonych danych treningowych.
Wykorzystywana jest ta sama przestrze« cech i ten sam algorytm uczenia. Ten rodzaj

70



transferu wiedzy nie nadaje si¦ do prezentowanego w tej rozprawie problemu. W naszym
algorytmie Uniwersalnych Maszyn Ucz¡cych [30] transfer wiedzy pomi¦dzy ró»nymi
algorytmami dokonywany jest przez udost¦pnianie nowych cech wy»szego rz¦du, które
odniosªy sukces w odkryciu pewnej u»ytecznej wiedzy w jednym z tych algorytmów.
Drzewa decyzyjne i algorytmy oparte o reguªy dostarczaj¡ cech binarnych (typu B1-
B3). Cechy z warto±ciami rzeczywistymi (typu R1-R4) odkrywane s¡ przez algorytmy
po±cigu projekcji (projection pursuit), liniowego SVM i prostych projekcji na linie ª¡cz¡ce
centra lokalnych klastrów. Naiwny klasy�kator Bayesa umo»liwia nam wyznaczenie
w tym kierunku prawdopodobie«stw a posteriori p(C|X). Metody kernelowe i kNN
znajduj¡ dobre cechy kernelowe bazuj¡c na podobie«stwie. Najlepsze cechy mo»na ªatwo
zidenty�kowa¢ za pomoc¡ metod rankingowych, tak wi¦c mo»na powiedzie¢, »e transfer
wiedzy dost¦pny jest na pewnym, do±¢ abstrakcyjnym poziomie pomi¦dzy ró»nymi
modelami danych.

Uniwersalne maszyny ucz¡ce nie s¡ ograniczone do »adnej konkretnej metody,
ale staraj¡ si¦ wyodr¦bni¢ i dokona¢ transferu nowych cech do nowego algorytmu,
zwi¦kszaj¡c pul¦ potencjalnie u»ytecznych cech. Maszyny cech wsparcia (SFM) stanowi¡
alternatyw¦ dla podej±cia SVM, wykorzystuj¡c liniowe funkcje dyskryminacyjne
zde�niowane w tak zwi¦kszonych przestrzeniach [65]. Dla ka»dego wektora X istnieje n
cech wej±ciowych plus m cech kernelowych Zi(X) = K(X,Xi), i = 1..m zde�niowanych
dla ka»dego wektora treningowego. Modele liniowe w przestrzeni kernelowej s¡ tak samo
dokªadne, jak kernelowy SVM, ale jawne stworzenie tej przestrzeni pozwala na wi¦ksz¡
elastyczno±¢. Proste rozwi¡zania w oryginalnej przestrzeni cech X nie s¡ pomijane,
mo»liwy jest transfer informacji z innych modeli, mieszanie ró»nych rodzajów kerneli z
ró»nymi parametrami, zapewniaj¡c w ten sposób wielorozdzielczo±¢ w ró»nych cz¦±ciach
przestrzeni. Jest to istotny krok w stron¦ meta-uczenia [49, 64, 16, 23].

6.5 Uniwersalne maszyny ucz¡ce

Ka»dy system ma jak¡± szczególn¡ specy�czno±¢, która czyni go odpowiednim dla
pewnej grupy problemów. Odkrycie tej specy�czno±ci i znalezienie wªa±ciwego modelu
nie jest ªatwe. Realizuje si¦ je zwykle poprzez eksperymenty w postaci kombinacji
wst¦pnego przetwarzania danych, �ltrowania i selekcji, klasteryzacji, klasy�kacji
lub aproksymacji skombinowanych z procedurami metauczenia takimi jak stacking,
boosting, komitety i inne. Liczba mo»liwych kombinacji ró»nych moduªów w aplikacjach
takich jak Weka [92] jest niezwykle du»a (dla Weki > 107), a nowe skªadniki s¡ wci¡»
dodawane przez ich twórców.

Pierwszym z rozwi¡za« jakie si¦ nasuwa, jest znalezienie ogólnej charakterystyki
danych i porównanie jej z charakterystyk¡ danych referencyjnych, dla których zostaª
sporz¡dzony ranking wyników ró»nych systemów [9]. Jednak»e nie jest jasne jakie
charakterystyki danych s¡ niezb¦dne do istotnego porównania, a maªa zmiana w
rozkªadzie danych mo»e nie±¢ ze sob¡ silny wpªyw na rodzaj i ksztaªt granic decyzji.

Drugie z rozwi¡za« to próba poª¡czenia ró»nych transformacji danych w pewn¡
struktur¦, która systematycznie b¦dzie zwi¦ksza¢ swoj¡ zªo»ono±¢. Takie rozwi¡zanie
mo»na sformuªowa¢ jako generaln¡ teori¦ uczenia w oparciu o transformacje, budowania
modeli bazuj¡cych na zªo»eniu transformacji i ich kombinowaniu przy pomocy komitetów
lokalnie kompetentnych modeli [17].

Sukces poszukiwania najlepszego zestawienia transformacji le»y w zdolno±ciach
transformacji do wydobycia u»ytecznych informacji, a co za tym idzie cech, które pozwol¡
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poradzi¢ sobie z takimi problemami jak analiza obrazów, przetwarzanie tekstów, analiza
sygnaªów itd. Uniwersalne uczenie wydaje si¦ by¢ zatem nieuchwytnym snem, który
nie mo»e by¢ zrealizowany bez ró»norodnych transformacji, charakterystycznych dla
okre±lonego problemu. Znalezienie wªa±ciwej reprezentacji problemu to wi¦cej ni» poªowa
rozwi¡zania.

Nasuwa si¦ zatem pytanie � jakie rodzaje cech s¡ niezb¦dne dla ró»nych problemów?
Sieci neuronowe bardzo cz¦sto nazywane s¡ uniwersalnymi aproksymatorami [43],
jednak»e ta wªa±ciwo±¢ okazuje si¦ nie by¢ wystarczaj¡ca do znalezienia interesuj¡cych
rozwi¡za«. Po pierwsze, mo»e by¢ dosy¢ trudnym znale¹¢ dobre rozwi¡zania dla
wysoce nieseparowalnych problemów [26, 38]. Po drugie, nawet je±li zostanie zbudowany
dobry model, to mo»liwe »e istnieje znacznie prostsze, bardziej ogólne i zrozumiaªe
rozwi¡zanie. Mo»e by¢ ono znalezione przez tworzenie, agregacj¦ i selekcj¦ u»ytecznych
cech, odpowiadaj¡ce rozszerzaniu i kurczeniu si¦ przestrzeni, w której szukane s¡ proste
rozwi¡zania.

Formalnie rzecz ujmuj¡c, algorytm ULM skªada si¦ z dwóch moduªów: konstruktorów
cech i prostych klasy�katorów. Uczenie maszynowe jest skoncentrowane na bezpo±redniej
analizie danych wej±ciowych, u»ywaj¡c do tego miar odlegªo±ci, liniowych kombinacji
warto±ci poszczególnych cech itp., jednak»e w wielu przypadkach takie transformacje
przestrzeni cech nie s¡ wystarczaj¡ce.

Zestaw oryginalnych cech stanowi fragmentaryczny opis problemu. Pomijaj¡c ten
fakt, cz¦±¢ z nich mo»e okaza¢ si¦ bezpo±rednio u»yteczna i taka powinna zosta¢ wybrana
i przetestowana. Inne cechy mog¡ zosta¢ przetworzone przez rozmaite transformacje i
�ltry w celu wydobycia u»ytecznej informacji. Nowe cechy mog¡ by¢ scharakteryzowane z
punktu widzenia tego, jaki typ regionów decyzji dostarczaj¡ i jaka jest zªo»ono±¢ procesu
szukania. Jednocze±nie powinno si¦ ustali¢ hierarchi¦ cech pod wzgl¦dem ich zªo»ono±ci.

Przeanalizowano wiele ró»nych typów cech oraz sposobów wydobywania u»ytecznych
informacji z oryginalnych danych, pocz¡wszy od cech binarnych, przez kombinacje
cech pochodz¡cych z prostych drzew decyzji, zlokalizowanych klastrów po rzutach
na prost¡, po cechy bazuj¡ce na kernelach z ró»n¡ dyspersj¡, a wi¦c zapewniaj¡ce
adaptacyjn¡ regularyzacj¦. Nie wyczerpuje to oczywi±cie wszystkich mo»liwo±ci
konstrukcji informatywnych cech. Podczas gdy wiele wysiªku zostaªo po±wi¦conego
zagadnieniu selekcji cech [42], znacznie mniej wysiªku po±wi¦cono konstrukcji cech [57].

Systematyczna eksploracja cech o rosn¡cej zªo»ono±ci umo»liwia odkrywanie prostych
modeli, które bardziej wyszukane systemy uczenia mog¡ pomin¡¢. Przykªadowo znaczna
cz¦±¢ problemów u»ywanych do porówna« okazuje si¦ by¢ raczej trywialna i mo»e
by¢ rozwi¡zana przy pomocy pojedynczej cechy binarnej, nominalnej, czy te» nowej
cechy skonstruowanej przez rzut na lini¦ ª¡cz¡c¡ ±rednie dwóch klas. Cechy kernelowe
oferuj¡ atrakcyjn¡ alternatyw¦ dla obecnych rozwi¡za« SVM bazuj¡cych na kernelach,
oferuj¡c wielorozdzielczo±¢ i adaptacyjn¡ regularyzacj¦. Analiza obrazów, strumienie
multimedialne czy biosekwencje mog¡ wymaga¢ bardziej wyszukanych dróg konstrukcji
cech bazuj¡cych na prostszych cechach.

Uniwersalne maszyny ucz¡ce opieraj¡ si¦ na poª¡czeniu zestawu ró»nych,
opisywanych w niniejszej rozprawie metod: przetwarzania i generowania cech, ich
pó¹niejszej selekcji oraz klasy�kacji w nowo powstaªej przestrzeni cech. Poszukiwane
jest najlepsze zestawienie wspomnianych przed chwil¡ algorytmów, w celu znalezienia
dobrego i jak najprostszego modelu dla konkretnego zbioru danych.

Ogólny schemat ULM przedstawiono na rysunku 6.3. Pocz¡tkowo nale»y w nim
okre±li¢, które z zaimplementowanych metod b¦d¡ uwzgl¦dniane w kolejnych etapach
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dziaªania ULM, nast¦pnie bazuj¡c na wyborze dokonanym przez u»ytkownika algorytm
wygeneruje now¡ przestrze« cech, w której po wcze±niejszym ograniczeniu jej poprzez
jedn¡ z wybranych metod selekcji cech znajdzie najlepsze rozwi¡zanie u»ywaj¡c do
tego okre±lonego klasy�katora. Poni»ej wymieniono (podzielone na kategorie) wszystkie
algorytmy wchodz¡ce w skªad obecnej implementacji algorytmu ULM.

1. Wst¦pne przetwarzanie danych:

• standaryzacja,

• normalizacja dªugo±ci wektorów.

2. Generowanie nowych cech:

• dane oryginalne,

• n skªadników gªównych (PCA),

• n cech pochodz¡cych ze skalowania wielowymiarowego (MDS),

• cechy uzyskane za pomoc¡ analizy dyskryminacyjnej Fishera (FDA),

• rzuty na n przypadkowych kierunków,

• przedziaªy (czyste klastry) wyodr¦bnione z n przypadkowych kierunków
(aRPM),

• rzuty (i ich przedziaªy) na kierunki wyznaczone przez centra klas,

• rzuty (i ich przedziaªy) na kierunki wyznaczone przez centra n klastrów,

• przeksztaªcenie triangularyzacyjne (TriVis),

• mapowanie SVMowe,

• gaussowskie cechy kernelowe o ró»nej dyspersji,

• lokalnie zoptymalizowane gaussowskie cechy kernelowe (LOK),

• n cech wyodr¦bnionych z drzewa decyzyji.

3. Selekcja atrybutów:

• wspóªczynnik korelacji,

• informacja wzajemna,

• wspóªczynnik Fishera,

4. Klasy�kacja w nowej przestrzeni cech:

• klasy�kator naiwnego Bayesa (NB),

• metoda k najbli»szych s¡siadów (kNN),

• drzewo decyzji (C4.5),

• dyskryminacja liniowa (LDA),

• maszyny wektorów wspieraj¡cych (SVM).
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Rysunek 6.3: Schemat dziaªania ULM.

6.6 Wyniki uzyskane przez algorytm ULM

W tym podrozdziale przedstawione zostaªy rezultaty dziaªania algorytmu ULM.
Metoda ta zostaªa porównana z innymi popularnymi klasy�katorami opisanymi
w rozdziale 5. Do analizy posªu»ono si¦ jedenastoma zbiorami pochodz¡cymi z
repozytorium UCI [3], których krótk¡ charakterystyk¦ mo»na obejrze¢ w dodatku
A. Wybór danych pochodz¡cych z repozytorium UCI podyktowany byª powszechn¡
dost¦pno±ci¡ ¹ródªa danych, co pozwala na porównanie rezultatów z wynikami
otrzymanymi przez innych badaczy.

Proces testowania polegaª na dziesi¦¢ razy powtórzonej 10-krotnej kroswalidacji,
a wyniki w postaci ±rednich poprawno±ci klasy�kacji i odchyle« standardowych
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zestawiono w tabeli 6.2. Nale»y tutaj zaznaczy¢, »e parametry kon�guracyjne wszystkich
porównywanych klasy�katorów byªy dobierane przy u»yciu wewn¦trznej kroswalidacji
(na cz¦±ci treningowej), a zamieszczone wyniki innych metod uzyskano wykorzystuj¡c
do oblicze« pakiety Weka [92], GhostMiner [28] oraz Intemi [47].

Dane SSV kNN NB SVM(L) SVM(G) ULM

Breast-cancer 76.9 ± 5.4 73.6 ± 7.1 73.8 ± 7.9 73.2 ± 6.1 75.6 ± 5.3 76.9 ± 6.4

Breast-w 95.8 ± 2.2 96.5 ± 2.2 96.2 ± 2.3 96.6 ± 2.0 96.7 ± 1.8 97.2 ± 2.3

Credit-a 85.6 ± 4.4 83.0 ± 4.3 77.0 ± 4.5 86.3 ± 2.8 86.2 ± 29 86.4 ± 3.3

Credit-g 70.2 ± 3.4 73.5 ± 3.2 75.2 ± 3.8 73.9 ± 4.6 74.7 ± 4.0 76.1 ± 4.7

Diabetes 73.5 ± 4.8 74.9 ± 4.8 75.3 ± 4.3 76.8 ± 4.9 76.4 ± 4.2 77.1 ± 4.0

Heart-c 78.7 ± 6.9 82.9 ± 6.3 82.4 ± 6.7 82.6 ± 6.3 80.6 ± 7.9 84.0 ± 5.9

Heart-statlog 80.8 ± 7.7 83.5 ± 6.2 83.9 ± 7.3 83.4 ± 7.1 83.4 ± 6.5 84.5 ± 7.0

Hepatitis 83.6 ± 11.7 85.6 ± 11.3 91.2 ± 9.1 83.2 ± 11.5 84.8 ± 11.9 89.6 ± 10.7

Ionosphere 87.2 ± 5.2 86.3 ± 4.9 84.2 ± 6.1 87.7 ± 4.6 94.6 ± 3.6 94.4 ± 3.9

Liver-disorders 67.4 ± 6.9 63.9 ± 7.4 56.2 ± 7.9 68.4 ± 7.3 70.3 ± 7.9 72.2 ± 6.9

Vote 96.9 ± 3.8 92.7 ± 5.5 91.9 ± 4.9 96.1 ± 3.8 96.8 ± 3.1 96.9 ± 3.4

Tabela 6.2: Wyniki poprawno±ci klasy�kacji.

Analizuj¡c wyniki przedstawione w tabeli 6.2 wida¢, »e dla wi¦kszo±ci badanych
zbiorów (krótki opis zbiorów w dodatku A), a wi¦c: Breast-cancer, Breast-w, Credit-
a, Credit-g, Diabetes, Heart-c, Heart-statlog, Liver-disorders oraz Vote algorytm ULM
osi¡ga najlepsze wyniki ±rednich dokªadno±ci klasy�kacji. Jedynie w przypadku zbioru
Hepatitis wynik uzyskany przez klasy�kator Naiwnego Bayesa oferuje poprawno±¢ lepsz¡
o 1.5%, aczkolwiek przy odchyleniu standardowym na poziomie 10% ró»nica ta nie jest
znacz¡ca. Podobnie w przypadku zbioru Ionosphere rezultat jest praktycznie rzecz bior¡c
niemal identyczny jak ten uzyskany przez SVM z kernelem gaussowskim (ró»nica wynosi
0.2% przy 4% odchylenia standardowego).

Przedstawione wyniki pozwalaj¡ wysun¡¢ przypuszczenie, »e otrzymane ±rednie
dokªadno±ci klasy�kacji s¡ limitem tego, co mo»na �wyci¡gn¡¢� z przetestowanych
zbiorów danych, poniewa» najcz¦±ciej nie jeden, a kilka klasy�katorów oferuje
dokªadno±ci zbli»one do najlepszego otrzymanego rezultatu.

Rozkªad procentowy rodzajów cech wybieranych przez algorytm ULM w trakcie
testów na w/w danych zostaª pomini¦ty, gdy» dla ka»dego zbioru jest on inny (ró»ni si¦
on tak»e w poszczególnych foldach procesu kroswalidacji). Oznacza to, »e dla ka»dego
zadania inny rodzaj cech okazuje si¦ by¢ bardziej istotny.

Warto zaznaczy¢, »e praktycznie dla ka»dego przeanalizowanego zbioru danych do
ko«cowej klasy�kacji wystarczaj¡cym okazaªo si¦ by¢ u»ycie liniowej dyskryminacji z
maksymalizacj¡ marginesu, a zastosowanie innych klasy�katorów nie przynosiªo poprawy
rezultatów. Oczywi±cie nie oznacza to, »e przy innych jakich± trudnych, specy�cznych
danych u»ycie innego algorytmu nie przyniesie poprawy wyników.

Przez dªugi okres czasu, opieraj¡c si¦ m.in. na wynikach uzyskanych w projekcie
Statlog [67] uznawano, »e nie ma takiego klasy�katora, który byªby najlepszy dla
dowolnego problemu. Zaprezentowany w tej pracy algorytm ULM i otrzymane rezultaty
pozwalaj¡ niejako przeformuªowa¢ to twierdzenie, mówi¡c »e przy u»yciu odpowiedniej
reprezentacji danego problemu (analizuj¡c go we wªa±ciwie okre±lonej przestrzeni cech)
nawet prosty klasy�kator liniowy mo»e rozwi¡za¢ dowolny problem w sposób bliski
optymalnemu.
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Rozdziaª 7

Podsumowanie

Najwa»niejszym elementem uczenia maszynowego, inteligencji obliczeniowej,
rozpoznawania wzorców i dziedzin pokrewnych jest tworzenie inteligentnych algorytmów,
które potra�¡ si¦ automatycznie kon�gurowa¢ i prowadz¡ do odkrycia dobrych i prostych
modeli dla dowolnych zbiorów danych.

Niniejsza rozprawa skupia si¦ w gªównej mierze na generowaniu transformacji,
kategoryzacji ró»nych typów cech, tworzeniu nowych cech, uczeniu si¦ z innych modeli
poprzez transfer wiedzy, zrozumieniu jak wygl¡da rozkªad danych w rozszerzonej
przestrzeni cech oraz znajdywaniu optymalnych klasy�katorów dziaªaj¡cych w takiej
przestrzeni.

Systematyczne poszukiwanie modeli opartych na cechach nowego rodzaju umo»liwia
odkrycie prostych modeli, które bardziej zaawansowane systemy uczenia pomijaj¡.
Opisane konstruktory cech daleko wykraczaj¡ poza liniowe kombinacje oferowane
m.in. przez algorytmy PCA czy ICA. W szczególno±ci cechy oparte na kernelach
stanowi¡ atrakcyjn¡ alternatyw¦ dla popularnie stosowanego algorytmu SVM, oferuj¡c
mo»liwo±¢ wielorozdzielczo±ci i adaptacyjnej regularyzacji. Zaprezentowanych zostaªo
kilka nowych metod konstruowania cech, a ich u»yteczno±¢ zostaªa dokªadnie
przeanalizowana. Mieszanie ró»nych kerneli i u»ywanie ró»nych typów cech zapewnia
znacznie wi¦ksz¡ elastyczno±¢ tworzenia granic decyzji. Dodawanie specy�cznych cech
wsparcia uªatwia odkrywanie wiedzy tkwi¡cej w danych. Dobra generalizacja jest
uzyskiwana dzi¦ki du»ym, czystym klastrom wektorów, które mog¡ zosta¢ pozyskane
przy pomocy specy�cznych �ltrów. Konstruowanie ró»nych �ltrów informacji prowadzi
do interesuj¡cych spojrze« na dane, odkrywaj¡c nieliniowe struktury w danych,
które (je»eli zostan¡ zauwa»one) mog¡ by¢ ªatwo poddane obróbce przez konkretne
transformacje. Systemy, które aktywnie próbkuj¡ dane, próbuj¡c �zobaczy¢ je� poprzez
�ltry informacji, wydaj¡ si¦ by¢ znacznie bardziej elastyczne ni» klasy�katory pracuj¡ce
w niezmiennych przestrzeniach wej±ciowych.

Chocia» ostatecznym celem uczenia jest odkrycie ciekawych modeli danych, nale»y
zwróci¢ wi¦ksz¡ uwag¦ na reprezentacje po±rednie, czyli obraz danych po transformacji.
Poszukiwanie interesuj¡cych spojrze« na dane przez konstruowanie interesuj¡cych �ltrów
stanowi najlepsz¡ drog¦ do budowy praktycznych aplikacji, które automatycznie zbuduj¡
interesuj¡ce modele dla dowolnego zbioru danych. Obiekty mog¡ mie¢ ró»norodn¡
i skomplikowan¡ struktur¦, a ró»ne kategorie mog¡ by¢ identy�kowane w ró»nych
przestrzeniach cech uzyskanych za pomoc¡ takich �ltrów i transformacji. Kiedy struktura
danych w rozszerzonej przestrzeni b¦dzie rozpoznana, wówczas proces uczenia staje si¦
znacznie uproszczony przez zmian¦ celu uczenia na ªatwiejszy.

Neurokognitywna informatyka czerpie inspiracje z procesów neurobiologicznych
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odpowiedzialnych za uczenie si¦ i tworzy dobr¡ podstaw¦ dla idei uczenia przedstawionej
w niniejszej rozprawie. Do tej pory w inteligencji obliczeniowej wykorzystano tylko kilka
ogólnych inspiracji, jak na przykªad neurony progowe ª¡czone w sieci, które realizuj¡
równolegªe przetwarzanie rozproszone. Nawet przy naszym ograniczonym rozumieniu
dziaªania mózgu wiele innych inspiracji mo»e by¢ zaczerpni¦te i wykorzystywane w
praktycznym uczeniu i algorytmach rozpoznawania obiektów. Równolegle strumienie
dodatkowych informacji, zorganizowane w hierarchiczny sposób [41] mo»na odnie±¢ do
wielu �ltrów informacji, generuj¡cych nowe cechy wy»szego rz¦du.

Uzyskane wyniki klasy�kacji rzeczywistych danych wskazuj¡ na du»e mo»liwo±ci
analizy w oparciu o metody generowania nowych, u»ytecznych cech. Ju» rezultaty
uzyskane na pojedynczych typach cech sugeruj¡ trafno±¢ zaproponowanego podej±cia, a
dodatkowa integracja ró»nych rodzajów atrybutów wykazaªa, i» w wi¦kszo±ci wypadków
uzyskane rezultaty byªy porównywalne lub nawet przewy»szaªy wyniki uzyskane
powszechnie uznanymi metodami.

Poni»ej zestawiono opracowane przeze mnie metody wraz z ich krótkim
podsumowaniem. Nale»y tutaj zaznaczy¢, i» wszystkie zaprezentowane metody generacji
nowych, u»ytecznych cech s¡ skªadow¡ jednego algorytmu - Uniwersalnych Maszyn
Ucz¡cych. U»yteczno±¢ ka»dego rodzaju atrybutów starano si¦ ocenia¢ niezale»nie, co
doprowadziªo do powstania kilku niezale»nych metod klasy�kacji opisanych w niniejszej
pracy.

Algorytm TriVis [66], opisany w podrozdziale 4.4, tworzy reprezentacj¦ oryginalnych
danych w dwuwymiarowej przestrzeni, przy jednoczesnym zachowaniu tylu odlegªo±ci
pomi¦dzy wektorami danych, ile jest tylko mo»liwe. Otrzymana dwuwymiarowa
reprezentacja mo»e zosta¢ wykorzystana do zwi¦kszenia puli potencjalnie u»ytecznych
cech. Ponadto, algorytm mo»e zosta¢ wykorzystany do inicjalizacji metody MDS. Zabieg
ten powoduje zmniejszenie pocz¡tkowego stresu i co za tym idzie, znaczne ograniczenie
liczby iteracji.

Algorytm mapowania SVMowego [63], zaprezentowany w podrozdziale 4.5, sªu»y do
redukcji oryginalnej przestrzeni cech przy pomocy SVMa z kernelem liniowym. Cz¦sto
reprezentacja w jednym wymiarze okazuje si¦ by¢ wystarczaj¡ca i taka mo»e zosta¢ u»yta
do wykre±lenia prawdopodobie«stw warunkowych. Dalsze zwi¦kszanie liczby wymiarów
polega na generowaniu kolejnych kierunków dyskryminuj¡cych, co zostaªo dokªadniej
opisane w opisie algorytmu. Podobnie jak w przypadku wizualizacji triangularyzacyjnej,
przy redukcji oryginalnych danych do 2 lub 3 wymiarów, metody tej mo»na u»y¢ do
przedstawienia problemu w postaci gra�cznej.

Algorytm SFM [65], opisany w podrozdziale 5.8, bazuje na generowaniu nowych
�cech wspieraj¡cych� przy pomocy ró»nych kerneli, przypadkowych liniowych rzutów
oraz ograniczonych rzutów, które poprzedzaj¡ selekcj¦ cech i liniow¡ dyskryminacj¦
(je±li nowe cechy maj¡ by¢ wykorzystane do budowy odr¦bnego klasy�katora). W
obecnej wersji algorytm u»ywa trzech typów cech, które zostaªy przedstawione przy
opisie algorytmu. Niezaprzeczalnymi zaletami opisywanego algorytmu jest oferowana
przez niego wielorozdzielczo±¢, jak równie» jawna reprezentacja i systematyczne
mo»liwo±ci rozszerzania przestrzeni cech, podczas gdy wielokernelowe modele s¡ maªo
wykorzystywane i trudne w u»yciu.

Algorytm aRPM [15], zaprezentowany w podrozdziale 5.9, zostaª zainspirowany
przez mechanizmy biologiczne zachodz¡ce w mózgach. Generuje on wystarczaj¡c¡ (do
poprawnej klasy�kacji) liczb¦ przypadkowych kierunków, a nast¦pnie po zrzutowaniu
na nie oryginalnych danych, wybiera te najbardziej przydatne, tworz¡c u»yteczne
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cechy (ograniczone projekcje, zawieraj¡ce przypadki tylko z jednej klasy). W celu
sprawdzenia u»yteczno±ci generowanych w ten sposób cech, utworzono klasy�kator,
który wykorzystuje mechanizm WTA. Wagi w tym algorytmie s¡ wybierane losowo, za±
ich warto±ci nie zmieniaj¡ si¦. Tak wi¦c nie potrzeba uczenia si¦ wag (w przeciwie«stwie
do wszystkich innych metod uczenia sieci neuronowych). Zaskakuj¡cym jest, »e wyniki
modelu, który nie przeprowadza »adnej optymalizacji s¡ dla popularnych zbiorów danych
co najmniej tak dobre, jak te uzyskane przez sieci MLP. Dodatkowo metoda ta idealnie
radzi sobie z problemami o zªo»onej logice. Ponadto algorytm aRPM umo»liwia ªatw¡
ocen¦ zaufania otrzymanych rezultatów.

Algorytm aRPM z maksymalizacj¡ marginesu [60], opisany w podrozdziale 5.10, jest
mody�kacj¡ podstawowego algorytmu aRPM. W tej wersji najwi¦ksz¡ uwag¦ kªadzie
si¦ na maksymalizacj¦ marginesu klasy�kacji. Nowe projekcje dodawane s¡ tylko wtedy,
je»eli zwi¦kszaj¡ poprawno±¢ klasy�kacji tych przypadków, które znajduj¡ si¦ albo po
zªej stronie, albo w pobli»u granicy decyzyjnej. Obecnie metoda u»ywa dwóch rodzajów
atrybutów - cech wygenerowanych przy pomocy rzutów na losowe kierunki, oraz cech
opartych o gaussowskie kernele. Cechy te s¡ nast¦pnie od�ltrowywane przez indeks
oceniaj¡cy szeroko±¢ marginesu klasy�kacji. Tak jak w poprzedniej wersji algorytmu, tak
i tutaj po rzutowaniu danych na losowe kierunki, poszukiwane s¡ przedziaªy (klastry),
w których wyst¦puj¡ wektory tylko z jednej klasy. Algorytm inkrementacji rozszerza
przestrze« cech a» do momentu, kiedy nie uzyskuje si¦ wzrostu dokªadno±ci klasy�kacji.
Do okre±lenia ostatecznej decyzji algorytm aRPM z maksymalizacj¡ marginesu u»ywa
mechanizmu WTA albo liniowej dyskryminacji.

Algorytm LOK [61], zaprezentowany w podrozdziale 6.3, opiera si¦ na generacji
nowych, u»ytecznych, ograniczonych cech kernelowych. Pokazano, »e LOK jest caªkiem
dobr¡ i prost¡ metod¡ generowania takich cech, które mog¡ zosta¢ u»yte do budowy
lepszej kernelowej przestrzeni cech w algorytmie SVM. W przypadku gaussowskich cech
kernelowych, nie ma powodu dlaczego u»ywa¢ takiej samej dyspersji dla wszystkich
wektorów wsparcia. Te wektory wsparcia, które s¡ daleko od granicy decyzji po zªej
stronie, powinny dostarczy¢ cech kernelowych, które wyklucza¢ b¦d¡ lokalne s¡siedztwo,
podczas kiedy takie same wektory wsparcia, ale znajduj¡ce si¦ po wªa±ciwej stronie
powinny u»ywa¢ raczej du»ych dyspersji. Wektory wsparcia blisko granic decyzji
powinny cechowa¢ si¦ raczej maªymi dyspersjami. Algorytm LOK tworzy takie lokalnie
optymalizowane kernele gaussowskie. Aby wykorzysta¢ algorytm LOK w charakterze
klasy�katora i w ten sposób wykaza¢ istotno±¢ i jako±¢ generowanych nowych atrybutów,
do znalezienia rozwi¡zania w nowej przestrzeni cech u»ywany jest mechanizm WTA lub
liniowa dyskryminacja.

Algorytm ULM [30], opisany w podrozdziale 6.5, opiera si¦ na poª¡czeniu zestawu
ró»nych, opisywanych w niniejszej rozprawie metod: przetwarzania i generowania cech,
ich pó¹niejszej selekcji oraz klasy�kacji w nowo powstaªej przestrzeni cech. Do tworzenia
nowych atrybutów wykorzystywane s¡ zarówno metody przedstawione powy»ej, jak i
mechanizmy transferu wiedzy oraz metauczenia. ULM poszukuje najlepszego zestawienia
wspomnianych przed chwil¡ algorytmów, w celu znalezienia dobrego i jak najprostszego
modelu dla okre±lonego zbioru danych.

Warto wspomnie¢ tak»e o opisanym w podrozdziale 5.4.1 usprawnieniu algorytmu
drzew decyzji, polegaj¡cym na mody�kacji kryterium podziaªu przez zmian¦ entropii
Shannona na entropi¦ Renyiego lub Tsallisa [62]. Dzi¦ki temu algorytm mo»e ªatwo
poradzi¢ sobie z poprawn¡ klasy�kacj¡ jednej lub wielu maªo licznych klas. Dodatkowy
parametr zapewnia mo»liwo±¢ zwi¦kszenia poprawno±ci klasy�kacji klas o ró»nej
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liczebno±ci wektorów, co sprawia »e zmody�kowany algorytm drzew decyzji staje
si¦ bardziej atrakcyjnym w porównaniu do oryginalnej wersji opartej o entropi¦
Shannona. Tak usprawnione drzewo tworzy¢ b¦dzie znacznie bardziej ciekawe reguªy,
które wykorzystywane b¦d¡ przez algorytm ULM w procesie transferu wiedzy.
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Dodatek A

Charakterystyka zbiorów danych

u»ytych w testach

Poni»ej, w tabeli A.1 przedstawiono krótkie podsumowanie zbiorów danych
u»ywanych w niniejszej rozprawie doktorskiej. Dla ka»dego ze zbiorów wektory z
warto±ciami brakuj¡cymi dla atrybutów zostaªy usuni¦te (je»eli takowe wyst¦powaªy).
Dodatkowo przy ka»dym ze zbiorów zaznaczono sk¡d zostaª pobrany.
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Dane Ilo±¢ wektorów Ilo±¢ cech Ilo±¢ klas �ródªo pochodzenia
Appendicitis 106 7 2 UCI [3]
Arrhythmia 63 279 11 UCI [3]

Autos 159 25 6 UCI [3]
Balance-scale 625 4 3 UCI [3]
Breast-cancer 277 9 2 UCI [3]
Breast-w 683 9 2 UCI [3]

Car 1728 6 4 UCI [3]
Cmc 1473 9 3 UCI [3]

Colon-cancer 62 2000 2 Alon at all (1999) [2]
Credit-a 653 15 2 UCI [3]
Credit-g 1000 20 2 UCI [3]

Cylinder-bands 277 39 2 UCI [3]
Dermatology 358 34 6 UCI [3]
Diabetes 768 8 2 UCI [3]
DLBCL 47 4026 2 Alizadeh at all (2000) [1]
Ecoli 336 7 8 UCI [3]
Glass 214 9 6 UCI [3]

Haberman 306 3 2 UCI [3]
Heart-c 296 13 2 UCI [3]

Heart-statlog 270 13 2 UCI [3]
Hepatitis 80 19 2 UCI [3]
Ionosphere 351 34 2 UCI [3]

Iris 150 4 3 UCI [3]
Kr-vs-kp 3196 36 2 UCI [3]
Leukemia 72 7129 2 Golub at all (1999) [36]

Liver-disorders 345 6 2 UCI [3]
Lymph 148 18 4 UCI [3]
Parity8 256 8 2 zbiór sztuczny
Parity10 1024 10 2 zbiór sztuczny
Sonar 208 60 2 UCI [3]
Vote 232 16 2 UCI [3]
Vowel 990 13 11 UCI [3]
Wine 178 13 3 UCI [3]
Zoo 101 17 7 UCI [3]

Tabela A.1: Podsumowanie zbiorów danych.
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