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Rozdziaª 1

Wst¦p

W obecnych czasach ilo±¢ gromadzonych danych w ka»dej niemal dziedzinie jest
ogromna, jednak»e nie jest ona skorelowana z wiedz¡, któr¡ posiadamy na temat
badanych zjawisk. Co wi¦cej, cz¦sto problemem staje si¦ nadmierna liczba danych,
których powszechnie u»ywane systemy nie potra�¡ przeanalizowa¢, nie mówi¡c ju» o
mo»liwo±ci wydobycia ukrytej w nich wiedzy.
Problem stanowi równie» analiza wiedzy ekspertów, którzy na podstawie intuicji
podejmuj¡ pewne dziaªania, nie potra�¡c racjonalnie wytªumaczy¢ przesªanek
wiod¡cych do okre±lonej konkluzji. Dlatego te» istotna jest budowa systemów
pozwalaj¡cych na wydobywanie zgromadzonej w danych wiedzy w postaci zbiorów reguª.
Problem ten przez spoªeczno±¢ naukow¡ analizowany jest ró»nymi metodami okre±lanymi
ogólnie mianem systemów inteligencji obliczeniowej (ang. computational intelligence,
CI). Systemy te grupuj¡ ró»ne podej±cia do problemu analizy danych typu metody
statystyczne, probabilistyczne, uczenie maszynowe, systemy rozmyte, metody zbiorów
przybli»onych, sztuczne sieci neuronowe oraz wnioskowanie w oparciu o przypadki (ang.
case based reasonong).
Nale»y jednak zwróci¢ uwag¦ na zaproponowane w pracach W. Ducha i
wspóªpracowników systemy bazuj¡ce na podobie«stwie (ang. similarity based methods,
SBM) [49, 45]. W pracach tych autorzy pokazali mo»liwo±ci jakie daje uczenie w oparciu
o podobie«stwo jako narz¦dzie do generalizacji i integracji ró»nych systemów inteligencji
obliczeniowej. Mi¦dzy innymi w pracach [48, 45, 44] zaprezentowana zostaªa mo»liwo±¢
integracji sieci neuronowych typu perceptron wielowarstwowy (MLP) z systemami SBM.
Bardzo istotnym zagadnieniem pozostaje problem reprezentacji wiedzy w postaci
zrozumiaªej dla czªowieka. Wiele z istniej¡cych systemów inteligencji obliczeniowej
pozbawione jest tej mo»liwo±ci, co w pewnych zagadnieniach ogranicza ich u»yteczno±¢.
Przykªadem tego mog¡ by¢ zastosowania medyczne, gdzie proces wnioskowania przez
system - proces diagnozowania schorze«, musi posiada¢ wªa±ciwo±¢ interpretacji podj¦tej
decyzji. Podobna sytuacja wyst¦puje w przypadku pewnych zagadnie« automatycznego
sterowania urz¡dzeniami, jak sterowaniem piecem ªukowym [179], gdzie implementacja
systemu musi by¢ poprzedzona jego analiz¡ na wypadek pomyªki, która mo»e nie±¢ ze
sob¡ powa»ne konsekwencje zarówno ekonomiczne jak i spoªeczne. Dlatego te» jednym z
gªównych wyzwa« stoj¡cych przed inteligencj¡ obliczeniow¡ jest wydobywanie z danych
wiedzy w sposób, który pozwoli czªowiekowi na jej zrozumienie i interpretacj¦. Problem
ten wci¡» jest zagadnieniem otwartym determinuj¡c zaanga»owanie wielu naukowców.
Ogólnie znanych jest wiele dróg pozwalaj¡cych na interpretacj¦ wyników uczenia
systemu. Najbardziej typowym rozwi¡zaniem s¡ ró»nego rodzaju systemy reguªowe,
zapisuj¡ce wydobyt¡ wiedz¦ w postaci reguª je»eli . . . to . . . . Cz¦±¢ badaczy
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preferuje jednak inne sposoby reprezentacji wiedzy - b¡d¹ w postaci rozkªadów
prawdopodobie«stwa, b¡d¹ w postaci analizy przypadków.
Przeprowadzone badania z zakresu psychologii poznawczej, jak i kognitywistyki
wskazuj¡, i» ludzki umysª w wi¦kszym stopniu pracuje w oparciu o analiz¦ podobie«stw
do znanych sytuacji, czyli jest systemem bazuj¡cym na podobie«stwie (SBM), ni»
poprzez analiz¦ reguª [140]. Naturalnym wi¦c jest próba adaptacji tych obserwacji
w procesie automatycznego pozyskiwania wiedzy. Rezultatem tego s¡ systemy reguª
bazuj¡cych na prototypach (ang. prototype based rules) zwane równie» reguªami-P
[51]. Reguªy-P stanowi¡ alternatyw¦ do innych znanych metod reprezentacji wiedzy,
jednocze±nie pozwalaj¡c na ªatw¡ transformacj¦ do postaci innych form reprezentacji
wiedzy, jak reguªy rozmyte.
Nadrz¦dn¡ cech¡ wszystkich systemów pozyskiwania wiedzy jest ªatwo±¢ globalnego
zrozumienia procesu wnioskowania, czyli transparentno±ci modelu. Innymi sªowy
po»¡dane jest by model opisany byª najprostsz¡ struktur¡ o minimalnej liczbie
parametrów, gwarantuj¡c maksymaln¡ dokªadno±¢ i generalizacj¦. Sprowadza si¦ to
do problemu brzytwy Ockhama, gdzie poszukiwany jest kompromis pomi¦dzy prostot¡
a dokªadno±ci¡.
Dlatego te» gªównym celem pracy jest zbadanie mo»liwo±ci budowy modeli sªu»¡cych do
klasy�kacji danych, reprezentuj¡cych zdobyt¡ wiedz¦ w postaci reguªy-P, speªniaj¡cych
kryterium brzytwy Ockhama. Problem ten sprowadza si¦ do poszukiwania minimalnego
zbioru wektorów referencyjnych oraz minimalnego podzbioru cech. Dlatego te» problemy
selekcji oraz optymalizacji prototypów wraz z zagadnieniem redukcji wymiarowo±ci
s¡ kluczowymi elementami rozprawy. W rozprawie poddane zostaªo równie»
analizie zagadnienie optymalizacji parametrów procesu uczenia oraz selekcja i dobór
optymalnych algorytmów do konkretnego problemu.
Rozdziaª 2 de�niuje poj¦cie klasy�kacji oraz opisuje ró»ne powszechnie znane metody
wydobywania informacji z danych. W rozdziale 3 wskazano cel oraz zakres prac
podj¦tych w ramach rozprawy. W kolejnym rozdziale 4, znajduje si¦ opis systemu reguª
prototypowych wraz z informacjami o ich budowie. Porównanie ró»nych miar odlegªo±ci,
wª¡czaj¡c w to miary dla ró»nych typów atrybutów (ci¡gªych, symbolicznych oraz
binarnych) wraz z miarami heterogenicznymi opisano w rozdziale 5. Zagadnienie selekcji
prototypów oraz optymalizacji ich liczby (wraz z opisem autorskich rozwi¡za«) zostaªo
opisane w rozdziaªach 6 oraz 7 odpowiednio dla reguª typu k-NNoraz prototypowych
progowych. Rozdziaª 8 to studium selekcji cech oraz meta uczenia, czyli optymalizacji
i selekcji modelu u»ytego do uczenia konkretnego zbioru danych. W rozdziale 9
poddano analizie zagadnienie porównania reguª-P oraz reguª rozmytych (reguª-F).
Wyniki wydobywania reguª prototypowych z realnych zbiorów danych wraz z ich
porównaniem z rezultatami uzyskanymi innymi metodami ekstrakcji reguª omówiono
w rozdziale 10. Ostatni rozdziaª 11 to podsumowanie pracy oraz mo»liwo±ci dalszych
bada«.
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Rozdziaª 2

Problem klasy�kacji oraz indukcji
wiedzy

2.1 Problem klasy�kacji oraz metody jej oceny
Zagadnienie klasy�kacji danych lub rozpoznawanie wzorców (ang. pattern recognition)
s¡ elementami szerokiej grupy problemów CI. Problemy te nale»¡ do zagadnie« uczenia
z nauczycielem i mo»emy w nich wyró»ni¢:

• przestrze« danych wej±ciowych - reprezentowan¡ jako n wymiarowy wektor
x = [x1, x2, ..., xn]T , którego poszczególne skªadowe xi nazywane s¡ alternatywnie
cechami lub atrybutami 1 i mog¡ by¢ one typu liczbowego (np. liczb
rzeczywistych - wówczas mówimy o cechach ci¡gªych), mog¡ przyjmowa¢ warto±ci
dyskretne porz¡dkowe - wówczas mowa jest o atrybutach dyskretnych lub te»
mog¡ przyjmowa¢ warto±ci nieuporz¡dkowane, jako±ciowe (np. typu pogoda =
{sªoneczna, pochmurna, deszczowa, ±nie»na}) zwane atrybutami symbolicznymi
oraz binarne.

• przestrze« wyj±ciow¡ - zwykle jednowymiarow¡, nazywan¡ klas¡, rozumian¡
jako pojedynczy atrybut symboliczny C, okre±laj¡cy zbiór etykiet klas
przypisanych do pojedynczego wektora tworz¡cych obiekt o = [x, c]

• model lub klasy�kator - funkcj¦M(·) realizuj¡c¡ odwzorowanieM(x; α) ⇒ C,
gdzie α to zbiór parametrów modelu

Proces uczenia klasy�katora M(·) polega na adaptacji jego parametrów α w celu
minimalizacji okre±lonej funkcji bª¦du. Proces ten realizowany jest na podstawie
zbioru treningowego T = [o1,o2, . . . ,om], skªadaj¡cego si¦ z m wektorów zwanych
równie» obiektami lub instancjami. Podstaw¡ procesu uczenia modelu jest zaªo»enie,
»e wszystkie wektory wej±ciowe prezentowane klasy�katorowi pochodz¡ ze zbiorów o
tych samych rozkªadach prawdopodobie«stwa p(x|C), przy czym poszczególne wektory
zbioru treningowego losowane s¡ w sposób niezale»ny.
Do oceny jako±ci modelu sªu»y zwykle zbiór testowy, a proces ten nazywany jest
testowaniem klasy�katora. W procesie testowania modelowi prezentowany jest zbiór
testowy, a jego zadaniem jest wyznaczenie warto±ci wyj±ciowych, czyli etykiet klas dla

1Niektórzy autorzy rozró»niaj¡ poj¦cie cechy oraz atrybutu, jednak»e w niniejszej pracy obydwa
sformuªowania stosowane s¡ alternatywnie
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Rzeczywiste
Prawda Faªsz

Oszacowane Pozytywne
Negatywne

TP
FN

FP
TN

Tablica 2.1: Macierz konfuzji

wszystkich elementów tego zbioru. Czasem w procesie uczenia u»ywa si¦ poj¦cia zbioru
walidacyjnego, b¦d¡cego podzbiorem zbioru treningowego jednak»e nie u»ywanym w
procesie uczenia. Sªu»y on jedynie ocenie jako±ci klasy�kacji.
Zagadnienie oceny jako±ci dziaªania klasy�katora zwykle sprowadza si¦ do wyznaczenia
wspóªczynników okre±laj¡cych dokªadno±¢ lub bª¡d klasy�kacji. W zale»no±ci od
wymaga« konstruktora wyró»nia si¦ ró»ne de�nicje dokªadno±ci i bª¦du klasy�kacji.
Najpowszechniej u»ywanym wspóªczynnikiem oceny jest bª¡d Err lub dokªadno±¢ Acc
(2.1).

Err = merr

m

Acc = 1− Err
(2.1)

gdzie merr to liczba bª¦dnie sklasy�kowanych wektorów zbioru testowego lub
walidacyjnego, a m to caªkowita liczba wektorów tego zbioru. Tak zde�niowany
bª¡d ma jednak pewn¡ wad¦, a mianowicie zafaªszowuje zdolno±¢ klasy�kacji w
przypadku zbiorów niezbalansowanych, czyli o ró»nej liczbie wektorów przypadaj¡cych
na poszczególne klasy. Przykªadem tego mo»e by¢ sytuacja, w której maj¡c zbiór
treningowy o m = 1000 wektorach, z których m1 = 980 pochodzi z klasy C1, a
m2 = 20 z klasy C1, klasy�kator wi¦kszo±ciowy klasy�kuj¡cy wszystkie wektory do
klasy C1 b¦dzie charakteryzowaª si¦ dokªadno±ci¡ rz¦du 98%. Dlatego te» coraz bardziej
powszechnie u»ywanym wspóªczynnikiem oceny jest bª¡d zbalansowany (BErr) lub
dokªadno±¢ zbalansowana (BAcc) liczona jako ±redni bª¡d lub dokªadno±¢ klasy�kacji
poszczególnych klas (2.2)

BErr = 1
c

c∑
i=1

(
merr

i

mi

)

BAcc = 1−BErr
(2.2)

Wspóªczynnik ten znacznie wierniej oddaje realn¡ dokªadno±¢ klasy�kacji, traktuj¡c
wszystkie klasy równomiernie, niezale»nie od wewn¦trznego rozkªadu liczby wektorów
w poszczególnych klasach.
Dwa przedstawione dotychczas parametry oceny klasy�katora ciesz¡ si¦ du»¡
popularno±ci¡, jednak równie» wspóªczynnik BAcc nie jest pozbawiony wad. Niestety
nie uwzgl¦dnia on wariancji jako±ci klasy�kacji poszczególnych klas, dlatego te» jako±¢
modelu M1 o dokªadno±ci klasy�kacji klas odpowiednio C1 = 90% i C2 = 60% oraz
modelu M2 o dokªadno±ciach C1 = 77% i C2 = 73% b¦dzie miaªa taki sam ostateczny
wynik BAcc = 75%, co mo»e by¢ bardzo niepo»¡dane. Dlatego te» cz¦sto u»ywa si¦
ro»nych innych metod oceny, mi¦dzy innymi wyniki klasy�kacji cz¦sto prezentowane s¡
w postaci macierzy konfuzji (2.1).

Dla macierzy konfuzji po»¡danym jest by elementy znajduj¡ce si¦ poza gªówn¡
przek¡tn¡ d¡»yªy do zera. De�niuje si¦ w niej parametry:

• parametr (ang. true positive) TP

• parametr (ang. false positive) FP
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• parametr (ang. true negative) TN

• parametr (ang. false negative) FN

• parametr (ang. positive) Pos = TP + FP

• parametr (ang. negative) Neg = TN + FN

• parametr (ang. true) True = TP + TN

• parametr (ang. false) False = FP + FN

które pozwalaj¡ na wyznaczenie wi¦kszo±ci powszechnie u»ywanych wska¹ników, takich
jak:

• Czuªo±¢ lub wra»liwo±¢ (ang. sensitivity, recall) Se = TP
TP+FN

• Znamienno±¢ (ang. speci�city) Sp = TN
TN+FP

• Precyzja (ang. precision) P = TP
TP+FP

• Miara Fβ (ang. Fβ measure) Fβ = (β2+1)TP
(β2+1)TP+FP+β2FN

, która dla β = 1 przyjmuje
posta¢ F1.0 = 2TP

2TP+FP+FN
= 2SeP

Se+P

• Dokªadno±¢ Acc = TP+TN
Pos+Neg

• Dokªadno±¢ zbalansowana BAcc = 1
c

(
TP
Pos

+ TN
Neg

)

Ka»da z przedstawionych tutaj miar znalazªa specy�czn¡ dla siebie grup¦ zastosowa«.
W zagadnieniach medycznych szczególnym powodzeniem ciesz¡ si¦ miary czuªo±ci oraz
znamienno±ci wskazuj¡c jako±¢ klasy�kacji poszczególnych klas, gdzie koszt popeªnienia
bª¦du mo»e by¢ ró»ny dla ró»nych klas. Przykªadem tego mo»e by¢ analiza sytuacji
sklasy�kowania osoby chorej jako zdrowej oraz zdrowej jako chorej, gdzie koszt pierwszej
pomyªki jest du»o wi¦kszy ni» drugiej. W zagadnieniach odnajdywania informacji (ang.
information retrieval, IR) bardzo du»¡ popularno±¢ zyskaªy miara Fβ oraz precyzja i
wra»liwo±¢ czego dowodz¡ prace [110, 169].
W wi¦kszo±ci wypadków, gdy niezb¦dne jest okre±lenie dopuszczalnego bª¦du klasy�kacji
poszczególnych klas korzysta si¦ z charakterystyki ROC (ang. receiver operating
characteristic) [141]. Krzyw¡ ROC wykre±la si¦ jako zale»no±¢ wra»liwo±ci (Se) w funkcji
dopeªnienia znamienno±ci (1-Sp) dzi¦ki czemu mo»liwe jest wyznaczenie optymalnego
progu klasy�kacji poszczególnych klas. Przedstawia to rys.(2.1). Na podstawie krzywej
ROC wyznacza si¦ równie» miar¦ jak¡ jest pole pod krzyw¡, zwan¡ wspóªczynnikiem
AUC (ang. area under curve). AUC informuje, który z klasy�katorów lub rodzina
klasy�katorów jest najdokªadniejsza spo±ród wszystkich zbadanych. Im wi¦ksze pole
pod krzyw¡, tym mamy do czynienia z lepszymi klasy�katorami. W literaturze
znane s¡ równie» inne metody oceny dokªadno±ci klasy�kacji (jak np. opisane w
pracy [40]). Ró»norodno±¢ podej±¢ wynika z faktu, i» nie mo»na wskaza¢ jednego
uniwersalnego wska¹nika jako±ci klasy�katora. Rozpocz¦cie procesu uczenia modelu
powinna wi¦c poprzedzi¢ analiza problemu oraz okre±lenie zada«, jakie powinien on
speªni¢. W rozprawie do oceny jako±ci modeli posªu»ono si¦ miar¡ Acc ze wzgl¦du
na powszechno±¢ metody oraz dost¦pno±¢ wyników porównawczych. Nale»y jednak
zwróci¢ uwag¦ na fakt, i» coraz cz¦±ciej u»ywanym wska¹nikiem jako±ci klasy�kacji staje
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Rysunek 2.1: Przykªadowa charakterystyka ROC

si¦ dokªadno±¢ zbalansowana, czego dowodem mo»e by¢ sposób oceniania wyników w
ró»nych konkursach analizy danych [77, 128, 172].
Przedstawione dotychczas wspóªczynniki sªu»¡ ocenie dokªadno±ci klasy�kacji, jednak
równie wa»nym parametrem klasy�katora jest jego zdolno±¢ generalizacji [173].
Generalizacja rozumiana jest jako umiej¦tno±¢ uogólnienia zdobytej wiedzy, czyli
miara informuj¡ca o mo»liwo±ciach klasy�kacji danych do tej pory nie prezentowanych
budowanemu modelowi. W literaturze znanych jest wiele metod pozwalaj¡cych oceni¢
mo»liwo±ci generalizacji modelu, tym samym wybra¢ model który najlepiej opisuje dane
zagadnienie [61]. Jednym z typowych rozwi¡za« analizy generalizacji modelu jest zasada
minimalizacji dªugo±ci opisu (ang. minimum description length, MDL), która bazuje na
analizie rozmiaru zbioru oraz stopnia zªo»ono±ci modelu h wyra»onego w bitach (2.3).

hMDL = arg min
h∈H

(LC(h) + LC(X|h)) (2.3)

gdzie LC(h) jest dªugo±ci¡ opisu modelu h pod warunkiem kodowania C, natomiast
LC(X|h) jest dªugo±ci¡ opisu zbioru X pod warunkiem modelu h oraz kodowania
C. Metoda MDL znalazªa bardzo szerokie zastosowanie w algorytmach ekstrakcji
reguª, gdzie mi¦dzy innymi jest stosowana do okre±lenia rozmiaru drzew decyzji.
Innym przykªadem miary generalizacji jest miara Vapnika-Chervonenkisa zwany równie»
wska¹nikiem VC oraz zasada minimalizacji ryzyka strukturalnego (ang. structural risk
minimization, SRM) [170] zaproponowana przez Vapnika. Idea wspóªczynnika SRM
polega na uwzgl¦dnieniu obok dokªadno±ci modelu h drugiego czynnika opisuj¡cego
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zªo»ono±¢, tym samym wariancj¦ modelu (2.4).

R(h) ≤ Remp(h) +

√√√√
(

V C(h)(log(2m/V C(h)) + 1)− log(η/4)

h

)
(2.4)

Gdzie R(h) to rzeczywisty koszt popeªnienia bª¦du, Remp(h) to empiryczna warto±¢ tego
kosztu - bª¡d klasy�kacji, VC(h) - to warto±¢ wspóªczynnika Vapnika-Czervonenkisa,
natomiast η to pewna staªa. Inn¡ bardzo powszechn¡ metod¡ oceny jest algorytm
walidacji krzy»owej oraz test pozostaw jeden (ang. leave one out). Dokªadniejszy opis
mo»na znale¹¢ w rozdziale 8.2.

2.2 Formy reprezentacji wiedzy w problemach
klasy�kacji danych

Proces uczenia modelu sprowadza si¦ do pozyskiwania przez niego wiedzy na temat
zagadnienia, które zostaje mu przedstawione. Caªa idea uczenia polega zatem na
dostrojeniu parametrów modelu α w taki sposób, aby jak najdokªadniej odzwierciedli¢
charakterystyk¦ zjawisk zachodz¡cych w ¹ródle jakim jest zbiór treningowy.
W zale»no±ci od budowy modelu mówi si¦ o systemach, w których zgromadzona wiedza
wyra»ana jest explicite oraz implicite. Modele explicite przedstawiaj¡ wiedz¦ w postaci
bezpo±rednio zrozumiaªej dla czªowieka. Do tych grup metod mo»na zaliczy¢ systemy
klasycznych reguª dwuwarto±ciowych, metody probabilistyczne, systemy bazuj¡ce na
reguªach rozmytych oraz systemy wnioskowania w oparciu o przypadki (ang. case based
reasoning, CBR). Natomiast druga grupa klasy�katorów ze wzgl¦du na swoj¡ budow¦ nie
pozwala na interpretacj¦ zgromadzonej wiedzy przez czªowieka, mówi si¦ wówczas o tak
zwanych czarnych skrzynkach (ang. black box), które potra�¡ przeprowadzi¢ procedur¦
wnioskowania jednak»e czªowiek pozbawiony jest mo»liwo±ci jej wery�kacji. Do tego
typu modeli nale»¡ mi¦dzy innymi perceptron wielowarstwowy (MLP) czy klasy�katory
typu SVM. Próba wydobycia wiedzy z tego typu modeli sprowadza si¦ do dopasowania
modelu typu explicite do istniej¡cej czarnej skrzynki [130].
Ka»dy z klasy�katorów explicite ma pewne charakterystyczne wªa±ciwo±ci, które
maj¡ szczególne uzasadnienie dla ró»nych problemów. Jedn¡ z cz¦stych form
reprezentacji wiedzy jest jej przedstawienie w postaci rozkªadów prawdopodobie«stw
poszczególnych klas. Uczenie systemu sprowadza si¦ do estymacji rozkªadów
prawdopodobie«stwa a posteriori p(Ci|x) oraz reguªy wnioskowania maksymalnej
warto±ci a posteriori (ang. maksimum a posteriori, MAP). Zalet¡ zapisu wiedzy
w postaci rozkªadów prawdopodobie«stwa estymowanych z danych jest mo»liwo±¢
generacji nowych przypadków na podstawie tych rozkªadów [168]. Sªabo±ci¡ metod
probabilistycznych jest ograniczona mo»liwo±¢ zrozumienia ksztaªtu funkcji rozkªadu
prawdopodobie«stwa w szczególno±ci, gdy jest on skomplikowany i poszczególne
cechy s¡ wzajemnie skorelowane. Wªa±ciwo±ci generacyjnej niestety pozbawione s¡
systemy reguªowe, które wydobyt¡ wiedz¡ przedstawiaj¡ w postaci struktury typu:
je»eli . . . to . . . [56]. Cech¡ charakterystyczn¡ takich systemów jest du»a ªatwo±¢
interpretacji wyników, gdy» w naturalny sposób jeste±my przyzwyczajeni do analizy
tego typu systemów, w szczególno±ci bazuj¡cych na logice dwuwarto±ciowej. Niestety
rozwi¡zanie to posiada równie» wady. Przykªadem tego jest problem klasy�kacji dwóch
rozkªadów gaussowskich w <2 co przedstawia rys.(2.2) Optymaln¡ granic¡ decyzyjn¡,
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Rysunek 2.2: Przykªadowy dwuklasowy problem klasy�kacji

gwarantuj¡c¡ maksymaln¡ generalizacj¦ takiego systemu jest liniowa funkcja decyzyjna
M(x) = ax1 + bx2 + c. Uzyskanie takiego rozwi¡zania przez systemy reguª twardych
jest okupione du»¡ liczb¡ reguª, co ogranicza zdolno±¢ interpretacji takiego systemy, za±
zmniejszenie liczby reguª zmniejsza generalizacj¦ modelu. Tak zde�niowany problem
daje si¦ jednak zapisa¢ w prosty sposób jako dwie reguªy typu rozmytego (refuªy-F) lub
prototypowego (reguªy-P).
Reguªy rozmyte stanowi¡ swego rodzaju uogólnienie reguª twardych, wprowadzaj¡c
logik¦ rozmyt¡, czyli logik¦ wielowarto±ciow¡ opisuj¡c¡ stopie« przynale»no±ci obiektu
do danego zbioru. Jednym z pierwszych zastosowa« systemów rozmytych byª problem
uczenia modelu na zasadzie analizy wiedzy eksperta i jej wykorzystanie do klasy�kacji
przypadków [61]. Pó¹niejszy rozwój metod sztucznych sieci neuronowych doprowadziª
do integracji sieci neuronowych z systemami rozmytymi, co pozwoliªo na automatyczne
dostrajanie modelu wst¦pnie nauczonego przez eksperta. Równie» metody zbiorów
rozmytych posiadaj¡ szereg wad. Mi¦dzy innymi narzucaj¡ one zaªo»enie niezale»no±ci
atrybutów tak, i» funkcje przynale»no±ci de�niowane s¡ niezale»nie dla ka»dej z cech
i ª¡czone rozmytymi operatorami przeci¦cia zbiorów. Jak pokazano w rozdziale 9
jedn¡ z mo»liwych form interpretacji przesªanek reguª rozmytych jest podobie«stwo
do wzorców. Jednak zachodz¡ca tutaj relacja nie jest symetryczna, gdy» du»a
grupa powszechnie stosowanych radialnych funkcji bazowych (sieci RBF) nie posiada
wªa±ciwo±ci separowalno±ci. Przy czym separowalno±¢ de�niowana jest jako mo»liwo±¢
dekompozycji funkcji bazowej na skªadowe dla poszczególnych atrybutów (jedyn¡
separowaln¡ radialn¡ funkcj¡ bazow¡ jest funkcja Gaussowska).
Innym przykªadem klasy problemów, który nie daje si¦ rozwi¡za¢ za pomoc¡
omówionych powy»ej form reprezentacji wiedzy s¡ zagadnienia klasy�kacji typu
wi¦kszo±ciowe gªosowanie (wi¦kszo±¢ jest za). Problem ten rozwi¡zuj¡ reguªy typu
M-z-N (ang. M-of-N) [5], które dziaªaj¡ na zasadzie analizy liczebno±ci przypadków.
Je»eli co najmniej M pewnych cech ze zbioru N mo»liwych jest pozytywna wówczas
reguªa jest speªniona. Przykªadem takiej reguªy jest pojedynczy perceptron realizuj¡cy
sum¦ poszczególnych skªadowych. Problem gªosowania rozwi¡zuj¡ równie» omawiane
w rozprawie reguªy prototypowe progowe, okre±laj¡c odpowiedni próg aktywacji
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D(0, σ(wx)) > Θ.
Ka»da z wymienionych grup metod ma wielu przedstawicieli, a jednocze±nie s¡
one ci¡gle rozwijane, pozwalaj¡c na polepszenie jako±ci uzyskiwanych wyników,
maksymalizacj¦ generalizacji oraz zwi¦kszenie prostoty opisu zgromadzonej wiedzy.
Poni»ej przedstawione zostan¡ jedynie krótkie opisy wybranych najpopularniejszych
spo±ród powszechnie stosowanych metod.

2.2.1 Metody bezpo±redniej indukcji klasycznych reguª ostrych
Ta grupa metod charakteryzuje si¦ wydobywaniem reguª ostrych bezpo±rednio z
danych. Typowym mechanizmem u»ywanym do wydobywania reguª w tej grupie s¡
metody przeszukiwania poª¡czone z sekwencyjnym pokrywaniem przestrzeni wej±ciowej.
Proces tworzenia reguª rozpoczyna si¦ zwykle od najbardziej ogólnych - pokrywaj¡cych
maksymaln¡ liczb¦ przypadków, a ko«czy na najbardziej szczegóªowych - pokrywaj¡cych
maª¡ liczb¦ wektorów.

Algorytm AQ
AQ [28] jest w rzeczywisto±ci rodzin¡ ró»nych metod bazuj¡cych na tym samym
algorytmie podstawowym, mody�kuj¡c go poprzez dodanie ró»nych rozszerze« lub
funkcjonalno±ci. Wersja podstawowa algorytmu AQ bazuje na wykorzystaniu metod
przeszukiwania w sekwencyjnym pokrywaniu przestrzeni wej±ciowej reguªami. Do
de�nicji dziaªania algorytmu Michalski zaproponowaª specjalne sªownictwo u»ywane
powszechnie równie» w innych metodach sekwencyjnego pokrywania. Wprowadzonymi
koncepcjami s¡: selektor - de�niuj¡cy cz¦±¢ warunkow¡ reguªy dla pojedynczego
atrybutu, kompleks b¦d¡cy zbiorem selektorów dla ró»nych atrybutów oraz gwiazda
stanowi¡ca zbiór selektorów, spo±ród których wybierany jest poprzednik reguªy.
Podstawow¡ heurystyk¡ u»ywan¡ w algorytmie AQ przy generacji kompleksów jest
�maksymalizacja liczby pozytywnych przypadków pokrywanych przez reguª¦ przy
wyª¡czeniu przypadków negatywnych�. Przypadki pozytywne to zbiór wektorów
nale»¡cych do klasy C+ dla których reguªa jest tworzona, za± przypadki negatywne
C− to zbiór wektorów nie nale»¡cych do klasy C+, C− = C − C+. Podstawowa
wersja algorytmu byªa zde�niowana dla atrybutów dyskretnych przy zaªo»eniu separacji
klas. Te dwa zaªo»enia spowodowaªy du»e ograniczenia stosowania algorytmu AQ,
w szczególno±ci wpªyn¦ªo to na nisk¡ generalizacj¦ uzyskanych reguª. Dlatego te»
pó¹niejsze mody�kacje uwzgl¦dniaªy ró»ne metody oczyszczania poprzez wst¦pne lub
ko«cowe przetwarzanie danych jak w AQ11 [119] i AQ15 [118].

Algorytm CN2
Algorytm CN2 stanowi rozszerzenie algorytmu AQ, gdzie Clark i Niblett [29] analizowali
sytuacj¦ ekstrakcji reguª z danych przy zaªo»eniu istnienia szumu. Gªówn¡ ró»nic¡ jest
tutaj rezygnacja z dotychczasowego kryterium indukcji reguª na rzecz miary entropii
(2.5)

QE(q) = −
c∑

i=1

p(Ci|q) log2 p(Ci|q) (2.5)

gdzie p(Ci|q) jest wzgl¦dn¡ liczb¡ wektorów z klasy Ci pokrytych przez dany kompleks q.
Dzi¦ki takiej mody�kacji mo»liwe staje si¦ pokrywanie poprzez reguª¦ niewielkiej ilo±ci
przypadków negatywnych, co znacznie wpªywa na zdolno±ci generalizacyjne algorytmu.
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Kolejn¡ mody�kacj¡ w stosunku do algorytmu bazowego jest wbudowany algorytm
oczyszczania reguª, podobny do stosowanego w systemach drzew decyzji. Pozwala on
na usuni¦cie nieu»ytecznych reguª, które s¡ efektem przetrenowania systemu. Poniewa»
uzyskane w wyniku dziaªania algorytmu reguªy mog¡ si¦ nakªada¢, rezultatem jest
lista reguª czytana od najbardziej szczegóªowej do najogólniejszej. Cecha ta wraz
z algorytmem oczyszczania wymusiªa równie» wprowadzenie do reguª dodatkowego
warunku je±li nie (ang. else), stosowanego w przypadku nie speªnienia »adnej z reguª.
Algorytm CN2 równie» doczekaª si¦ wielu usprawnie« podnosz¡cych jego mo»liwo±ci,
czego przykªadem mo»e by¢ praca [30]

Tabela decyzji
Tabela decyzji (ang. decision table) jest algorytmem ekstrakcji reguª zaproponowanym
przez Kohaviego w [97]. W zaproponowanej metodzie autor posªu»yª si¦ reguª¡
najistotniejszy z tabeli decyzji (ang. decision table majority) do podejmowania arbitra»u.
Bazuje ona na podj¦ciu decyzji w oparciu o najwi¦ksz¡ cz¦stotliwo±¢ wyst¦powania
danej warto±ci w zbiorze zapami¦tanych wzorców, która jest zgodna z danym wektorem
testowym.
W zaproponowanym podej±ciu autor okre±la dwa elementy skªadowe

• schemat (ang. schema), który stanowi zbiór cech

• ciaªo (ang. body), które stanowi zbiór etykietowanych wektorów maj¡cych
okre±lon¡ warto±¢ dla ka»dej z cech zawartych w schemacie

Wwersji bazowej algorytmu, jedynie podzbiór cech jest optymalizowany stosuj¡c metod¦
opakowywania (ang. wrappers approach) w selekcji cech.

2.2.2 Drzewa decyzji
Drzewa decyzji to bogata grupa metod, która w odró»nieniu od algorytmów
bezpo±redniej indukcji reguª, stosuje struktur¦ drzewa, pokrywaj¡c¡ przypadki z
przestrzeni wej±ciowej stosuj¡c ró»ne kryteria statystyczne. Najcz¦stszym efektem
dziaªania drzew decyzji jest drzewiasta struktura klasycznych reguª. Znane s¡ jednak
implementacje stosowane do budowy alternatywnych typów reguª, jak zaproponowany
w pracy Ichihashi i inni [76] algorytm rozmytych drzew.
Wynik dziaªania drzew decyzji daje si¦ zwykle przedstawi¢ w postaci klasycznych
liniowych zbiorów reguª. Cz¦sto bywa to jednak okupione zmian¡ ksztaªtu granicy
decyzyjnej, co powoduje, »e obydwa zbiory reguª o strukturze liniowej oraz drzewiastej
nie s¡ sobie równowa»ne. Przykªadem tego jest algorytm C4.5-Rules.

Algorytm CART
Metoda CART (ang. classi�cation and regression trees) [22] jest jednym z
najpopularniejszych i najdokªadniejszych algorytmów drzew decyzji. W drzewie tym
zastosowano binarny podziaª w¦zªów, tak »e z ka»dego w¦zªa wychodz¡ dwie gaª¦zie
zako«czone kolejnymi podw¦zªami. Dla ka»dego w¦zªa wyznaczana jest etykieta klasy
jako najbardziej liczna reprezentacja wektorów z danej klasy. W CART zastosowano
ró»ne kryteria statystyczne okre±laj¡ce czysto±¢ w¦zªów. W wi¦kszo±ci bazuj¡ one na
ró»nego rodzaju entropiach. Autorzy sugeruj¡ u»ywanie indeksu Gini (2.6), który jest
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szczególnym przypadkiem entropii Renyiego (2.7) ze wspóªczynnikiem w = 2 (przy
czym operator log mo»e tutaj zosta¢ pomini¦ty ze wzgl¦du na wªa±ciwo±¢ porównywania
warto±ci indeksu).

QG(q) = 1−
c∑

i=1

p(Ci|q)2 (2.6)

QR(q) =
1

1− w
ln

(
c∑

i=1

p(Ci|q)w

)
(2.7)

gdzie q oznacza w¦zeª, dla którego liczone jest kryterium.
Innym cz¦sto spotykanym kryterium jest miara entropii Shannona opisana zale»no±ci¡
(2.5). Autorzy zaproponowali równie» metod¦ pozwalaj¡c¡ na przetwarzanie danych
niekompletnych, poprzez wyznaczenie dla ka»dego w¦zªa alternatywnych atrybutów,
analizowanych gdy aktualna warto±¢ najlepszego atrybutu u»ytego w w¦¹le jest
niedost¦pna.

Algorytm ID3
ID3 [143] jest drzewem decyzji bazuj¡cym na indeksie wywodz¡cym si¦ z teorii informacji
zwanym wspóªczynnikiem przyrostu informacji (ang. information gain) (2.8)

QIG(q, f) = E(q)− ∑

v∈U(f)

|qv|
|q| E(qv) (2.8)

gdzie U(f) - jest zbiorem wszystkich mo»liwych unikatowych warto±ci atrybutu f , qv

jest podzbiorem q dla którego cecha f przyjmuje warto±ci v, za± |q|, |qv| to odpowiednio
liczebno±¢ q i qv. W odró»nieniu od CART, algorytm ID3 nie jest drzewem binarnym,
lecz liczba podw¦zªów jest równa liczbie unikalnych warto±ci cechy U(f). Wad¡
algorytmu ID3 jest praca jedynie na atrybutach dyskretnych lub symbolicznych, co
znacznie ograniczyªo praktyczne mo»liwo±ci wykorzystania tej metody.

Algorytm C4.5
C4.5 [143] jest mody�kacj¡ algorytmu bazowego, którym byª algorytm ID3. W
omawianej metodzie Quinlan przede wszystkim dodaª nowe funkcjonalno±ci usuwaj¡ce
sªabo±ci algorytmu bazowego:

• zmody�kowaª funkcj¦ kryterium, zwan¡ stosunkiem zysku informacyjnego (ang.
information gain ratio) (2.9)

• zaproponowaª wsparcie dla cech ci¡gªych

• umo»liwiª prac¦ z brakuj¡cymi warto±ciami

• zmody�kowaª metod¦ oczyszczania, by zwi¦kszy¢ zdolno±¢ generalizacji algorytmu

QIGR(q, f) =
QIG(q, f)

E(q)
(2.9)

W C4.5 atrybuty ci¡gªe w odró»nieniu od dyskretnych dzielone s¡ na dwa podw¦zªy
(jak w drzewach binarnych), gdzie pomi¦dzy warto±ciami cechy minimalizowane jest
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kryterium (2.9) podziaªu na dwie cz¦±ci. Jako kryterium oczyszczania drzewa zostaªa
u»yta metoda statystyczna mierz¡ca istotno±¢ ró»nicy pomi¦dzy danym w¦zªem a jego
podw¦zªami.
Praktyka pokazaªa »e obok CART algorytm C4.5 jest jedn¡ z najdokªadniejszych i
najcz¦±ciej stosowanych implementacji drzew decyzji.

Algorytm SSV
SSV (ang. separability split value) [65] jest bardzo podobn¡ metod¡ konstrukcji drzewa
do algorytmu CART (jest równie» drzewem binarnym). Gªówne ró»nice dotycz¡ funkcji
kryterium zwanej SSV (2.10) oraz metody oczyszczania.

SSV (s, q, f) = 2
∑c

i=1 |LS(s, f, qCi
)||RS(s, f, qC 6=Ci

)|−
min (|LS(s, f, qCi

)|, |RS(s, f, qCi
))

(2.10)

gdzie

LS(s, f, q) =

{
x ∈ q, f(x) < s je±li q jest ci¡gªe
x ∈ q, f(x) ∈ s w przeciwnym wypadku

RS(s, f, q) = f \ LS(s, q, f)

(2.11)

Gdzie f to cecha dla której warto±¢ kryterium jest wyznaczana, s - to warto±¢ podziaªu,
natomiast q to zbiór warto±ci dla których indeks jest liczony.
U»yta w SSV metoda oczyszczania wykorzystuje algorytm walidacji krzy»owej (ang.
cross validation) do wyznaczenia optymalnego progu przyci¦cia. W procesie uczenia
budowane jest kompletne drzewo, a nast¦pnie poprzez statystyk¦ wyznaczon¡ w
walidacji krzy»owej okre±lany jest optymalny rozmiar drzewa gwarantuj¡cy maksymaln¡
zdolno±¢ generalizacji. Dzi¦ki tym zabiegom do±wiadczenia na realnych zbiorach danych
pokazaªy du»¡ skuteczno±¢ opisywanego algorytmu.

2.2.3 Sieci neuronowe a systemy reguªowe
Sieci neuronowe to grupa metod uczenia, której inspiracj¡ byªo odwzorowanie budowy
neuronów znajduj¡cych si¦ w ludzkich mózgach. Dlatego te» przy ich konstrukcji
nie uwzgl¦dniano mo»liwo±ci interpretacji uzyskanych wyników uczenia przez ludzi,
a w szczególno±ci ich zapisu jako zbioru reguª. Spowodowaªo to, »e du»a grupa
metod reguªowych wywodz¡cych si¦ z sieci neuronowych bazuje na próbie odtworzenia
wiedzy zgromadzonej w sieciach, czyli nale»y do grupy metod indukuj¡cych reguªy z
nauczonych modeli. Istniej¡ jednak sieci dedykowane indukcji reguª, których konstrukcja
pozwala na bezpo±redni¡ interpretacj¦ reguªow¡. Tego typu sieci bazuj¡ cz¦sto na
strukturze perceptronu wielowarstwowego (MLP), których neurony maj¡ schodkow¡
funkcj¦ aktywacji dzi¦ki czemu pojedynczy neuron mo»e by¢ interpretowany jako
koniunkcja przesªanek stanowi¡cych wej±cie neuronu. Przykªadem takiego algorytmu
jest Search-MLP [1, 55, 99]. W literaturze mo»na jednak spotka¢ równie» inne podej±cia
do zagadnienia wydobywania reguª z sieci neuronowych, czego przykªadem s¡ opisane
poni»ej metody.

Algorytm TREPAN
Trepan stanowi poª¡czenie sieci neuronowych z algorytmami drzew decyzji. W
metodzie ekstrakcji reguª zaproponowanej przez Craven i Shavlik [34] sie¢ neuronowa
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traktowana jest jako wyrocznia, pozwalaj¡ca na etykietowanie nowo generowanych
wektorów treningowych. Proces ekstrakcji reguª polega na nauczeniu drzewa decyzji
w oparciu o wyniki uzyskane zarówno ze zbioru treningowego, jak i poprzez jego
rozszerzenie uzyskane w wyniku losowania nowych wektorów treningowych, dla których
sie¢ neuronowa przypisuje odpowiednie etykiety klas. Podczas konstrukcji drzewa
zakªada si¦, »e podziaª w¦zªa nast¦puje dopiero po przeanalizowaniu du»ej liczby
przypadków (ok. 103). Dzi¦ki takiemu zabiegowi algorytm ten staje si¦ du»o bardziej
stabilny i dokªadny ni» klasyczne drzewa decyzji, w których problemem jest maªa liczba
wektorów przypadaj¡ca na w¦zeª w dolnej cz¦±ci drzewa.
Du»ym atutem algorytmu TREPAN jest mo»liwo±¢ wykorzystania go do ekstrakcji reguª
z niemal ka»dej metody pozbawionej naturalnej interpretacji reguªowej.

Algorytm NeuroRule oraz M-of-N3
Algorytmy NeuroRule [155] oraz M-of-N3 [154] s¡ metodami, które odtwarzaj¡ wiedz¦
zapisan¡ w sieci neuronowej przy czym M-of-N3 dokonuje ekstrakcji reguª typu M-
z-N. Warunki budowy sieci okre±laj¡, binarn¡ posta¢ atrybutów wej±ciowych, oraz
konstrukcj¦ sieci skªadaj¡c¡ si¦ z trzech warstw: wej±ciowej, ukrytej oraz wyj±ciowej,
przy czym neurony warstwy ukrytej maj¡ funkcj¦ aktywacji typu tanh(K1, w) oraz dla
algorytu M-of-N3 speªniaj¡ warunek (2.12)

|tanh(K1, w)| ≈ 1 (2.12)

Je»eli warunek ten nie jest speªniony uzyskiwany jest algorytm NeuroRule.
W sieci neuronowej zaimplementowano równie» algorytm oczyszczania usuwaj¡cy
poª¡czenia o maªej warto±ci wag. Proces oczyszczania sieci realizowany jest iteracyjnie,
gdzie po ka»dorazowym usuni¦ciu maªo istotnych poª¡cze« sie¢ jest douczana i proces
oczyszczania ponownie uruchamiany, a» do momentu, w którym »adne z poª¡cze« nie
jest usuwane.
Proces pozyskiwania reguª mo»na opisa¢ jako:

1. Naucz i oczy±¢ sie¢ neuronow¡

2. Grupuj warto±ci aktywacji ka»dego z neuronów warstwy ukrytej

3. Stwórz reguªy klasy�kacji na podstawie zgrupowanych warto±ci aktywacji

4. Zamie« warunki reguª stworzonych w kroku 3 przez warunki typu M-z-N

gdzie w kroku drugim proces klasteryzacji realizowany jest w oparciu o algorytm
dyskretyzacji Chi2 lub ChiMarge [112]. Natomiast w trzecim kroku posªu»ono si¦
algorytmem X2R w celu wydobycia klasycznych rozª¡cznych reguª binarnych, które w
ostatnim kroku w przypadku algorytmu M-of-N3 zamieniane s¡ reguªy typu M-z-N.

Algorytm VIA
Algorytm VIA (ang. validity interval analysis) zaproponowany przez Thurana [165]
sªu»y do ekstrakcji reguª z sieci neuronowych uczonych na zasadzie wstecznej propagacji
bª¦du. Bazuje on na zasadzie analizy wzbudze« poszczególnych neuronów wzgl¦dem
przypisanych interwaªów, zwanych interwaªami walidacyjnymi (ang. validity interval).
Je»eli aktywacja danych neuronów odpowiada interwaªom, wówczas uznawane s¡ one za
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spójne i zapisywane w bazie wiedzy. Do wery�kacji interwaªów u»ywany jest algorytm
wstecznej propagacji bª¦du, dzi¦ki czemu interwaª z wyj±cia jest mapowany na wej±cie
danego neuronu. Algorytm ten jest realizowany iteracyjnie, adaptuj¡c ka»dorazowo
interwaªy walidacyjne oraz wyª¡czaj¡c interwaªy dotychczas niespójne.

Algorytm MLP2LN
Algorytm MLP2LN [57] jest dedykowanym algorytmem poszukiwania reguª bazuj¡cym
na sieciach MLP. Autorzy - Duch, Adamczak, zaªo»yli specjaln¡ struktur¦ sieci,
w której na wej±cia warstwy ukrytej podawane s¡ odpowiednie interwaªy sygnaªów
wej±ciowych sieci, wst¦pnie przetworzone jako ró»nica dwóch funkcji sigmoidalnych. W
procesie uczenia wykorzystali równie» fakt mo»liwo±ci zmiany nachylenia skosu funkcji
sigmoidalnej, co pozwala zarówno na wykorzystanie algorytmów gradientowych oraz
propagacji wstecznej do optymalizacji wag sieci przy maªym skosie funkcji sigmoidalnej
oraz interpretacj¦ binarn¡ przy skosie d¡»¡cym do inf. Dlatego te» wraz z kolejnymi
epokami uczenia sieci zmianie ulega równie» wspóªczynnik skosu s. W celu poprawienia
jako±ci uczenia mody�kacji poddana zostaªa równie» funkcja kosztu (2.13)

E(w) = 1
2

∑
p

∑
i

(y(xi,W)− dp
i )

2 + λ1

2

∑
i>j

w2
ij+

λ2

2

∑
i>j

w2
ij(wij + 1)2(wij − 1)2 (2.13)

gdzie y(xi,w) jest wyj±ciem sieci wyznaczonym dla wektora xi oraz wag w, di jest
etykiet¡ wektora xi, wij to i, j-ty element macierz wag, natomiast λ1 oraz λ2 to
wspóªczynniki de�niowane przez u»ytkownika, rozszerzone o dwa dodatkowe czynniki.
Odpowiednio drugi czynnik wpªywa na stopie« skomplikowania modelu - wymuszaj¡cy
maªe warto±ci wag w (selekcj¦ cech na wej±ciach neuronów) oraz trzeci wymusza du»e
warto±ci wag [-1,0,1]. Wagi poszczególnych czynników funkcji kosztu s¡ zmieniane w
procesie uczenia, tak by w ko«cowym etapie dominuj¡c¡ warto±¢ miaª ostatni czynnik
odpowiedzialny za binaryzacj¦ wyj±cia sieci.

2.2.4 Systemy neuronowo-rozmyte
Zbiory rozmyte oraz logika rozmyta stanowi¡ podstaw¦ reguª rozmytych oraz ró»nych
innych metod zwanych ogólnie rozmytym obliczaniem (ang. soft computting) [138].
Reguªy rozmyte mo»na scharakteryzowa¢ jako uogólnienie tradycyjnych reguª logiki
klasycznej, w których speªnienie poszczególnych przesªanek oraz konkluzji jest okre±lane
jako warto±¢ w przedziale [0, 1].
Tradycyjne podej±cie do budowy reguª rozmytych bazowaªo na wykorzystaniu
wiedzy eksperta oraz naturalnej interpretacji lingwistycznej opisu zagadnienia [61].
Jednak»e sukces sztucznych sieci neuronowych doprowadziª do poª¡czenia i zbudowania
uniwersalnego narz¦dzia, pozwalaj¡cego na zautomatyzowanie procesu wydobywania
wiedzy z danych w postaci reguª rozmytych oraz inicjalizacji procesu uczenia poprzez
wbudowanie w system wiedzy eksperta. Zagadnienie to analizowane byªo mi¦dzy innymi
w pracach Rutkowskiej i Rutkowskiego [145], oraz Czogaªy i �¦skiego [35]. Budowa sieci
neuronowo-rozmytych pozwala na wyra»enie struktury modelu jako sieci neuronowej,
która jednocze±nie posiada interpretacj¦ jako zbiór reguª rozmytych. Praktyka pokazaªa,
»e to podej±cie staªo si¦ bardzo popularne czego wynikiem byªy ró»ne metody budowy
modeli typu neuronowo-rozmytych. Poni»ej opisano kilka najbardziej znanych.
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System ANFIS
ANFIS [80, 81] jest jednym z pierwszych modeli neuronowo-rozmytym. Podstaw¡
jego konstrukcji byªo zaªo»enie, »e jest to sie¢ jednokierunkowa o warstwach
ró»niczkowalnych, co pozwoliªo na wykorzystanie algorytmu propagacji wstecznej w
procesie uczenia model. Zaªo»ona przez Janga posta¢ sieci skªadaªa si¦ z pi¦ciu warstw,
którymi kolejno byªy: warstwa pierwsza - wyznaczaj¡ca warto±ci funkcji przynale»no±ci
dla danego wej±cia sieci, co odpowiada okre±leniu aktywacji poszczególnych przesªanek;
warstwa druga realizowaªa koniunkcj¦ przesªanek dla ka»dej z reguª; warstwa trzecia
wyznaczaªa znormalizowan¡ warto±¢ aktywacji przesªanki reguªy wzgl¦dem pozostaªych
reguª; warstwa czwarta odpowiedzialna byªa za konkluzj¦ reguªy, wyznaczaj¡c poziom
jej aktywacji; ostatnia pi¡ta warstwa sumowaªa odpowiedzi ró»nych reguª wyznaczaj¡c
ostateczn¡ odpowied¹ systemu. Konstrukcja sieci byªa równowa»na modelom rozmytym
Sugeno i Tsukamoto.
W modelu ANFIS inicjalizacja sieci byªa realizowana najcz¦±ciej b¡d¹ poprzez
klasteryzacj¦, b¡d¹ poprzez równomierny podziaª warto±ci atrybutów.

System NefClass
NefClass to algorytm ekstrakcji reguª rozmytych w procesie klasy�kacji wzorców
zaproponowany przez Nauck i Kruse [127] i rozwijany równie» przez Rutkowsk¡ [144].
Proces uczenia systemu rozpoczyna si¦ od inicjalizacji poprzez równomierny podziaª
atrybutów na odpowiednie warto±ci lingwistyczne. Ze wzgl¦du na ªatwo±¢ interpretacji
uzyskanych reguª autorzy posªu»yli si¦ operatorem agregacji maximum, co wpªyn¦ªo
na sposób optymalizacji systemu. Ze wzgl¦du na jego nieliniowo±¢ autorzy posªu»yli
si¦ algorytmem pseudo-gradientowym. Cech¡ charakterystyczn¡ modelu byªo dodanie
procesu oczyszczania reguª poprzez 4 ró»ne metody: korelacj¦, cz¦sto±¢ klasy�kacji,
nadmiarowo±¢ i rozmycie [126]. Uzyskany w ten sposób rezultat zawieraª maªy zbiór
reguª i przesªanek w poszczególnych reguªach.

System FuNN
FuNN (ang. fuzzy neural network) [89] jest w rzeczywisto±ci ogóln¡ ide¡
budowy systemów neuronowo-rozmytych, której wynikiem jest zbiorem ró»nych metod
pozwalaj¡cych na uczenie sieci neuronowej, przedstawiaj¡cej swoj¡ struktur¡ zbiór
reguª rozmytych. Interpretacja poszczególnych warstw sieci jest zbli»ona do modelu
ANFIS i odpowiadaj¡ one odpowiednio: warstwa pierwsza to warstwa wej±ciowa,
druga odpowiada przesªankom reguª, trzecia tworzy reguªy, czwarta nazywana jest
warstw¡ akcji, a pi¡ta to warstwa wyj±ciowa zwracaj¡ca wynik dziaªania sieci. FuNN
zakªada ró»ne metody uczenia sieci, w tym poprzez wsteczn¡ propagacj¦, algorytmy
genetyczne oraz ewolucyjne. Cz¦±¢ metod wchodz¡cych w FuNN zostaªa opracowana
do automatycznego procesu adaptacji zarówno parametrów, jak i typu u»ytych zbiorów
rozmytych czy odpowiednich operatorów rozmytych [187]. Kolejnym etapem rozwoju
sieci FuNN byªa idea Evolving FuNN, pozwalaj¡ce m.in. na automatyczny dobór
liczby reguª oraz uczenie inkrementacyjne (ang. on-line learning) bazuj¡ce na ogólnym
procesie ramowym nazwanym ECOS (ang. evolving connectionist systemsn), dzi¦ki
czemu mo»liwe jest ci¡gªe douczanie modelu [90].
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System FSM
FSM (ang. feature space mapping) [59, 54, 1] jest algorytmem neuronowo-rozmytym
opracowanym przez zespóª R. Adamczak, W. Duch oraz G. Diercksen. Architektura
sieci FSM jest zbli»ona zarówno do sieci radialnych (RBF), jak i konstruktywistycznej
sie¢ RAN (ang. resource allocating network) oraz sieci do wydobywania reguª o nazwie
RecBFN (ang. rectangular basis functions network). Funkcja decyzyjna sieci FSM jest
typu (2.14).

FSM(x) = C
(
max

j
(Gj(x;p, σ))

)
(2.14)

gdzie x jest wektorem wej±ciowym, p jest centrum funkcji radialnej, natomiast σ to
parametr okre±laj¡cy jej szeroko±¢, a C(·) jest funkcj¡ zwracaj¡c¡ etykiet¦ klasy. Bazuje
ona jednak na separowalnych funkcjach bazowych (2.15).

G(x;p, σ) =
∏

i

G(xi; pi, σi) (2.15)

Poprzez takie podej±cie uzyskano interpretacj¦ systemu jako zbioru reguª rozmytych, co
powoduje, »e algorytm ten mo»na analizowa¢ jako sie¢ neuronowo-rozmyt¡.
Algorytm FSM nale»y do grupy metod konstruktywistycznych, dzi¦ki czemu liczba
funkcji podobie«stwa uzyskiwana jest w sposób automatyczny. Gªówn¡ ró»nic¡
sieci FSM w stosunku do metod z rodziny RBF jest szeroka gama ró»nych funkcji
podobie«stwa, w tym trójk¡tnej, trapezoidalnej, Gaussowskiej, bicentralnej, itp. Model
FSM uczony jest w oparciu o algorytm zbli»ony do sieci RAN, jednak autorzy dokonali
w nim mody�kacji maj¡cych na celu usprawnienie dziaªania systemu.
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Rozdziaª 3

Cel i zakres pracy

Zagadnienie budowy systemów reguª prototypowych jest stosunkowo now¡ koncepcj¡.
Znane dotychczas z literatury rozwi¡zania systemów redukcji liczby prototypów
koncentrowaªy si¦ gªównie na zwi¦kszeniu dokªadno±ci klasy�kacji klasy�katora k-
NN, nie byªy one natomiast u»ywane w celu zrozumienia danych. Algorytmy te
omówione w rozdziale 6, nie wyczerpuj¡ problemu, gdy» niezb¦dne s¡ metody które
poszukuj¡ kompromisu pomi¦dzy dokªadno±ci¡ klasy�kacji (zdolno±ci¡ generalizacji) a
zªo»ono±ci¡ modelu, gdy» jedynie taki kompromis pozwoli na zrozumienie zbudowanego
w sposób automatyczny modelu. Analiza literatury wskazuje równie» na coraz wi¦ksze
zainteresowanie systemami bazuj¡cymi na podobie«stwie. Opracowane przez Ducha
podstawy teoretyczne takich systemów [49] wskazuj¡ na ich szerok¡ uniwersalno±¢ i
mo»liwo±¢ alternatywnej reprezentacji wiedzy w nich zgromadzonej. W literaturze
problematyk¦ budowy systemów bazuj¡cych na prototypach bardzo szeroko analizowali
m.in. Wettschereck, Dietrich, Aha, Martinez, czy te» Skala, daj¡c szerokie podstawy
systemów redukcji liczby prototypów. Pó¹niejsze prace Kunchevy oraz Bezdeka
rozwin¦ªy te koncepcje, czego wynikiem byª uogólniony klasy�kator najbli»szego
prototypu [103]. Szereg nowych prac i koncepcji koncentruje si¦ obecnie wokóª Duina i
P¦kalskiej, którzy systematycznie badaj¡ systemy bazuj¡ce na podobie«stwie.
Gªównym celem budowy systemów reguª prototypowych jest konieczno±¢ znalezienia
alternatywy w procesie dr¡»enia danych w stosunku do systemów reguª rozmytych.
Z jednej strony systemy rozmyte znalazªy bardzo szerokie zastosowanie w ró»nych
dziedzinach nauki, jednak zupeªnie nowe mo»liwo±ci daje spojrzenie na badany problem
z punktu widzenia charakterystycznych wzorców zwanych prototypami. Dlatego te»
rozwi¡zaniem tak zde�niowanego problemu mog¡ by¢ systemy bazuj¡ce na prototypach,
które zgromadzon¡ w nich wiedz¦ przedstawiaj¡ w postaci obiektów umiejscowionych w
przestrzeni wej±ciowej budowanego modelu.
Ogólnie problematyka budowy systemów bazuj¡cych na podobie«stwie, a w szczególno±ci
systemów reguª prototypowych jest bardzo obszerna i skªadaj¡ si¦ na ni¡ zarówno
zagadnienia selekcji prototypów, jak równie» ich wa»enia oraz kwestia selekcji i wa»enia
cech. Bardzo powa»nym problemem jest dobór odpowiednich miar podobie«stwa i
odlegªo±ci. Opracowane przez Salsberga i innych, a pó¹niej rozwijane przez Wilsona
i Martineza miary z rodziny VDM oraz miary heterogeniczne stanowi¡ powa»ne ogniwo
integruj¡ce systemy bazuj¡ce na prototypach z problemem analizy danych o ró»nych
typach cech.
Pojawia si¦ jednak problem, jaka jest optymalna miara podobie«stwa oraz jakich miar
najlepiej jest u»ywa¢, w jaki sposób dobiera¢ oraz jak realizowa¢ problematyk¦ selekcji
cech. Ogólnie znane twierdzenie nie ma obiadu za darmo (ang. no free lunch) wskazuje,
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i» jednoznaczna odpowied¹ na tak zadane pytanie nie istnieje. Bogata liczba ró»nych
dost¦pnych metod selekcji cech oraz miar odlegªo±ci zmusza jednak do przeprowadzenia
wst¦pnej wery�kacji skuteczno±ci poszczególnych z nich i wyªonienia grupy, któr¡ b¦dzie
si¦ analizowaªo podczas budowy ostatecznego modelu. Dotyczy to szerokiego problemu
równie» innych parametrów, jak i stopni przetwarzania danych, które skªadaj¡ si¦ na
ostateczny model, który zostanie wykorzystany do ostatecznej analizy.

Cel:
Gªównym celem pracy jest zbadanie skuteczno±ci ró»nych rozwi¡za« stosowanych
powszechnie do budowy systemów bazuj¡cych na podobie«stwie oraz ich adaptacja
i zbadanie mo»liwo±ci ich wykorzystania do ekstrakcji reguª prototypowych. W
tym celu dokonano adaptacji i mody�kacji probabilistycznych miar odlegªo±ci oraz
zaproponowano trzy nowe miary, wywodz¡ce si¦ z metod nieparametrycznej estymacji
funkcji rozkªadów g¦sto±ci prawdopodobie«stwa (GVDM, LVDM, PVDM). Wyniki tych
bada« zostaªy opublikowane w pracach [180, 178, 16]. Ponadto w rezultacie bada«
zaproponowano now¡ metod¦ selekcji wektorów prototypowych bazuj¡c¡ na metodzie
warunkowego grupowania danych [17]. W tym celu wykorzystano algorytm CFCM oraz
przeprowadzono jego integracj¦ z algorytmem LVQ ª¡cz¡c zalety obydwu rozwi¡za«. W
rozprawie rozwa»ano te» zagadnienie optymalizacji liczby prototypów, czego wynikiem
jest algorytm wy±cigu [17] stanowi¡cy alternatyw¦ do metod przeszukiwania powszechnie
stosowanych przez wielu badaczy.
Kolejnym celem realizowanej przez autora rozprawy, byª nowy system ekstrakcji reguª
prototypowych progowych. W tym celu zbudowano algorytm OPTDL [15, 19], który w
odró»nieniu od systemów heterogenicznych drzew decyzji charakteryzuje si¦ pªask¡ list¡
reguª co cz¦sto pozwala na uªatwienie interpretacji uzyskanych wyników.
W rozprawie poddano analizie problematyk¦ integracji ró»nych metod selekcji cech w
zastosowaniu do budowy systemów reguª prototypowych. Nale»y jednak zauwa»y¢, »e
uzyskane w tej cz¦±ci wyniki maj¡ szersze zastosowanie i nie dotycz¡ jedynie problemu
systemu reguª prototypowych.
Ostatnim rozwa»anym w rozprawie zagadnieniem jest zale»no±¢ pomi¦dzy systemami
reguª prototypowych a systemami rozmytymi. W rozdziale 9 poddano analizie
mo»liwo±ci transformacji wiedzy zgromadzonej w jednych systemach w drugie oraz
korzy±ci z tego tytuªu wynikaj¡ce.

Zakres:
W celu realizacji omówionych powy»ej zada« opracowano nowe probabilistyczne miary
odlegªo±ci oraz przeprowadzono szereg testów porównawczych, dokonuj¡c wery�kacji
ich przydatno±ci. W tym celu zbadano wpªyw doboru odpowiedniej metryki na
maksymalizacj¦ dokªadno±ci klasy�kacji oraz generalizacji budowanego modelu, jak
równie» poddano analizie mo»liwo±ci interpretacji uzyskanych wyników.
Przebadano równie» problem optymalnej reprezentacji danych w postaci wektorów
referencyjnych. Zadanie to zrealizowano proponuj¡c nowy algorytm selekcji prototypów
bazuj¡cy na warunkowym grupowaniu danych (CFCM) oraz integruj¡c go z algorytmem
LVQ. Przydatno±¢ opracowanego algorytmu sprawdzono porównuj¡c uzyskane na
realnych zbiorach danych wyniki z ró»nymi znanymi z literatury metodami selekcji
i optymalizacji prototypów. W procesie testowania rozwa»ano uzyskan¡ ±redni¡
dokªadno±¢ klasy�kacji oraz wybran¡ liczb¦ wektorów referencyjnych.
W pracy omówiono równie» nowy algorytm selekcji prototypów dla reguª prototypowych
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progowych OPTDL i poddano wery�kacji jego dokªadno±¢ porównuj¡c j¡ z wyniki
klasy�kacji uzyskanymi dla metod drzew heterogenicznych.
Zagadnienie doboru optymalnego podzbioru cech dokonano niezale»nie dla dwóch
ró»nych grup metod. Dla metod rankingowych dokonano wery�kacji skuteczno±ci
wska¹ników bazuj¡cych gªównie na teorii informacji poprzez ich przetestowanie na
realnych, jak i na sztucznych zbiorach danych o znanej istotno±ci poszczególnych cech.
Natomiast metody selekcji bazuj¡ce na przeszukiwaniu oraz metod¦ selekcji w oparciu
o drzewa decyzji zwery�kowano jedynie na realnych zbiorach danych.
Ostatecznie dokonano porównania integruj¡c opisane powy»ej metody selekcji cech z
metodami selekcji prototypów z powszechnie znanymi algorytmami wydobywania reguª
zarówno klasycznych jak i binarnych.
Analiz¦ relacji pomi¦dzy systemami bazuj¡cymi na prototypach a systemami rozmytymi
skoncentrowano na modelach prototypowych typu k-NNoraz modelu rozmytym
TSK z singletonami w konkluzji oraz operatorem agregacji konkluzji typu max.
Przeprowadzono równie» analiz¦ relacji pomi¦dzy ró»nymi typami miar odlegªo±ci oraz
odpowiadaj¡cymi im operatorami iloczynu logicznego zbiorów rozmytych. Zbadano
równie» relacje pomi¦dzy operatorami implikacji rozmytej a rozwi¡zaniami stosowanymi
w systemach wa»onego gªosowania algorytmu k-NN.
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Rozdziaª 4

Metody reguª prototypowych

4.1 Wst¦p
Bardzo interesuj¡cym narz¦dziem analizy danych s¡ metody bazuj¡ce na podobie«stwie
(ang. similarity based methods, SBM) [49, 45]. Ich gªównym atutem, jak
zostaªo to wspomniane w rozdziale 1, jest mo»liwo±¢ integracji wielu ró»nych typów
systemów analizy danych, jak bazuj¡ce na prawdopodobie«stwie, sieci neuronowe czy
metody zbiorów rozmytych. Z tej grupy metod wywodz¡ si¦ równie» systemy reguª
prototypowych jako narz¦dzie pozwalaj¡ce na reprezentacj¦ wiedzy w postaci pewnego
zbioru reguª zrozumiaªych dla czªowieka.
Wszystkie metody wywodz¡ce si¦ z SBM reprezentuj¡ wiedz¦ w postaci zbioru
prototypów (wektorów referencyjnych) oraz odpowiednich miar odlegªo±ci wraz z
moduªem integruj¡cym informacj¦ pochodz¡c¡ z poszczególnych wzorców. Systemy
reguª prototypowych maj¡ identyczn¡ konstrukcj¦, jednak»e nacisk poªo»ony jest w
nich na mo»liwie najprostsz¡ reprezentacj¦ wiedzy. Cel ten osi¡gany jest poprzez
redukcj¦ liczby wektorów referencyjnych (selekcj¦ prototypów) oraz minimalizacj¦ liczby
cech u»ytych do konstruowania modelu. Dzi¦ki takiemu podej±ciu mo»liwa staje si¦
reprezentacja wiedzy pochodz¡cej z du»ych zbiorów danych w postaci zaledwie kilku
prototypów. W wielu dziedzinach »ycia taki sposób jest niezmiernie przydatny i
stanowi alternatyw¦ w stosunku do innych form zapisu wiedzy jak systemy klasycznych
reguª lub te» reguª rozmytych. Przykªadem zastosowa« systemów reguª-P s¡ problemy
medyczne gdzie znalezienie w zbiorze danych kilku przypadków pozwalaj¡cych na
dyskryminacj¦ z du»¡ dokªadno±ci¡ mo»e przynie±¢ wiele korzy±ci. Dzi¦ki temu mo»liwe
staje si¦ znalezienie charakterystycznych dla danych schorze« symptomów wraz z ich
odpowiednimi warto±ciami.
Cech¡ charakterystyczn¡ reguª prototypowych jest ich uniwersalno±¢. Pozwalaj¡ one na
integracj¦ ró»nych form wyra»enia reguª. Mi¦dzy innymi za ich pomoc¡ mo»liwe jest
zapisanie zarówno reguª klasycznych poprzez wykorzystanie odlegªo±ci Czebyszewa, jak i
reguª rozmytych - w postaci reguª prototypowych typu k-NNz separowalnymi funkcjami
odlegªo±ci oraz reguª typu M-z-N w postaci np. reguª progowych.
Reguªy prototypowe charakteryzuj¡ si¦ równie» bardzo dobrymi wynikami w
realnych zastosowaniach. Przykªadem tego mog¡ by¢ wyniki uzyskane dla danych
reprezentuj¡cych choroby raka piersi (zbiór Wisconsin Breast Cancer), gdzie zaledwie
pojedyncza reguªa pozwala na klasy�kacj¦ ze ±redni¡ dokªadno±ci¡ 97.3%.
W systemach reguª-P mo»na wyodr¦bni¢ dwa podstawowe typy reguª ró»ni¡ce si¦ mi¦dzy
sob¡ sposobem interpretacji. Wyró»nia si¦ wi¦c reguªy najbli»szego s¡siada lub k-
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najbli»szych s¡siadów (ang. k-nearest neighbor rule, k-NN) oraz reguªy prototypowe
progowe (ang. prototype threshold rules, PTR) [49].

4.2 Reguªy typu k-NN
Reguªy typu k-NNbazuj¡ na zasadzie analizy minimalnej odlegªo±ci do poszczególnych
prototypów, zgodnie z powszechnie znanym algorytmem klasy�kacji zwanym równie» k-
NN[60]. W notacji reguªowej, przesªance reguªy odpowiada tutaj pojedynczy prototyp,
natomiast konkluzji odpowiada singleton okre±laj¡cy etykiet¦ klasy. Najcz¦±ciej
spotykanym operatorem implikacji jest operator iloczynu, który pozwala na okre±lenie
warto±ci wagi w okre±laj¡cej stopie« aktywacji konkluzji. W takim przypadku
uzyskiwany jest zbiór reguª postaci (4.1)

Je»eli x jest podobny do p1 To C(x) = C(p1)
Je»eli x jest podobny do pi To C(x) = C(pi)

Je»eli x jest podobny do pi+1 To C(x) = C(pi+1)
(4.1)

gdzie (x jest podobny do pi) realizowane jest poprzez ró»ne miary odlegªo±ci (D(x,pi))
lub podobie«stwa (S(x,pi)). Proces znajdowania ostatecznej odpowiedzi takiego
systemu, gdy w algorytmie k-NNk = 1 mo»na opisa¢ zale»no±ci¡ (4.2).

Je»eli p′ = arg min
i

D(x,pi) To C(x) = C(p′) (4.2)

Warto±¢ parametru k ma istotny wpªyw na uzyskany wynik dziaªania systemu.
Odpowiada on za liczb¦ reguª (prototypów) branych pod uwag¦ podczas podejmowania
decyzji, przy czym rozwa»anych jest k najsilniej aktywowanych prototypów. W
zale»no±ci od wybranej metody agregacji konkluzji odpowied¹ systemu mo»e wówczas
przyjmowa¢ ró»ne warto±ci.
W przypadku klasycznego algorytmu k-NN, gdy k > 1 i agregacja poszczególnych
konkluzji realizowana jest operatorem (max(·)) ostateczna odpowied¹ podejmowana jest
poprzez gªosowanie wyznaczonych przez poszczególne najsilniej aktywowane prototypy
etykiet klas. Takie rozwi¡zanie wymaga jednak du»ej liczby prototypów co zmniejsza
przejrzysto±¢ systemu, a tym samym jego przydatno±¢ jako reguª prototypowych.
Dlatego te» cz¦sto stosowan¡ mody�kacj¡ jest przeksztaªcenie uzyskanej warto±ci
odlegªo±ci poprzez pewn¡ funkcj¦ T (·) celem wyznaczenia warto±ci podobie«stwa. Dzi¦ki
temu zwi¦ksza si¦ elastyczno±¢ systemu. Rozwi¡zanie to znane jest jako wa»ony
lub rozmyty algorytm k-NN(ang. weighted/fuzzy/soft-k-NN) [101, 49], a poprzez
mody�kacj¦ operatora T (·) wpªywa si¦ na ró»ne sposoby wa»enia. Najcz¦±ciej w
przypadku algorytmu wa»onego k-NNwarto±¢ aktywacji konkluzji - warto±ci wag wi

przyjmuje si¦ jako wi = 1/D(pi,x), wi = 1−D′(pi,x) (gdzie D′(·) jest znormalizowan¡
warto±ci¡ odlegªo±ci).
Cech¡ charakterystyczn¡ systemu k-NNjest jego równowa»no±¢ z ró»nymi innymi
systemami bazuj¡cymi na prototypach. Przykªadem tego mog¡ by¢ sieci RBF czy te»
klasy�kator Parzena, które s¡ uzyskiwane dla k = l, gdzie l- to liczba wektorów zbioru
treningowego oraz poprzez wykorzystanie wa»onego algorytmu k-NN.
Znane s¡ równie» rozwi¡zania klasy�katora k-NN, w których ka»demu prototypowi
przypisanych jest c etykiet odpowiednio dla ka»dej klasy z odpowiednimi wagami w
(jak w algorytmie klasteryzacji z powtórnym etykietowaniem, opisanym w rozdziale
6.2) [106]. Odpowiada to zªo»onej konkluzji, gdzie poszczególne skªadowe wektora
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w okre±laj¡ stopie« speªnienia danej skªadowej konkluzji. Jednym z alternatywnych
rozwi¡za« jest równie» przypisywanie wag prototypom uwzgl¦dniaj¡ce zaufanie do
ka»dego z nich. Przykªadem tego jest praca Ducha o kompetentnych komitetach [46].
Kuncheva oraz Bezdek zebrali caª¡ rodzin¦ ró»nych metod k-NNpod wspólnym
systemem zwanym Uogólniony Klasy�kator Najbli»szego Prototypu (ang. generalized
nearest prototype classi�er, GNPC).GNPC skªada si¦ wi¦c z pi¦ciu elementów
(P,W,T (·),S,A), które odpowiednio oznaczaj¡:

• P - zbiór prototypów

• W - macierz wag [l × c] dla poszczególnych etykiet

• T (·) - monotoniczna funkcja malej¡ca, transformuj¡ca odlegªo±¢ do postaci
znormalizowana miara podobie«stwa np. S(·) = exp (−D(·)2) gdy T (z) =
exp(−z)

• T - operator implikacji, najcz¦±ciej operator T-normy w systemach rozmytych

• A - operator funkcji agreguj¡cej w systemach rozmytych

Tak zbudowany system prototypowy pozwala na realizacj¦ niemal wszystkich
powszechnie znanych systemów bazuj¡cych na zasadzie najbli»szego s¡siada, w tym
sieci LVQ, klasy�katora Parzena, sieci RBF czy te» innych algorytmów bazuj¡cych na
funkcjach j¡drowych (np. SVM). Co wi¦cej, do ich realizacji wystarcz¡ jedynie operatory
w postaci T = iloczyn(·) odpowiadaj¡cy operatorowi implikacji, oraz A = max(·) lub
suma(·).
W systemach reguª-P po»¡dana jest ªatwo±¢ interpretacji wyników, która sprowadza si¦
do optymalizacji takich parametrów systemu jak:

• redukcja liczby prototypów

• redukcja wymiarowo±ci

• selekcja odpowiedniej miary odlegªo±ci lub podobie«stwa

• optymalizacja poªo»enia prototypów

• wa»enie cech oraz prototypów

• dobór odpowiedniej postaci operatorów S oraz I
Nale»y zwróci¢ uwag¦ na pewne problemy, które mog¡ si¦ pojawi¢ podczas próby
optymalizacji systemów reguª prototypowych. Cz¦sto bowiem liczba prototypów oraz
liczba cech jest odwrotnie proporcjonalna wzgl¦dem dokªadno±ci klasy�kacji. Pojawia si¦
wi¦c problem optymalizacji wielokryterialnej, gdzie po»¡dany jest kompromis pomi¦dzy
przejrzysto±ci¡ modelu, czyli redukcj¡ wymiarowo±ci i liczby prototypów, a jego
dokªadno±ci¡.
Innym parametrem maj¡cym istotny wpªyw na mo»liwo±ci interpretacji zbudowanego
modelu jest dobór operatora A() oraz k. Im wi¦ksza jest warto±¢ parametru k tym
wi¦cej prototypów bierze udziaª w podejmowaniu decyzji, a tym samym zmniejsza si¦
ªatwo±¢ zrozumienia podj¦tej decyzji przez system. Podobna sytuacja wyst¦puje przy
doborze funkcji A(), gdzie ostateczna decyzja jest wynikiem wa»enia ró»nych reguª
skªadowych. Problem ten dotyczy w szczególno±ci reguª prototypowych typu sieci
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RBF lub klasy�katora Parzena, gdzie wszystkie prototypy jednocze±nie bior¡ udziaª
w podejmowaniu decyzji. Dlatego te» najcz¦±ciej u»ywanymi parametrami systemów
reguª prototypowych jest k = 1 oraz A(·) = max(·) co pozwala na najprostsz¡ mo»liw¡
interpretacj¦, gdzie odpowied¹ systemu podejmowana jest przez jeden prototyp.
Ogólna posta¢ procesu strojenia (uczenia) systemu reguª prototypowych typu
najbli»szego s¡siada stanowi szeregowy proces przetwarzania, który mo»e przebiega¢
kolejno: w pierwszym kroku realizowane jest wst¦pne przetwarzanie danych (np.
normalizacja lub standaryzacja), nast¦pnie dokonywana jest selekcja cech, w trzecim
kroku nast¦puje wybór odpowiedniej miary odlegªo±ci D(·) za± w kroku czwartym
dokonywana jest selekcja i optymalizacja prototypów.

4.3 Reguªy prototypowe progowe
W odró»nieniu od reguª prototypowych typu k-NN, gdzie pojedynczy prototyp mo»na
byªo interpretowa¢ jako przesªank¦ reguªy speªnion¡ w stopniu równym odlegªo±ci od
prototypu, tak w przypadku reguª prototypowych progowych przesªanka zde�niowana
jest przez parametry (P,Θ,D(·),F) gdzie:

• P - zbiór prototypów (pojedynczy prototyp odpowiada pojedynczej regule)

• Θ - warto±¢ progu

• D(·) - miara odlegªo±ci

• f - zbiór cech (lokalny lub globalny)

W zwi¡zku z powy»szym pojedyncz¡ reguª¦ mo»na zde�niowa¢ jako (4.3)

Je»eli D(x,pi) < Θi To C(x) = C(pi) (4.3)

Jej posta¢ wskazuje na to, i» w odró»nieniu od reguª k-NNpojedynczy prototyp z progiem
stanowi informatywn¡ reguª¦ wyznaczaj¡c¡ w hiperprzestrzeni wej±ciowej podprzestrze«
z przypisan¡ etykiet¡ klasy. Pozwala to na uproszczenie interpretacji wyników oraz na
zapis reguª w postaci listy typu je»eli . . . to . . . ; je»eli . . . to . . . jak nie to . . . lub
drzewa.
Tak¡ konstrukcj¦ zbioru reguª mo»na zinterpretowa¢ w sposób, gdzie ka»da reguªa jest
niezale»na od pozostaªych reguª. Dzi¦ki temu mo»liwa staje si¦ lokalna transformacja
danych w ramach podprzestrzeni wyznaczonej przez przesªank¦ reguªy. Mi¦dzy innymi
pozwala to np. na lokaln¡ selekcj¦ cech w celu maksymalizacji mo»liwo±ci uogólniania.
Tej wªa±ciwo±ci niestety nie posiadaj¡ systemy typu k-NN, które wymagaj¡ wspólnego
zbioru atrybutów w caªej przestrzeni wej±ciowej.
Jednym z pierwszych i najprostszych systemów posiadaj¡cych wªa±ciwo±¢ interpretacji
jako zbioru reguª jest algorytm Ograniczonej Energii Kulomba (ang. restricted columb
energy, RCE) [49, 61]. Niestety jego wad¡ jest du»y zbiór wektorów prototypowych,
co znacznie utrudnia ich interpretacj¦. Dlatego te» w rozprawie omówiono
oraz zaprezentowano dwa alternatywne algorytmy pozwalaj¡ce na poszukiwanie
odpowiedniego zbioru reguª.
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4.4 Interpretacja reguª prototypowych
Podstaw¡ dziaªania reguª prototypowych jest analiza podobie«stwa badanego przypadku
do wzorców (prototypów) opisuj¡cych dane zagadnienie. Pojedynczy prototyp opisuje
wi¦c w sposób wa»ony fragment przestrzeni skupionej wokóª prototypu, gdzie waga
jest proporcjonalna do odlegªo±ci pomi¦dzy tym prototypem, a badanym obiektem.
Mo»na wi¦c system prototypowy interpretowa¢ w sposób, w którym pojedynczy prototyp
odpowiada przesªance reguªy, za± jej konkluzj¡ jest warto±¢ klasy do której ten
prototyp jest przypisany. Warto±¢ podobie«stwa stanowi za± wspóªczynnik okre±laj¡cy
pewno±¢ podj¦tej decyzji. Poniewa» du»a cz¦±¢ funkcji odlegªo±ci mo»e zosta¢ poddana
dekompozycji na poszczególne skªadowe (np. funkcje addytywne) - separowalne
funkcje odlegªo±ci - interpretacja dziaªania systemu prototypowego mo»e wi¦c zosta¢
przedstawiona w postaci reguª rozmytych, co omówiono w rozdziale (9).
Interpretacja systemu jako wzorców w przestrzeni wej±ciowej ma wiele zalet.
W szczególno±ci analiza prototypów pozwala na wst¦pne skoncentrowanie uwagi
badawczej na wybranych wzorcach i pomini¦cie analizy mniej informatywnych
przypadków. Przykªadem tego mog¡ by¢ problemy diagnozowania medycznego, gdzie
analiza prototypów pozwala na wskazanie konkretnych pacjentów, a tym samym
najistotniejszych i najbardziej typowych objawów chorobowych pozwalaj¡cych na
odró»nienie ich od osób zdrowych.
Kolejnym atutem prototypów jest ich uniwersalno±¢ w znaczeniu naturalnej interpretacji
lingwistycznej. Przykªadem tego mo»e by¢ porównanie z systemami reguª rozmytych.
Lingwistyczne wnioskowanie w oparciu o systemy rozmyte zakªada przypisanie
poszczególnym zmiennym lingwistycznym odpowiednich warto±ci lingwistycznych w
postaci przymiotników przypisanych funkcj¡ przynale»no±ci. Takie podej±cie czuªe
jest na kontekst sytuacyjny, przykªadem tego mo»e by¢ przymiotnik wysoki opisuj¡cy
czªowieka, który w zale»no±ci od kontekstu - czy mamy na my±li: kobiety, m¦»czyzn,
dzieci czy te» koszykarzy przyjmuje ró»n¡ reprezentacj¦ funkcyjn¡. Wady tej pozbawione
s¡ systemy prototypowe, w których prototyp odpowiada pewnej koncepcji, przy
czym mo»liwa jest dekompozycja koncepcji na poszczególne skªadowe zmiennych
lingwistycznych. Takie podej±cie wydaje si¦ by¢ du»o bardziej ogólne, co wi¦cej
- pozwala na integracj¦ wiedzy z ró»nych ¹ródeª, gdy» zawsze istnieje mo»liwo±¢
uszczegóªowienia koncepcji poprzez dodanie jej nowych, opisuj¡cych j¡ atrybutów.
Wad¡ systemów prototypowych jest jednak redundancja informacji, która mo»e
wyst¦powa¢ dla reguª typu k-NNgdy prototypy opisane w przestrzeni wej±ciowej
przyjmuj¡ te same warto±ci dla danego atrybutu. Przykªadem tego mog¡ by¢ prototypy
opisuj¡ce osob¦ zdrow¡, dla której normalna temperatura ciaªa wynosi 36, 6oC. W
przypadku reguª prototypowych niemo»liwe jest jednak pozbycie si¦ tej informacji gdy»
jest ona skªadow¡ opisu tych koncepcji. Rozwi¡zaniem problemu redundancji mo»e
by¢ segmentacja problemu i podziaª na podprzestrzenie w których niezale»nie dokonuje
si¦ adaptacji modelu - zagadnienie to jednak nie byªo rozwa»ane w ramach rozprawy.
Inn¡ mo»liwo±ci¡ jest transformacja reguª prototypowych do reguª rozmytych, gdzie
w opisie przesªanki reguªy mo»liwe jest wyª¡czenie cz¦±ci wspólnej kilku przesªanek
zdekomponowanych reguª prototypowych.
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4.5 Reguªy prototypowe a metody bazuj¡ce na
przypadkach (ang. case based reasoning)

Do metod uczenia poprzez analiz¦ przypadków mo»na zaliczy¢: wnioskowanie
pami¦ciowe zaproponowane przez Stan�lla i Waltza (ang. memory based reasoning,
MBR) [163], uczenie w oparciu o instancje autorstwa Aha i innych (ang. instance
based learning, IBL) [2] oraz wnioskowanie w oparciu o przypadki (ang. case based
reasoning, CBR) [120]. Wszystkie one bazuj¡ na algorytmie k-NN, jednak»e »adna
z wymienionych dotychczas metod nie miaªa na celu reprezentacji danych w sposób
zrozumiaªy dla czªowieka.
Gªównym zadaniem metod IBL jest maksymalizacja zdolno±ci generalizacji i
minimalizacji zªo»ono±ci obliczeniowej algorytmu k-NN. Powoduje to, »e metody
nale»¡ce do grupy IBL stanowi¡ istotn¡ grup¦ algorytmów mog¡cych sªu»y¢ ekstrakcji
reguª-P. Niestety przeprowadzone eksperymenty [82] wskazuj¡, i» cz¦±¢ z metod IBL
pozostawia du»o niepotrzebnych wektorów w procesie uczenia, koncentruj¡c si¦ nie
na uzyskaniu przejrzysto±ci modelu, lecz jedynie na maksymalizacji jego zdolno±ci
uogólniania.
CBR powszechnie stosowany jest do rozwi¡zywania ró»nych problemów analizy
przypadków, gdzie pojedyncze sytuacje odpowiadaj¡ wyst¡pieniu okre±lonych zjawisk.
Innymi sªowy CBR bazuje na rozwi¡zywaniu nowych problemów na podstawie
podobie«stwa do ju» rozwi¡zanych zagadnie« zgromadzonych w bazie wiedzy. CBR
mi¦dzy innymi u»ywany jest w analizie przepisów prawa precedensowego, wiele wdro»e«
mo»na równie» zaobserwowa¢ w medycynie np. [148]. W systemach CBR gªówny nacisk
poªo»ony jest równie» na maksymalizacj¦ dokªadno±ci predykcji, jednak»e poszczególne
przypadki traktowane s¡ jako pojedyncze reguªy post¦powania, a baza wiedzy jest
cz¦sto inkrementacyjnie rozbudowywana. Zwi¡zane jest to z procesem eksploracji
danych online, gdzie cz¦sto ka»dorazowy sukces lub pora»ka predykcji zako«czony jest
umieszczeniem tego przypadku w bazie wiedzy z odpowiednio zmody�kowan¡ etykiet¡.
Wykorzystanie algorytmu k-NNw CBR zwi¡zane jest z konieczno±ci¡ analizy podj¦tej
decyzji, a jak opisano w poprzednim podrozdziale metoda k-NNpozwala na jej ªatw¡
interpretacj¦.
Gªówn¡ ró»nic¡ modeli CBR w stosunku do reguª-P jest brak przejrzysto±ci
systemów CBR, co zwi¡zane jest z du»¡ liczb¡ przypadków zgromadzonych w
bazie wiedzy. Problem ten powoduje równie» zmniejszenie szybko±ci dziaªania oraz
du»e zapotrzebowanie na zasoby tego typu systemu. Dlatego powszechnie stosuje
si¦ ró»ne metody maj¡ce na celu przyspieszenie procesu znajdywania najbli»szych
s¡siadów. Do typowych rozwi¡za« nale»¡ tutaj algorytm Kd-tree [176] lub inne metody
drzew decyzji jak C4.5, które wykorzystywane s¡ do wst¦pnej indeksacji i selekcji
przypadków [139].
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Rozdziaª 5

Miary odlegªo±ci

Miary odlegªo±ci, jak i miary podobie«stwa stanowi¡ baz¦ wi¦kszo±ci metod inteligencji
obliczeniowej. W literaturze opisywana jest du»a liczba mo»liwych miar odlegªo±ci,
jednak»e praktyka metod sztucznej inteligencji pokazuje, »e nie wszystkie z nich musz¡
speªnia¢ wªasno±ci metryki opisywane warunkami (5.1).
W prezentowanej rozprawie terminy takie, jak podobie«stwo lub odlegªo±¢ s¡ u»ywane
w szerszym znaczeniu ni» matematycznym i musz¡ jedynie speªnia¢ warunek izolacji
dla odlegªo±ci. Zaªo»enie takie podyktowane jest zarówno analogi¡ do procesów
kognitywnych zachodz¡cych w naszych mózgach, gdzie przykªadowo �niebo� kojarzy si¦
z kolorem niebieskim, ale odwrotna relacja nie jest ju» tak silna D (niebo, niebieski) 6=
D (niebieski, niebo) (gdzie D(·) oznacza funkcj¦ odlegªo±ci) nie jest wi¦c speªniony
warunek symetrii; podobnie mówi¡c, »e dziecko jest podobne do ojca oraz podobne do
matki nie oznacza faktu, »e matka i ojciec s¡ do siebie podobni; oraz z praktyki metod
inteligencji obliczeniowej, gdzie, jak pokazano w rozdziale 9 transformacja iloczynu
trójk¡tnej lub trapezoidalnej funkcja przynale»no±ci systemów rozmytych do postaci
funkcji odlegªo±ci nie speªniaj¡ warunku nierówno±ci trójk¡ta.

D (x,p) ≥ 0, równo±¢, wtedy i tylko wtedy gdu x = p (izolacja)
D (x,p) = D (p,x) (symetria)
D (x,p) ≤ D (x,y) + D (y,p) (nierówno±¢ trójk¡ta)

(5.1)

Ogólna taksonomia ró»nych neuronowych funkcji transferu zawieraj¡ca funkcje
odlegªo±ci i podobie«stwa mo»e by¢ znaleziona w [50, 124]. Jednak»e nie wyczerpuje
ona wszystkich znanych miar, o pewnych zastosowaniach specy�cznych miar odlegªo±ci,
jak w problemach wizji komputerowej (ang. computer vision) donoszono równie» w
pracach [41, 78, 129]. W rozprawie przedstawiono jedynie najpopularniejsze miary z
ich wªasno±ciami, które jak dot¡d zostaªy zastosowane w systemach reguª progowych z
bardzo dobrymi rezultatami.
W swojej pracy Duch i Jankowski [50] zaproponowali ró»ne metody podziaªu miar
odlegªo±ci, jednak»e najbardziej istotn¡ metod¡ z punktu widzenia rozprawy wydaje
si¦ by¢ podziaª ze wzgl¦du na wpªyw danych na warto±¢ miary odlegªo±ci.

5.1 Deterministyczne miary odlegªo±ci
Deterministyczne funkcje odlegªo±ci charakteryzuj¡ si¦ brakiem wpªywu rozkªadu
danych w przestrzeni na warto±¢ funkcji odlegªo±ci. Innymi sªowy rozkªad danych
treningowych nie wpªywa na warto±¢ odlegªo±ci mierzonej pomi¦dzy par¡ wektorów.
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Najpopularniejszym przykªadem takich funkcji jest metryka Euklidesa (norma L2) (5.2)

D (x,p) =

√√√√
n∑

i=1

(xi − pi)
2 (5.2)

gdzie x = [x1, x2, ..., xn]T i p = [p1, p2, ..., pn]T s¡ wektorami pomi¦dzy którymi
odlegªo±¢ D jest liczona. Metryka ta ma istotn¡ wªa±ciwo±¢ z punktu widzenia reguª
prototypowych, a mianowicie stosuj¡c reguª¦ najbli»szego s¡siada uzyskiwana granica
decyzji pomi¦dzy dwoma prototypami jest zawsze hiperpªaszczyzn¡. Dzi¦ki temu
znacznie upraszcza si¦ proces wnioskowania i zrozumienia rezultatów podj¦tych decyzji.
Innym przykªadem metryki deterministycznej jest odlegªo±¢ Manhattan, znana równie»
jako norma L1 gzie odlegªo±¢ jest obliczana jako suma ró»nic projekcji wektorów na osie
ukªadu wspóªrz¦dnych (5.3).

D (x,p) =
n∑

i=1

|xi − pi| (5.3)

Wa»n¡ negatywn¡ cech¡ normy L1 w zastosowaniu do algorytmu k-NNjest mo»liwo±¢
wyst¡pienia impasów. Wªa±ciwo±¢ ta wynika z faktu, i» w odró»nieniu od innych
miar odlegªo±ci obszar równej odlegªo±ci pomi¦dzy dwoma prototypami nie jest jak
w przypadku normy L2 hiperpªaszczyzn¡ lub ogólnie �gur¡ pªask¡, lecz granica ta
w pewnych obszarach przyjmuje posta¢ podprzestrzeni o równej odlegªo±ci od pary
prototypów, co uniemo»liwia jednoznaczne podj¦cie decyzji. Przedstawia to rys.(5.1)
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Rysunek 5.1: Przykªad wykorzystania odlegªo±ci Manhattan oraz impasu powstaªego po
jej wykorzystaniu (obszar nie zakre±lony)

Norma L∞ znana równie» jako odlegªo±¢ Czebyszewa opisywana jest równaniem (5.4)

D (x,p) = max
i=1..n

|xi − pi| (5.4)
Funkcja ta, z punktu widzenia reguª prototypowych ma istotne znaczenie, pozwalaj¡c
na uzyskiwanie klasycznych reguª ostrych w zapisie prototypowym.
Przedstawione dotychczas miary odlegªo±ci stanowi¡ poszczególne przypadki ogólnej
metryki Minkowskiego opisanej równaniem (5.5), gdzie zmiana parametru α wpªywa
na ksztaªt konturu staªej odlegªo±ci od prototypu. (5.2)

D (x,p) =

(
n∑

i=1

|xi − pi|α
)1/α

(5.5)
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Przez odpowiednie okre±lenie warto±ci parametru α mo»liwe jest uzyskanie odlegªo±ci
Manhatan dla α = 1, podobnie dla α = 2 otrzymuje si¦ odlegªo±¢ Euklidesa, natomiast
dalszy wzrost warto±ci w granicy gdy α →∞ prowadzi do odlegªo±ci Czebyszewa.
Interpretacja rys.(5.2) zmierza do wniosku, »e wzrost warto±ci α odpowiada zwi¦kszeniu
wypukªo±ci funkcji odlegªo±ci, tym samym wzrostowi pola recepcyjnego pojedynczego
prototypu. Powoduje to, »e zmianie ulega ksztaªt granicy decyzji klasy�katora 1NN, co
obrazuje rys.(5.3). W praktyce analizy danych bardzo cz¦sto warto±¢ α poddawana jest
adaptacji w procesie uczenia jako jeden z parametrów modelu, tak by zmaksymalizowa¢
dokªadno±¢ uzyskanych wyników.
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Rysunek 5.2: Ksztaª odlegªo±ci Minkowskiego dla trzech ró»nych warto±ci parametru α:
1,2,10
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Rysunek 5.3: Ksztaªt granicy decyzji dla klasy�katora 1NN dla trzech ró»nych warto±ci
α odlegªo±ci Minkowskiego: 1,2,10

Pewn¡ popularn¡ miar¡ odlegªo±ci, daj¡c¡ dla niektórych zbiorów danych bardzo
dobre wyniki, jest miara Canberra (5.6) nale»¡ca do grupy miar korelacyjnych rys.(5.4).

D(x,p) =
n∑

i=1

|xi − pi|
|xi|+ |pi| (5.6)

Miara ta ma pewne specy�czne cechy, jest niesymetryczna (nie jest wi¦c
miar¡ metryczn¡) oraz dla wektora referencyjnego poªo»onego w pocz¡tku ukªadu
wspóªrz¦dnych przyjmuje staª¡ warto±¢ równ¡ 1. Inn¡ cech¡ tej miary jest mo»liwo±¢
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wyst¦powania symbolu nieoznaczonego jako warto±¢ odlegªo±ci w przypadku wyst¡pienia
dzielenia przez 0. Cechy te powoduj¡ »e praktyczne zastosowania w/w funkcji cho¢
cz¦sto daj¡ce dobre rezultaty powinno by¢ uwa»nie rozpatrzone. Inn¡, popularn¡
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Rysunek 5.4: Ksztaªt granicy decyzji oraz wykres powierzchni odlegªo±ci Canbera

miar¡ powszechnie stosowan¡ do analizy tekstów jest odlegªo±¢ cosinusowa, b¦d¡ca w
rzeczywisto±ci miar¡ podobie«stwa zde�niowan¡ jako (5.7).

D (x,p) =
xTp

|x| |p| (5.7)

Funkcja ta mierzy cosinus konta pomi¦dzy dwoma wektorami x oraz p jako ich iloczyn
skalarny znormalizowany przez iloczyn dªugo±ci tych wektorów. Wªasno±¢ ta jest
u»ywana do porównywania dokumentów, gdy» przedstawia ona odlegªo±¢ jako relatywny
rozkªad jej elementów skªadowych, uniezale»niaj¡c warto±¢ od dªugo±ci tekstów. Ksztaªt
granic decyzji oraz ksztaªt powierzchni odlegªo±ci cosinusowej przedstawia rys.(5.5)
Podobnie do analizy tekstów u»ywa si¦ miar znormalizowanych, uniezale»niaj¡c warto±¢
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Rysunek 5.5: Granica decyzji oraz ksztaªt cosinusowej funkcji odlegªo±ci

odlegªo±ci od dªugo±ci wektorów, co zapisuje si¦ jako (5.8).

D(x,p) = D
(
x/|x|,p/|p|

)
(5.8)
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5.2 Miary zale»ne od rozkªadu danych
Miary zale»ne od rozkªadu danych maj¡ t¡ wªa±ciwo±¢, »e na warto±ci odlegªo±ci przez
nie przyjmowane ma wpªyw wzajemne poªo»enie innych wektorów, stanowi¡cych zbiór
przypadków do których nale»¡ wektory pomi¦dzy którymi liczona jest ta odlegªo±¢. W
grupie tej mo»na wyznaczy¢ trzy podgrupy: wa»one funkcje odlegªo±ci, probabilistyczne
miary odlegªo±ci oraz odlegªo±ci heterogeniczne.
Problematyka adaptacji miar odlegªo±ci do badanego zagadnienia jest coraz szerzej
dostrzegana przez ró»ne ±rodowiska naukowe. W szczególno±ci dotyczy to problemów
analizy tekstów [109], obróbki obrazu [27, 129] czy te» zastosowa« biomedycznych [188].
Wynikiem tego s¡ ró»nego rodzaju warsztaty dotycz¡ce problematyki optymalizacji miar
odlegªo±ci odbywaj¡ce si¦ podczas konferencji jak np. �Learning to Compare Examples�
odbywaj¡ca si¦ w ramach konferencji NIPS'06.

5.2.1 Wa»one miary odlegªo±ci
Do tej rodziny miar nale»¡ odlegªo±ci przedstawione w poprzednim rozdziale, z t¡ jednak
ró»nic¡, »e wpªyw poszczególnych atrybutów jest wa»ony poprzez czynnik wi.

D (x,p;w) =

(
n∑

i=1

wi |xi − pi|α
)1/α

(5.9)

Wektor w jest uzyskiwany z rozkªadu danych i ma warto±ci niezale»ne dla ka»dej z cech.
Problem wyznaczania wektora w poruszali w swoich pracach m.in. Jankowski, Martinez
oraz Dudani [124, 182, 62], natomiast ogólne porównanie ró»nych metod wa»enia cech
dla klasy�katora k-NNprzedstawiª Wettschereck i inni w [177].
W literaturze spotka¢ mo»na dwa podej±cia zwi¡zane z wa»eniem cech - globalne
oraz lokalne. W pierwszym podej±ciu wyznaczane s¡ wspólne wagi dla wszystkich
prototypów, osobno dla ka»dej z cech. Podej±cie to ma t¡ cech¦, i» podaje ogólny poziom
istotno±ci cechy w procesie dyskryminacji dla analizowanego zbioru. Jest to wi¦c w
pewnych problemach bardzo po»¡dana wiedza. Mo»liwa jest te» selekcja lub ranking cech
w oparciu o tak wyznaczone wspóªczynniki. Druga mo»liwo±¢ - wa»enie lokalne wyznacza
odpowiednie wagi dla ka»dej z cech i dla ka»dego z prototypów osobno, dzi¦ki czemu
mo»liwe jest uzyskanie wi¦kszej elastyczno±ci modelu, a uzyskane prototypy lepiej oddaj¡
lokalne rozkªady danych. Wad¡ podej±cia lokalnego jest wzrost liczby stopni swobody
budowanego modelu (l ·n) w stosunku do (l+n) dla modelu z globalnym wa»eniem cech.
Ma to szczególnie istotne znaczenie przy analizie pewnej klasy problemów zawieraj¡cych
maª¡ liczb¦ wektorów treningowych (m).
Przedstawione funkcje odlegªo±ci maj¡ jedn¡ istotn¡ wad¦ - u»ywaj¡c ich zakªada si¦
bowiem niezale»no±¢ cech. Zaªo»enie to jest uzasadnione, je»eli d¡»ymy do uzyskania
du»ej ªatwo±ci w interpretacji modelu, podobnie jak w rozmytych lub neuronowo-
rozmytych systemach reguªowych, gdzie niezale»no±¢ poszczególnych skªadowych
pozwala na wykorzystanie wnioskowania opartego o prawa logiki rozmytej. Wad¡
takiego podej±cia jest niedokªadne odwzorowanie rozkªadu danych w przestrzeni, w
szczególno±ci je»eli wyst¦puje korelacja pomi¦dzy poszczególnymi cechami. Dlatego te»
cz¦sto stosowanym rozwi¡zaniem s¡ macierze wag W, których elementy wij de�niuj¡
relacje pomi¦dzy cechami i-t¡ i j-t¡. Je»eli macierz W okre±lona jest jako macierz
kowariancji W = A, wówczas odlegªo±¢ (5.10) nazywana jest odlegªo±ci¡ Mahalanobisa.
Przy czym A jest macierz¡ symetryczn¡ wzgl¦dem diagonalnej oraz dodatnio okre±lon¡.
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D (x,p;W) = (x− p)T W (x− p) (5.10)
Jak ju» wspomniano warto±ci macierzy A uzyskiwane s¡ poprzez analiz¦ korelacji
danych, zarówno globaln¡ jak i lokaln¡. Powszechne s¡ równie» podej±cia wykorzystuj¡ce
ró»ne metody optymalizacji jak gradientow¡, stosowan¡ powszechnie w sieciach RBF
[151] lub bazuj¡ca na algorytmie EM (ang. expectation maximization). Przykªadem
zastosowania macierzy W w algorytmie k-NNjest metoda Large Margin k-NN
zaproponowana przez Weinberger, Blitzer i Saulin w [174].
Przedstawione dotychczas funkcje odlegªo±ci przeznaczone s¡ dla atrybutów ci¡gªych,
jednak»e analiza realnych zbiorów danych cz¦sto sprowadza si¦ do problemu cech
dyskretnych, symbolicznych lub binarnych. W takich przypadkach powszechnie
stosowanym rozwi¡zaniem jest odlegªo±¢ Hamminga opisana równaniem (5.11)

D (x,p) =
n∑

i=1

δ(xi, pi) (5.11)

gdzie δ(·) jest delt¡ Kroneckera

5.2.2 Probabilistyczne miary odlegªo±ci
Szczególny problem dla wszystkich metod bazuj¡cych na algorytmie k-NNstanowiªy
cechy o nieci¡gªej dziedzinie, w szczególno±ci cechy symboliczne, w których typowe
funkcje odlegªo±ci nie zdaj¡ egzaminu. Pewnym rozwi¡zaniem tego problemu byªy
funkcje odlegªo±ci z rodziny funkcji Hamminga, jednak»e uzyskiwane rezultaty cz¦sto
odbiegaªy od oczekiwa«. Ich alternatyw¡ staªy si¦ probabilistyczne miary odlegªo±ci,
wywodz¡ce si¦ z analizy mo»liwo±ci generalizacji algorytmu k-NN. Jedn¡ z pierwszych
probabilistycznych funkcji odlegªo±ci byªa miara, któr¡ zaproponowaª Short i Fukunaga
(miara SFN) [157] opisana równaniem (5.12)

D (x,p) =
c∑

k=1

p (Ck|p) |p (Ck|p)− p (Ck|x)| (5.12)

SFM zostaªa wyznaczona jako miara lokalna, która bazowaªa na minimalizacji
warto±ci oczekiwanej ró»nicy pomi¦dzy bª¦dem klasy�kacji algorytmu k-NNze sko«czon¡
i niesko«czon¡ liczb¡ próbek (warto±¢ teoretyczna) - innymi sªowy bazowaªa na
minimalizacji asymptotycznego i sko«czonego ryzyka.
Inn¡ probabilistyczn¡ miar¡ odlegªo±ci wyprowadzon¡ przy zaªo»eniu bezpo±redniej
minimalizacji bª¦du klasy�kacji byªa miara Minimum Risk Metric (MRM) (5.13)
zaproponowana przez Blanzieri i Ricci w [20, 21].

D (x,p) =
c∑

k=1

p (Ck|p) |1− p (Ck|x)| (5.13)

Stan�ll i Waltz w [162] zaproponowali odlegªo±¢ Value Di�erence Metric (VDM).
Ich propozycja nie wywodziªa si¦ z analizy teoretycznej, jednak»e przeprowadzone
eksperymenty wykazaªy jej bardzo du»¡ skuteczno±¢. Oryginalna miara VDM byªa
zaproponowana bezpo±rednio dla danych symbolicznych jako (5.14).

D (X,P ) =
n∑

i=1

√√√√√
c∑

j=1

(
N (xi, cj)

N (xi)

)2 c∑

j=1

(
N (xi, cj)

N (xi)
− N (pi, cj)

N (pi)

)2

(5.14)
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gdzie N (xi) oznacza liczb¦ wyst¡pie« warto±ci x dla cechy i (xi) w zbiorze treningowym
oraz N (xi, cj) oznacza liczb¦ wyst¡pie« warto±ci xi dla i-tej cechy j-tej klasy cj,
a ostatecznie N(xi, cj)/N(xi) stanowi ocen¦ prawdopodobie«stwa aposteriori p(c|x).
Wówczas odlegªo±¢ VDM mo»e zosta¢ równie» zapisana jako (5.15)

D (x,p) =
n∑

i=1

√√√√
c∑

j=1

p (cj |xi )
2

c∑

j=1

(p (cj |xi )− p (cj |pi ))
2 (5.15)

Oryginalna posta¢ odlegªo±ci VDM zostaªa nast¦pnie zmody�kowana przez Cost i
Salzberga w [32] do postaci metryki MVDM (ang. modi�ed value di�erence metric)
(5.16), gdzie pomini¦to pierwszy czynnik równania odlegªo±ci.

D (x,p) =
n∑

i=1

c∑

j=1

(p (cj |xi )− p (cj |pi ))
α (5.16)

gdzie α oznacza warto±¢ dobieran¡ empirycznie dla konkretnego problemu.

5.2.3 Heterogeniczne miary odlegªo±ci
Powa»nym zagadnieniem problemów klasy�kacyjnych s¡ zbiory o niejednorodnych
typach atrybutów, w których cz¦±¢ cech jest ci¡gªa, a cz¦±¢ symboliczna lub dyskretna.
Wówczas »adna z dotychczas prezentowanych funkcji odlegªo±ci nie pozwala na
uzyskiwanie po»¡danych wyników. Problem ten studiowali Wilson i Martinez w [181]
i zaproponowali szereg miar heterogenicznych, które stosuj¡ ró»ne typy odlegªo±ci
dla ró»nych typów cech. Ogólna idea zaproponowana przez autorów wykorzystuje
cech¦ addytywno±ci funkcji odlegªo±ci, gdy» wi¦kszo±¢ spo±ród przedstawionych funkcji
uwzgl¦dniaj¡c miary VDM, Hamminaga czy Minkowskiego skªadaj¡ poszczególne
komponenty cech poprzez ich sumowanie.

D2 (x,p) = D2
Mink (xa,pa;wa) + D2

V DM(xb,pb;wb)

+D2
Hamm (xc,pc;wc)

(5.17)

gdzie a,b, c s¡ wektorami o indeksach cech odpowiednio ci¡gªych, symbolicznych i
nominalnych, a w jest wektorem normalizuj¡cym (wektorem wag) dla poszczególnych
cech. Przykªadem takich odlegªo±ci heterogenicznych s¡ Heterogeneous Euclidean-
Overlap Metric (HEOM), gdzie poª¡czono odlegªo±¢ Euklidesa z odlegªo±ci¡ Hamminga
oraz Heterogeneous Value Di�erence Metric (HVDM) [181], w której sumowane s¡
odlegªo±ci Euklidesa z odlegªo±ci¡ VDM. W obydwu tych przypadkach uwzgl¦dniono
równie» problem brakuj¡cych warto±ci poprzez dodanie 1 dla atrybutów z brakuj¡cymi
warto±ciami.
Innym rozwi¡zaniem zaproponowanym przez Wilsona i Martineza byªa adaptacja
odlegªo±ci probabilistycznej do analizy atrybutów ci¡gªych, bazuj¡c na wyra»eniu
(5.16). Zasugerowali oni trzy metody nieparametrycznej estymacji prawdopodobie«stwa
wykorzystuj¡cej: dyskretyzacj¦ (naiwna dyskretyzacja staªej szeroko±ci) - odlegªo±¢
DVDM, interpolacj¦ warto±ci uzyskanych z miary DVDM - odlegªo±¢ IVDM oraz
estymacj¦ bazuj¡c¡ na okienkowaniu - zwan¡ odlegªo±ci¡ WVDM. Dzi¦ki takiemu
rozwi¡zaniu znikn¡ª problem normalizacji cech wyst¦puj¡cy w przypadku wykorzystania
cechy addytywno±ci odlegªo±ci jak w (5.17), gdy» wszystkie analizowane atrybuty
transformowane s¡ wst¦pnie do wspólnej przestrzeni prawdopodobie«stwa.
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5.3 Nowe probabilistyczne miary odlegªo±ci
Wykorzystania odlegªo±ci probabilistycznych w zastosowaniu do metod reguª
prototypowych analizowane byªy równie» podczas realizowanej rozprawy. Autor
w pracach [180, 16, 178] zaproponowaª rozszerzenie istniej¡cych miar heterogenicznych
o dodatkow¡ grup¦ bazuj¡c¡ na nieparametrycznych metodach estymacji
prawdopodobie«stwa. Grupa zaproponowanych miar dotyczyªa wykorzystania
odlegªo±ci prawdopodobie«stwa dla atrybutów ci¡gªych. W rezultacie bada«
zaproponowano trzy miary (GVDM, LVDM oraz PVDM) wykorzystuj¡ce do estymacji
ró»ne metody wywodz¡ce si¦ z metody okien Parzena [173] i przeprowadzono analiz¦
przydatno±ci zaproponowanych metryk.

5.3.1 Nieparametryczne metody estymacji
prawdopodobie«stwa

Do realizacji probabilistycznych funkcji odlegªo±ci niezb¦dna jest estymacja
prawdopodobie«stwa dla ka»dego z atrybutów. W tym celu zwery�kowano trzy
ró»ne metody: wygªadzania Gausowskiego, prostok¡tnych okien Parzena oraz okien
przesuwnych, w wyniku czego uzyskano trzy nowe miary odpowiednio GVDM, LVDM
oraz PVDM.

Wygªadzanie Gaussowskie. Miara GVDM, gdzie dla ka»dego z atrybutów f ,
warto±¢ prawdopodobie«stwa p(cj|xkf ) dla wektora xk wyznaczana jest wg. zale»no±ci
(5.18)

p(cj|xkf ) = β ·
mj∑
i=1

exp (−γ(xif − xkf )
2)

β = 1/
C∑

a=1

(mj∑
i=1

exp
(
−γx2

if

)) (5.18)

gdzie β jest parametrem normalizuj¡cym zapewniaj¡cym by ∑
j p(cj|xf ) = 1, xkf to

cecha f k-tego wektora, mj to zbiór wektorów zbioru treningowego nale»¡cych do
klasy j-tej, natomiast γ jest parametrem de�niowanym przez u»ytkownika okre±laj¡cym
szeroko±¢ funkcji Gaussa.

Prostok¡tne okna Parzena. Miara LVDM w której p(cj|xkf) wyznacza si¦ stosuj¡c
lokaln¡ estymacj¦ na zasadzie cz¦sto±ci wedªug zale»no±ci (5.19)

p(cj|xkf ) =
N(wxkf , cj)

N(wxkf )
(5.19)

gdzie N(wxkf , cj) jest liczebno±ci¡ wektorów z klasy cj znajduj¡cych si¦ w obszarze
okre±lonym parametrami wxkf = [a−σ/2, a+σ/2] i N(wxkf ) jest odpowiednio caªkowit¡
liczb¡ wektorów w tym obszarze, a σ to parametr okre±laj¡cy szeroko±¢ okna.

Okna przesuwne. Miara PVDM - gdzie do estymacji warto±ci prawdopodobie«stwa
p(cj|xkf ) budowany jest histogram o nakªadaj¡cych si¦ przedziaªach, a warto±¢
prawdopodobie«stwa wyznaczana jest jako ±rednia wszystkich przedziaªów, które
obejmuj¡ badany wektor (5.20).

p(cj|xkf ) =
1

z

z∑

i=1

N i(xfk, cj)

N i(xfk)
(5.20)
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gdzie z jest liczb¡ wszystkich przedziaªów zawieraj¡cych badany wektor xkf , natomiast
N i(xfk, cj) oraz N i(xfk) to odpowiednio warto±ci prawdopodobie«stwa znajduj¡ce si¦
w i tym przedziale.

5.3.2 Wykorzystanie probabilistycznych miar odlegªo±ci
do systemów reguª prototypowych

Odlegªo±¢ heterogeniczne z rodziny VDM maj¡ pewn¡ istotn¡ cech¦ - mo»liwe jest
bowiem pokazanie, i» w rzeczywisto±ci miary te polegaj¡ na mapowaniu wektorów
danych dla ka»dej z cech niezale»nie na c−1 wymiarow¡ przestrze« prawdopodobie«stwa,
gdzie nast¦pnie stosowana jest metryka Minkowskiego (5.21)

D(x,p) =
n∑

i=1

c∑
j=1

(p(cj|xi)− p(cj|pi))
q

⇓
D(x,p) =

c·n∑
k=1

(g(xk)− g(pk))
q

(5.21)

gdzie g(·) jest funkcj¡ realizuj¡c¡ odwzorowanie zapisane zale»no±ci¡

g(xk) =





p(c1...c|x1)
p(c1...c|x2)
p(c1...c|xn)

(5.22)

Jednak ze wzgl¦du na liniow¡ zale»no±¢ atrybutów pochodz¡cych z odwzorowania
p(c1...c|x1) gdy»

c∑
j=1

p(cj|x1) = 1 wystarczaj¡ce jest odwzorowanie pojedynczego atrybutu
w postaci c− 1 nowych atrybutów [47].

5.3.3 Porównanie heterogenicznych miar odlegªo±ci w
zastosowaniu do reguª prototypowych

W celu sprawdzenia i porównania ró»nych miar odlegªo±ci heterogenicznych dokonano
wery�kacji opisanych miar na realnych zbiorach danych. Testów porównawczych
dokonano stosuj¡c 10-cio krotn¡ walidacj¦ krzy»ow¡, dla ró»nych zestawów parametrów
metod estymacji i algorytmu klasy�kacji CFCM+LVQ opisanego w rozdziale (6.3).
Wyniki porównania przedstawione w tabeli (5.1), zawieraj¡ najlepsze rezultaty uzyskane
przez ka»d¡ z miar odlegªo±ci oraz liczb¦ wybranych prototypów (l). Zbiory
wykorzystane do testowania opisano w rozdziale (12).

Uzyskane rezultaty wskazuj¡, i» zaproponowane miary heterogeniczne zwi¦kszaj¡
dokªadno±¢ klasy�kacji, co w znacznym stopniu uwydatnia si¦ dla zbioru jonosfera oraz
sonar. Ponadto dobór odpowiedniej metryki pozwala na redukcj¦ liczby prototypów przy
jednoczesnym wzro±cie dokªadno±ci klasy�kacji. Godnym zwrócenia uwagi jest fakt, i»
miara PVDM wymagaªa doboru dwóch parametrów jednocze±nie co znacznie zwi¦kszyªo
zªo»ono±¢ obliczeniow¡ tej metody, przy porównywalnych wynikach uzyskanych miarami
GVDM oraz LVDM.
Przeprowadzona analiza wskazuje na du»¡ skuteczno±¢ zaproponowanych metryk.
Ich wykorzystanie nie ogranicza si¦ jedynie dla grupy metod reguª prototypowych,
pozwalaj¡c na jej u»ycie równie» w±ród innych metod inteligencji obliczeniowej, w
szczególno±ci gdy nadrz¦dnym celem jest maksymalizacja dokªadno±ci klasy�kacji.
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HVDM GVDM LVDM PVDM
Dokªadno±¢ l Dokªadno±¢ l Dokªadno±¢ l Dokªadno±¢ l

Choroby serca 83.12 ± 5.85 2 83.83 ± 5.91 2 84.49 ± 5.86 2 84.85 ± 5.99 3
Jonosfera 86.37 ± 6.62 7 91.21 ± 5.03 2 93.21 ± 4.62 2 91.82 ± 5.32 3
Cukrzyca 74.74 ± 5.23 2 74.88 ± 5.62 2 75.52 ± 3.97 2 75.79 ± 4.24 3
Rak piersi 97.66 ± 1.83 3 97.81 ± 1.84 3 97.81 ± 1.83 3 97.81 ± 1.83 3
Wyrostek robaczkowy 86.61 ± 13.32 2 85.79 ± 11.39 2 86.79 ± 10.23 2 86.79 ± 10.23 2
Sonar 60.02 ± 21.87 2 64.79 ± 19.61 2 70.40 ± 15.24 5 68.26 ± 18.44 2
Choroby w¡troby 59.42 ± 6.49 6 59.98 ± 5.40 2 59.93 ± 7.71 2 65.52 ± 8.33 2
Irysy 96.00 ± 6.44 6 95.33 ± 5.49 3 96.67 ± 4.71 3 96.00 ± 4.66 3
Winoro±l 96.08 ± 3.77 5 98.33 ± 2.68 5 96.73 ± 4.58 4 98.89 ± 2.34 7

Tablica 5.1: Porównanie jako±ci klasy�kacji systemów reguª prototypowych typu k-NNz
wykorzystaniem ró»nych probabilistycznych miar odlegªo±ci.

5.4 Wnioski
Analiza literaturowa wskazuje, i» dobór odpowiedniej metryki pozwala w znacznym
stopniu na maksymalizacj¦ dokªadno±ci klasy�kacji oraz generalizacji budowanego
modelu. Proces ten mo»e by¢ realizowany na podstawie wiedzy a'priori b¡d¹ te» poprzez
metody metauczenia, które pozwalaj¡ na jego automatyzacj¦.
W praktyce stosowania miar heterogenicznych najcz¦±ciej spotykanym rozwi¡zaniem jest
wykorzystanie metody omówionej w podrozdziale 5.3.2, gdzie nast¦puje odwzorowanie
pojedynczego atrybutu w postaci c − 1 cech. Nale»y tutaj zwróci¢ uwag¦ na pewne
teoretyczne wªasno±ci dwóch wyst¦puj¡cych tutaj podej±¢:

1. mapowanie do postaci prawdopodobie«stwa jedynie cech symbolicznych i
nominalnych (HEOM, HVDM)

2. mapowanie wszystkich cech do przestrzeni prawdopodobie«stwa (miary DVDM,
IVDM, GVDM, PVDM, LVDM)

Pierwsze podej±cie najcz¦±ciej wykorzystuje metryk¦ Minkowskiego w nowej rozszerzonej
przestrzeni. Pojawia si¦ jednak problem normalizacji lub wa»enia atrybutów ci¡gªych
nie poddanych transformacji, co powoduje niejednorodno±¢ ró»nych cech. W podej±ciu
drugim omówiony problem nie wyst¦puje, gdy» wszystkie cechy znajduj¡ si¦ we wspólnej
przestrzeni prawdopodobie«stwa, co pozwala na pomini¦cie problemu normalizacji.
Jednak»e wad¡ podej±cia nr 2 jest konieczno±¢ wyznaczenia optymalnych parametrów
estymacji, co jest równie istotnym problemem jak wyznaczanie wag. Obydwie te metody
wydaj¡ si¦ by¢ wi¦c równowa»ne.
Pewn¡ korzy±ci¡ wynikaj¡c¡ z transformacji warto±ci atrybutów ci¡gªych do postaci
prawdopodobie«stwa w przypadku systemów reguª prototypowych jest mo»liwo±¢
redukcji liczby prototypów. Przykªadowo, sytuacja taka mo»e zaj±¢, je»eli rozkªad
warto±ci atrybutu f przyjmuje posta¢ jak na rys.(5.6) wówczas do poprawnej
klasy�kacji takiego zagadnienia niezb¦dne s¡ trzy prototypy. Po transformacji do
postaci prawdopodobie«stwa nowa cecha przyjmuje posta¢ jak na rys.(5.7). Dzi¦ki
temu mo»liwa jest redukcja zªo»ono±ci modelu z trzech do dwóch prototypów przy
zachowaniu podobnej dokªadno±ci klasy�kacji. Transformacja do wspólnej przestrzeni
prawdopodobie«stwa ma jednak pewne wady. Mianowicie odwzorowanie odwrotne
- poªo»enia prototypów z warto±ci prawdopodobie«stwa do warto±ci wej±ciowej jest
niejednoznaczne, gdy» mo»liwe jest znalezienie wiele ró»nych wektorów o równej
warto±ci funkcji prawdopodobie«stwa. Problem ten szczegónie dotyczy atrybutów
ci¡gªych. Dlatego te» spojrzenie na omówiony problem z perspektywy ªatwo±ci
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Rysunek 5.6: Rozkªad prawdopodobie«stwa oraz wykres warto±ci atrybutu f dla
problemu klasy�kacji dwóch klas
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Rysunek 5.7: Rozkªad prawdopodobie«stwa atrybutu f po transformacji z
wykorzystaniem odlegªo±ci probabilistycznych

interpretacji uzyskanych wyników prowadzi do wniosku, i» w praktyce wykorzystanie
odlegªo±ci heterogenicznych typu HEOM lub HVDM uªatwia analiz¦ uzyskanych
wyników. Natomiast zaproponowane miary realizuj¡ce mapowanie atrybutów ci¡gªych
(IVDM,DVDM,GVDM,LVDM,PVDM) powinny by¢ u»ywane b¡d¹ ze wzgl¦du na
dokªadno±¢ wyników (mo»liwa poprawa dokªadno±ci klasy�kacji), b¡d¹ te» gdy
informacje o rozkªadzie prawdopodobie«stwa atrybutów s¡ wystarczaj¡cym ¹ródªem
informacji, pozwalaj¡cym na interpretacj¦ wyników.
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Rozdziaª 6

Selekcja i optymalizacja prototypów
dla reguª najbli»szego s¡siada

Problem selekcji i optymalizacji prototypów dla algorytmu k-NNjest niezmiernie istotny,
gdy» bezpo±rednio wpªywa na uzyskan¡ zdolno±¢ uogólniania algorytmu, jednocze±nie
zmniejszaj¡c jego zªo»ono±¢ obliczeniow¡. Problem ten w du»o wi¦kszym stopniu
dotyczy metod reguª prototypowych, gdy» transparentno±¢ modelu jest uzyskiwana
wªa±nie poprzez reprezentacj¦ danych w postaci minimalnego zbioru prototypów
gwarantuj¡cych du»¡ zdolno±¢ generalizacji.
Problem znajdowania optymalnej reprezentacji danych w postaci wektorów
referencyjnych mo»na podzieli¢ na ich selekcj¦ i optymalizacj¦. Pierwsza grupa
metod (selekcja) charakteryzuje si¦ wyborem prototypów bezpo±rednio jako wektorów
zbioru treningowego, podczas gdy metody optymalizacji zajmuj¡ si¦ optymalizacj¡
poªo»enia wektorów prototypowych poprzez minimalizacj¦ pewnego kryterium. W
przypadku metod optymalizacji nie jest wymagane by poªo»enie prototypu odpowiadaªo
konkretnemu przypadkowi ze zbioru treningowego. W metodach optymalizacji daj¡
si¦ wyznaczy¢ dwie gªówne strategie - optymalizacja bezpo±rednia, gdzie minimalizacji
podlega bezpo±rednio bª¡d klasy�kacji danych oraz optymalizacja po±rednia, gdzie
wykorzystuje si¦ algorytmy nienadzorowanej analizy danych, jak metody analizy
skupie« (klasteryzacji).
Inn¡ mo»liwo±ci¡ podziaªu metod znajdywania prototypów jest podziaª na metody
przyrostowe, w których rozpoczyna si¦ poszukiwanie wektorów wzorcowych od pustego
zbioru P = ∅ dodaj¡c do niego nowe przypadki maksymalizuj¡ce pewne kryterium
oraz metody redukcyjne. Rozpoczynaj¡ one dziaªanie od peªnego zbioru prototypów
P = T usuwaj¡c z niego wektory zb¦dne, które nie wpªywaj¡ na popraw¦ generalizacji
algorytmu. Cech¡ charakterystyczn¡ metod przyrostowych jest fakt, i» zawiera si¦ w
niej caªa grupa metod optymalizacji.
W niniejszej rozprawie algorytmy doboru optymalnego zbioru wektorów referencyjnych
podzielono wedªug pierwszego kryterium na algorytmy selekcji prototypów, algorytmy
klasteryzacji danych sªu»¡ce do wyboru przypadków referencyjnych oraz metody
optymalizacji w znaczeniu optymalizacji bezpo±redniej.

6.1 Metody selekcji prototypów
Rodzina algorytmów selekcji prototypów jest pierwsz¡ grup¡ metod u»ytych w celu
polepszenia jako±ci klasy�kacji algorytmu k-NN. W systemach reguª prototypowych
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ma ona kilka istotnych wªa±ciwo±ci bardzo przydatnych podczas interpretacji wyników.
Jak ju» zostaªo wspomniane powy»ej, metody selekcji wybieraj¡ wektory referencyjne
spo±ród elementów zbioru treningowego, co oznacza »e zbiór wybranych prototypów
stanowi podzbiór realnych przypadków, które wyst¡piªy w przeszªo±ci. Ma to szczególne
znaczenie dla pewnych zastosowa« w tym medycznych, gdzie prototyp stanowi konkretny
przykªad pacjenta z okre±lonym schorzeniem lub prawnych w prawie precedensowym,
gdzie wybrany prototyp jest konkretn¡ spraw¡, która miaªa miejsce w przeszªo±ci.
W metodach selekcji prototypów mo»na wyznaczy¢ dwa gªówne zadania, kondensacji
danych - metody, w których usuwane s¡ wektory �wewn¦trzne�, le»¡ce daleko od
granicy decyzji nie maj¡ce wpªywu na jako±¢ klasy�kacji oraz metody �ltrów lub
edycji usuwaj¡ce wektory odstaj¡ce (ang. outliers) [137]. Metody selekcji prototypów
stosowane w praktyce zawieraj¡ cz¦sto obydwa typy algorytmów, usuwaj¡c zarówno
wektory odstaj¡ce, jak i kondensuj¡c dane, co w znaczny sposób wpªywa na uzyskan¡
jako±¢ rezultatów.
Ze wzgl¦du na nieci¡gªo±¢ funkcji decyzyjnej klasy�katora k-NNnajcz¦±ciej stosowanym
rozwi¡zaniem s¡ metody przeszukiwania. W literaturze problem selekcji wektorów
referencyjnych byª studiowany przez wiele o±rodków naukowych, dlatego te» poni»ej
zamieszczono list¦ najpopularniejszych metod pomijaj¡c wiele z nich jak Variable
Similarity Metric zaproponowan¡ przez Lowe, Model Class Selection Brodleya, Typical
Instance Based Learning stanowi¡c¡ pomysª Zanga, RISE Domingosa [39] i wiele innych
jak [93]. Wiele metod selekcji prototypów, w szczególno±ci bazuj¡cych na algorytmach
genetycznych/ ewolucyjnych mo»na znale¹¢ równie» na stronach projektu Keel [92]

6.1.1 Metoda ENN
Pierwszym bardzo skutecznym i prostym algorytmem selekcji prototypów jest
zaproponowana przez Wilsona [183] reguªa edycji ENN (ang. editing nearest neighbor
rule). Metoda ta usuwa wszystkie wektory stanowi¡ce szum w zbiorze danych
treningowych. Dla ka»dego wektora wyznaczanych jest k najbli»szych s¡siadów spo±ród
zbioru T, które u»yte s¡ do gªosowania. Je»eli wynikiem gªosowania k s¡siadów jest
bª¦dna klasa, wówczas wektor taki zostaje oznaczony do usuni¦cia P = T\T̄, gdzie T̄ jest
zbiorem wektorów przeznaczonych do usuni¦cia. Rezultatem dziaªania tego algorytmu
jest wi¦c usuni¦cie wektorów odstaj¡cych oraz wektorów brzegowych, a jedyn¡ warto±ci¡
nastawn¡ jest k (autor zaleca k = 3). Dziaªanie algorytm przedstawia schemat (1).

6.1.2 Mody�kacje algorytmu ENN
Mody�kacj¡ algorytmu ENN jest metoda RENN (ang. repeated ENN), gdzie algorytm
ENN jest wielokrotnie powtarzany a» do momentu, w którym »aden z wektorów nie jest
ju» usuwany w wyniku dziaªania algorytmu ENN (schemat (2)). Kolejn¡ mody�kacj¡
jest algorytm All k-NN, gdzie porównywane s¡ wyniki dla ró»nych warto±ci parametru
k. Obydwie te metody zostaªy zaproponowane przez Tomeka i opisane w [166].

6.1.3 Metoda kondensacyjna CNN
Algorytm CNN (ang. condensed nearest neighbor rule) jest pierwsz¡ metod¡
kondensacyjn¡ zaproponowan¡ przez Harta [71] w 1967 roku. Metoda ta nale»y do
grupy przyrostowych. Rozpoczyna ona od losowo wybranego wektora jako prototypu
P, nast¦pnie w p¦tli klasy�kuje pozostaªe przypadki i je»eli który± zostaje bª¦dnie
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Schemat 1 Schemat algorytmu ENN
Require: T

m ← sizeof(T);
remi ← 0;
for i = 1 . . . m do

C̄(xi) =k-NN((T \ xi),xi);
if C(xi) 6= C̄(xi) then

remi = 1;
end if

end for
for i = 1 . . . m do
if remi == 1 then

T = T \ xi

end if
end for
return P

Schemat 2 Schemat algorytmu RENN
Require: T flaga ← true
while falga do

flaga ← false
P̄ =ENN(P,T)
if P̄ 6= P then

flaga ← true
end if

end while
return P

sklasy�kowany przez aktualny zbiór prototypów jest on do niego dodawany P = P ∪ x.
Procedura ta jest powtarzana a» wszystkie wektory zostaj¡ sklasy�kowane poprawnie.
Wynikiem dziaªania CNN jest maªa liczba wektorów referencyjnych, mniejsza ni» w
algorytmach z serii ENN. Wad¡ tego rozwi¡zania jest jednak wyst¦powanie wszystkich
wektorów odstaj¡cych i brzegowych, co nie wpªywa na popraw¦ generalizacji modelu
wynikowego. Inn¡ wad¡ rozwi¡zania CNN jest losowa inicjalizacja algorytmu. Powoduje
to, »e wielokrotny start mo»e prowadzi¢ do nieporównywalnych zbiorów wynikowych,
na co równie» wpªywa losowa kolejno±¢ prezentacji wektorów podczas procesu uczenia.
Dziaªanie algorytmu przedstawia schemat (3).

6.1.4 Metody redukcyjne RNN oraz DROP1-5
Gates zaproponowaª algorytm RNN (ang. reduced nearest neighbor rule), którego
zasada dziaªania jest równie» podobna do CNN, z t¡ jednak ró»nic¡, »e jest to
algorytm nale»¡cy do grupy redukcyjnych. Rozpoczyna on od peªnego zbioru wektorów
referencyjnych P = T i usuwa nieu»yteczne wektory ze zbioru P. Kryterium u»ytym
przez Gatesa jest nie pogarszanie wyników klasy�kacji zbioru T. Algorytm ten jest
niestety obliczeniowo bardziej kosztowny ni» CNN w procesie uczenia, jednak»e jego
wynikiem jest mniejszy rozmiar P, co przynosi wymierne korzy±ci w procesie klasy�kacji
przypadków testowych. Inn¡ zalet¡ tego algorytmu jest usuwanie wektorów odstaj¡cych,
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Schemat 3 Schemat algorytmu CNN
Require: T

m ← sizeof(T)
p1 ← x1

flaga ← true
while �aga do

flaga ← false
for i = 1 . . . m do

C̄(xi) =k-NN(P,xi)
if C̄(xi) 6= C(xi) then

P ← P ∪ xi;
T ← T \ xi

flaga ← true
end if

end for
end while
return P

a wynikowy zbiór prototypów stanowi zbiór wektorów brzegowych stanowi¡cych,
le»¡cych bezpo±rednio blisko granicy.
Algorytm DROP stanowi natomiast grup¦ metod, za± ich nazwa pochodzi od rozwini¦cia
skrótu decremental reduction optimization procedure i jest rozwini¦ciem metod RT1-3
(ang. reduction technique) zaproponowanych przez Wilsona i Martineza [185, 184].
Pierwszy z algorytmów - Drop1 jest bardzo podobny do algorytmu RNN z t¡ ró»nic¡,
i» dokªadno±¢ jest walidowana na zbiorze P w zamian za T, jak to miaªo miejsce w
oryginale. Algorytm ten usuwa zarazem wektory odstaj¡ce, jak i szum - jednak wad¡
tego rozwi¡zania byªa mo»liwo±¢ usuwania caªych klastrów danych lub w skrajnych
przypadkach caªych klas. Dlatego te» autorzy zaproponowali mody�kacj¦ nazwan¡
Drop2, która porz¡dkowaªa kolejno±¢ prezentacji wektorów w zale»no±ci od odlegªo±ci
do najbli»szego wroga (najbli»szego wektora z przeciwn¡ etykiet¡ klasy) oraz wrócili do
walidacji dokªadno±ci algorytmu realizowanej na peªnym zbiorze treningowym T.
W metodzie Drop3 Wilson i Martinez zastosowali dodatkowo �ltr poprzedzaj¡cy proces
kondensacji danych w postaci algorytmu ENN. Dzi¦ki takiemu rozwi¡zaniu zredukowana
zostaªa liczba prototypów oraz zmniejszono tendencj¦ do przeuczania sie systemu.
Kolejny algorytm Drop4 dodatkowo poprawiaª zdolno±ci generalizacji modelu poprzez
mody�kacj¦ algorytmu ENN tak, by sprawdzaª czy �ltracja danego wektora nie wpªynie
negatywnie na klasy�kacj¦ pozostaªych przypadków. Ostatni z algorytmów Drop5 jest
bardzo podobny do algorytmu Drop2 z t¡ jednak ró»nic¡, i» zamieniona zostaªa strategia
porz¡dkowania wektorów od najbli»szego przeciwnika do najdalszego. Taka strategia
spowodowaªa wygªadzenie granicy decyzji, usuwaj¡c w pierwszej kolejno±ci wektory
le»¡ce bezpo±rednio na granicy pomi¦dzy klasami.

6.1.5 Metody GE oraz RNG
Obydwa algorytmy stanowi¡ rozwini¦cie metod kondensacji danych pozostawiaj¡c
jedynie wektory aktywnie tworz¡ce granic¦ decyzji pomi¦dzy klasami. Bazuj¡ one na
diagramach Voronoi, które jednoznacznie de�niuj¡ granic¦ pomi¦dzy poszczególnymi
prototypami. Obydwa te algorytmy wybieraj¡ jedynie te wektory, które s¡siaduj¡ w
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sensie Voronoi z wektorami z przeciwnych klas, dzi¦ki czemu granica decyzji pozostaje
niezmieniona w stosunku do oryginalnego algorytmu 1NN.
Gªównym problemem wyst¦puj¡cym przy wykorzystaniu diagramów Voronoi jest
zªo»ono±¢ obliczeniowa. Algorytmy GE (ang. gabriel editing) ma zªo»ono±¢ rz¦du O(n3)
i bazuje na sprawdzeniu dla ka»dej pary zbioru prototypów pa i pb zale»no±ci (6.1).

∀
a 6=b 6=c

D2(pa,pb) > D2(pa,pc) + D2(pb,pc) (6.1)

Podobnie algorytm RNG (ang. relative neighborhood graph) [10] dla ka»dej pary
wektorów pa oraz pb posªuguje si¦ zale»no±ci¡ (6.2).

∀
a6=b6=c

D(pa,pb) ≥ max(D(pa,pc), D(pb,pc)) (6.2)

6.1.6 Metoda IBL
IBL (ang. instance base learning) [2] stanowi ogólne podej±cie do problemu eksploracji
danych skªadaj¡ce si¦ z pi¦ciu ró»nych metod. IB1 jest metod¡ bazow¡ b¦d¡c¡ podstaw¡
do dalszych rozwi¡za«. Jest to algorytm k-NN, w którym zaimplementowano narz¦dzia
do analizy brakuj¡cych warto±ci oraz jako wst¦pne przetwarzanie danych dodano moduª
normalizacji atrybutów ci¡gªych. W algorytmie IB2 (bazuj¡c na IB1) zastosowano
podobne podej±cie do CNN z t¡ jednak ró»nic¡, »e realizowane jest pojedyncze przej±cie
przez zbiór danych treningowych. Kolejn¡ mody�kacj¡ jest algorytm IB3, b¦d¡cy
równie» algorytmem przyrostowym jak IB2 - jednak»e zastosowano w nim zasad¦
�zaczekaj i sprawd¹� (ang. wait and see), aby wyznaczy¢ zbiór wektorów, które b¦d¡
gwarantowaªy poprawn¡ klasy�kacj¦ i które nale»y zachowa¢ jako prototypy P. W celu
wyznaczenia akceptowalnych przypadków referencyjnych w algorytmie IB3 posªu»ono
si¦ przedziaªem ufno±ci zde�niowanym jako:

ACup|low =
p + z2

/
2n± z

√
p(1− p)/n + z2/4n2

1 + z2/n
(6.3)

gdzie p oznacza prawdopodobie«stwo sukcesu w n próbach, natomiast z jest poziomem
ufno±ci.
Wg. zaªo»e« algorytmu prototyp jest akceptowalny, je»eli dolna granica jego dokªadno±ci
(z poziomem ufno±ci 0.9) jest wi¦ksza ni» górna granica cz¦sto±ci wyst¦powania jego
klasy oraz prototyp jest usuwany, je»eli górna granica jego dokªadno±ci jest ni»sza (ze
wspóªczynnikiem ufno±ci 0.7) ni» dolna granica cz¦sto±ci wyst¦powania jego klasy.
Dokªadna analiza algorytmów IB1-3 dokonana przez autora D.Aha wskazaªa na maª¡
dokªadno±¢ uzyskiwan¡ przy analizie danych zawieraj¡cych du»¡ liczb¦ cech, dlatego
te» autor zaproponowaª dodatkowe dwa algorytmy IB4 oraz IB5 maj¡ce rozwi¡za¢ ten
problem.
Ogólne podej±cie IBL rozwijane przez Aha znalazªo szerokie zainteresowanie równie»
w±ród innych autorów i doczekaªo si¦ wielu mody�kacji, w tym zaproponowany przez
Wilsonsa i Martineza algorytm Integrated Instance-Based Learning [182], gdzie autorzy
dodali narz¦dzia automatycznego doboru parametrów i wa»enia decyzji lub podej±cie
Hullermeier, gdzie w oryginalnym algorytmie wykorzystano teori¦ posybilistyczn¡ (ang.
possibilistic theory) [75]
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6.1.7 Metody selekcji losowej, genetycznej i ewolucyjnej
Du»a grupa metod selekcji prototypów bazuje na metodach stochastycznego
przeszukiwania, czego najprostszym przykªadem s¡ algorytmy selekcji losowej i Monte
Carlo [107, 101, 160, 137] wyst¦puj¡ce w dwóch typowych formach. Obydwie formy
bazuj¡ na sko«czonej liczbie iteracji z , w których niezale»nie losowanych jest l
prototypów, a jako funkcja celu u»ywany jest bª¡d klasy�kacji klasy�katora k-NN(zwykle
k = 1).
Typowe podej±cia do problemu losowania determinuj¡ce wspomniane dwie formy mo»na
opisa¢ jako:

• prototypy losowane jednocze±nie z caªego zbioru treningowego (schemat (4))

• prototypy losowane niezale»nie z ka»dej z klas z osobna, co determinuje konieczno±¢
okre±lenia l1..c niezale»nych warto±ci liczby prototypów osobno dla ka»dej klasy
(schemat (5))

Schemat 4 Algorytm Monte Carlo w wersji typu 1
Require: T, l, maxit
for i = 1 . . . maxit do

tP ← Rand(T, l)
tacc ← Acc(1NN(tP,T))
if tacc > acc then

acc ← tacc
P ← tP

end if
end for
return P

Schemat 5 Algorytm Monte Carlo w wersji typu 2
Require: T, l, maxit
for i = 1 . . . maxit do

tP = ∅
for j = 1 . . . c do

tP ← tP ∪Rand(TCj
, lj)

end for
tacc ← Acc(1NN(tP,T))
if tacc > acc then

acc ← tacc
P ← tP

end if
end for
return P

Innym przykªadem metod stochastycznych jest algorytm Random Mutation Hill
Climbing zaproponowany przez Skala [160]. W podej±ciu tym ka»dy prototyp
zakodowany jest w postaci podªa«cuchów binarnych o dªugo±ci log2 m, a caªkowita
dªugo±¢ ªa«cuch binarnego dla l prototypów wynosi wi¦c l log2 n. Podczas ka»dej iteracji
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algorytmu wspinaczki nast¦puje permutacja jednego bitu. Wynikiem dziaªania jest wi¦c
zbiór bitów reprezentuj¡cy l prototypów daj¡cy najwi¦ksze dopasowanie, de�niowane
jako dokªadno±¢ klasy�katora 1NN. Uproszczon¡ budow¦ algorytmu przedstawia
schemat (6).

Schemat 6 Schemat algorytmu RMHC
Require: T, l, maxit

m ← sizeof(T)
st ← Bin(l log2 m)
SetBit()
for i = 1 . . . maxit do

tBP ← GetProto(T, st)
tacc ← Acc(1NN(tBP,T))
if tacc > acc then

acc ← tacc
P ← tBP

end if
st ← PermuteBit(st)

end for
return P

Problemem selekcji prototypów metodami genetycznymi i ewolucyjnymi zajmowaªo
si¦ wielu autorów, gdzie na uwag¦ zasªuguje Keel Project, na którego stronach
internetowych [92] mo»na znale¹¢ du»¡ rodzin¦ wspomnianych metod. Zagadnienie
to byªo równie» poruszane w pracach Kunchevy m.in. [107], gdzie badania autorki
wskazuj¡, i» w problemach analizy maªych zbiorów danych proste metody selekcji losowej
przewy»szaj¡ dokªadno±ci¡ bardziej zaawansowane metody genetyczne.

6.1.8 Encoding Length
Bardzo ciekawym rozwi¡zaniem selekcji wektorów referencyjnych jest algorytm
zaproponowany przez Cameron Jonesa [23]. Prace tego autora skoncentrowane byªy na
poprawieniu algorytmu Ahy IB3 oraz Skali Random Mutation Hill Climbing (RMHC)
w skrócie opisane w rozdziale 6.1.7 przy wykorzystaniu heurystyki Encoding Length
Heuristic (ELH) - szczegóªy heurystyki zostaªy opisane w rozdziale 6.5. Heurystyka ELH
zostaªa tutaj u»yta jako funkcja dopasowania, która ª¡czy w sobie dokªadno±¢ klasy�kacji
z liczb¡ prototypów. Gªówn¡ baz¡ algorytmu byªa metoda IB3, gdzie po wst¦pnej
selekcji zbiór P byª oczyszczany metodami zachªannego przeszukiwania wykorzystuj¡c
ELH do oceny prototypów, tak by zbiór wynikowy zawieraª jedynie istotne wektory
prototypowe (algorytm nazwany Pre/All, zwany równie» przez Wilsona i Martineza
ELGrow). Inn¡ mody�kacj¡ byª algorytm Explore rozszerzaj¡cy Pre/All poprzez RMHC
jako ko«cowy etap przetwarzania.
Na uwag¦ zasªuguje fakt, i» metoda ta przez wielu autorów [184, 23, 82] byªa oceniana
jako jedna z najlepszych, gwarantuj¡c bardzo maªy zbiór prototypów z maksymalnie
du»¡ dokªadno±ci¡ klasy�kacji.
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6.2 Metody klasteryzacji w poszukiwaniu prototypów
Powszechnie stosowanymi metodami znajdywania wektorów referencyjnych
opisywanymi mi¦dzy innymi [107, 25, 101, 17, 42, 137] s¡ ró»ne metody analizy
skupie« zwane równie» metodami klasteryzacji. W odró»nieniu od metod selekcji
prototypów opisanych w poprzednim rozdziale 6.1, metody klasteryzacji znajduj¡
prototypy nie b¦d¡ce przypadkami wektorów zbioru treningowego.
Grupowanie danych jest du»¡ niezale»n¡ dziedzin¡ rodziny problemów inteligencji
obliczeniowej, ª¡cz¡c¡ ró»ne podej±cia do problemu klasteryzacji. Ogólnie metody te
mo»na podzieli¢ na kilka grup:

• Modele Gaussowskie

• Metody rozmytej i posibilstycznej klasteryzacji

• Sieci neuronowe (Samoorganizuj¡ce si¦ mapy Kohonena)

• Metody hierarchiczne

Modele Gaussowskie wywodz¡ si¦ z ogólnej probabilistycznej teorii Bayesa i nale»¡ do
grupy metod parametrycznej estymacji rozkªadów prawdopodobie«stwa. Najcz¦±ciej
stosowanym rozwi¡zaniem jest tutaj odwzorowywanie rozkªadu danych (ich rozkªadu
prawdopodobie«stwa p(x)) przy pomocy kombinacji ro»nych rozkªadów normalnych
[61, 173].
Alternatywnym rozwi¡zaniem równie cz¦sto spotykanym s¡ metody bazuj¡ce na teorii
zbiorów rozmytych oraz teorii posibilistycznej. Najlepszym przykªadem tych metod
jest rozmyty algorytm C-±rednich (ang. fuzzy C-means - FCM) oraz posibilistyczny
algorytm C-±rednich (Possibilistic C-means - PCM) [147, 73]. Obydwa te algorytmy w
wersjach podstawowych szukaj¡ zbiorowisk danych poprzez kombinacje Gaussowskich
funkcji przynale»no±ci pokrywaj¡cych ka»dy z atrybutów. Porównanie wy»ej opisanych
metod klasteryzacji zawarte w pracy Fenga [63] wskazuje, i» rezultaty uzyskane z obydwu
rodzin metod (rozmytych i probabilistycznych) daj¡ porównywalne rezultaty, za± wad¡
obydwu metod jest problem inicjalizacji algorytmów.
Innym powszechnie stosowanym narz¦dziem pozwalaj¡cym na poszukiwanie zgrupowa«
danych s¡ metody kwantyzacji wektorów (ang. vector quantization - VQ) lub
samoorganizuj¡ce si¦ sieci Kohonena (ang. self organizing maps - SOM) [98] nale»¡ce
do rodziny sieci neuronowych. Obydwie grupy metod bazuj¡ na zasadach �zwyci¦zca
bierze wszystko� (ang. winner takes all - WTA) lub zwyci¦zca bierze wi¦kszo±¢ (ang.
winner takes most WTM) [133]. Przydatno±¢ obydwu opisanych metod do problemu
uczenia klasy�katora k-NNbyªa testowana m.in. przez Kuncheve i Bezdeka [8] daj¡c
wyniki porównywalne z innymi metodami selekcji prototypów.
Ostatni¡ grup¦ metod klasteryzacji stanowi¡ metody hierarchiczne, które posiadaj¡
bardzo istotn¡ cech¦, gwarantuj¡c¡ jednoznaczno±¢ rozwi¡zania. Metody hierarchiczne
bazuj¡ na budowie drzewa - dendogramów, ª¡cz¡c stopniowo le»¡ce najbli»ej siebie
wektory w jeden klaster. Problem ª¡czenia wektorów w klastry jest w opisywanej
metodzie niezale»n¡ kwesti¡ wpªywaj¡c¡ na ksztaªt uzyskanych zbiorowisk. Metody
hierarchiczne byªy jednymi z pierwszych metod poszukiwania prototypów, czego
przykªadem mo»e by¢ algorytm Changa [25] z 1974 roku. Metoda ta rozpoczynaªa
od peªnego zbioru prototypów P = T i iteracyjnie ª¡czyªa pary najbli»ej siebie le»¡cych
wektorów z P zamieniaj¡c je pojedynczym przypadkiem wyznaczanym jako wa»ona
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±rednia lub jak w zmody�kowanym algorytmie Changa (ang. modi�ed chang method -
MCA) wyznaczaj¡c poªo»enie zwykª¡ ±redni¡. Algorytm Changa byª rozwijany równie»
przez innych, czego wynikiem byª uogólniony algorytm Changa (ang. generalized MCA)
wykorzystuj¡cy prawdziwy aglomeracyjny algorytm hierarchicznego grupowania [121].
P¦kalska i inni w [137], jak równie» Kunchewa [101, 103] przedstawiaj¡ dwa ró»ne
podej±cia do znajdowania prototypów przy wykorzystaniu ogólnych metod klasteryzacji
- grupowanie danych caªego zbioru treningowego z pomini¦ciem informacji o klasach
nazywane równie» klasteryzacj¡ z powtórnym etykietowaniem (ang. clustering and
relabeling) oraz klasteryzacj¡ ka»dej z klas niezale»nie. Kunchewa w [106] nazywa
równie» wspomniane metody odpowiednio metodami uczenia nadzorowanego �nalnego
(ang. post-supervised) i uczenia nadzorowanego poprzedzaj¡cego (ang. pre-supervised).
Pierwsza z metod mo»e zosta¢ przedstawiona jak na schemacie (7). gdzie krok 4

Schemat 7 Metoda klasteryzacji z powtórnym etykietowaniem
Require: T, l
Ensure: l > c

Cl ← Cluster(T, l)
P ← ∅
for i=1. . . l do

pi ← mean(cli)
C(pi) ← arg max(C(cli))
P ← P ∪ pi

end for
return P

mo»e w zale»no±ci od wybranego rozwi¡zanie zosta¢ zrealizowany jako etykietowanie
ostre lub rozmyte. W etykietowaniu ostrym klasa, do której nale»y prototyp okre±lana
jest jako pojedyncza warto±¢ uzyskana poprzez wi¦kszo±ciowe gªosowanie wszystkich
wektorów nale»¡cych do danego klastra. W podej±ciu drugim - rozmytym etykietowaniu
- ka»dy prototyp zwi¡zany jest z ka»d¡ z klas c poprzez odpowiedni wektor wag
w = [w1, w2, . . . , wc], w którym wi jest wag¡ i-tej klasy. Wagi dla poszczególnych klas
s¡ z reguªy de�niowane jako m

lj
ci/m

lj ,gdzie m
lj
ci oznacza liczb¦ wektorów znajduj¡cych

si¦ w klastrze lj przypisanych do ci, a mlj jest caªkowit¡ liczb¡ wektorów zawartych
w klastrze lj. Przedstawione rozmyte rozwi¡zanie ma pewn¡ istotn¡ wad¦ zwi¡zan¡
ze zªo»ono±ci¡ procesu wnioskowania, co w znaczny sposób redukuje transparentno±¢
systemu ograniczaj¡c u»yteczno±¢ tej metody w systemach reguª prototypowych.
Druga metoda niezale»nej klasteryzacji jest du»o bardziej praktyczna, upraszczaj¡c
proces wnioskowania, cz¦sto równie» gwarantuj¡c wi¦ksz¡ dokªadno±¢ systemu.
Algorytm tej metody przedstawia schemat (8)

Wad¡ wykorzystania klasteryzacji do pozyskania prototypów jest, podobnie jak w
przypadku cz¦±ci metod stochastycznych, konieczno±¢ okre±lenia liczby prototypów.
Problem ten jest niezmiernie istotny i w znacz¡cy sposób wpªywa na przejrzysto±¢
zbudowanego modelu. W szczególno±ci dotyczy przypadku niezale»nego grupowania,
gdy» wymaga okre±lenia c niezale»nych parametrów osobno dla ka»dej z klas. Kwestia
optymalizacji liczby prototypów zostaªa opisana w rozdziale 6.5. Ogólnie jednak nale»y
zauwa»y¢ bardzo dobre wyniki uzyskiwane z opisanych metod, charakteryzuj¡ce si¦
oczekiwanym balansem pomi¦dzy dokªadno±ci¡ a liczb¡ prototypów. Bardzo cz¦stym
rozwi¡zaniem jest równie» stosowanie metod klasteryzacji jako wst¦pnej inicjalizacji
poprzedzaj¡cej nadzorowan¡ optymalizacj¦ poªo»enia prototypów. Przykªadowe wyniki
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Schemat 8 Metoda niezale»nego grupowania klas
Require: T, l

P ← ∅
for i=1. . . c do

Cl ← Cluster(TCi
, li)

p ← mean(Cli)
C(p) ← i
P ← P ∪ p

end for
return P

porównawcze mo»na znale¹¢ w [17].

6.3 Nowa metoda poszukiwania prototypów
bazuj¡ca na warunkowym grupowaniu
danych

Wyznaczanie poªo»enia prototypów poprzez klasyczne metody klasteryzacji pomija
spor¡ cz¦±¢ informacji o wzajemnym poªo»eniu klas, co w znacznym stopniu ogranicza
mo»liwo±ci uzyskanego klasy�katora, zmniejszaj¡c zarówno jego zdolno±¢ uogólniania,
jak i transparentno±¢. Analiza poªo»enia prototypów wskazuje, i» cz¦stym rezultatem
jest nadmiarowa liczba wektorów, które nie bior¡ udziaªu w procesie klasy�kacji.
Przykªadem tego jest rys.(6.1a), gdzie jeden z prototypów jest bezu»yteczny, nie
wpªywaj¡c na wynik klasy�kacji. Cz¦±ciowym rozwi¡zaniem takiego problemu mog¡
by¢ metody bazuj¡ce na diagramach Voronoi (jak GE lub RNG [82] ) usuwaj¡ce zb¦dne
prototypy. Innym rozwi¡zaniem s¡ tutaj metody semi-nadzorowanej klasteryzacji,
charakteryzuj¡ce si¦ mo»liwo±ci¡ wykorzystania informacji o wzgl¦dnym rozkªadzie klas
(rys.(6.1b)). Ogólna grupa metod klasteryzacji warunkowej wykorzystuje zewn¦trzn¡
zmienn¡ zde�niowan¡ dla ka»dego wektora wej±ciowego, tworz¡c tak zwany kontekst
grupowania opisuj¡cy siª¦ oddziaªywania pomi¦dzy wektorem wej±ciowym a pewnym
zewn¦trznym parametrem. Warunkowe (kontekstowe) grupowanie byªo rozwijane przez
wielu autorów w tym m.in. przez W. Pedrycza [136, 135] i J. �¦skiego [114, 115],
a znalazªo zastosowanie równie» w problemach uczenia radialnych sieci neuronowych
[134].
Rozwi¡zanie wykorzystuj¡ce warunkow¡ klasteryzacj¦ do poszukiwania prototypów
dla systemów reguª prototypowych zostaªo zaproponowane przez autora i innych w
[17] i bazuje na algorytmie warunkowego rozmytego grupowania c-±rednich (ang.
Conditional Fuzzy C-means - CFCM). Jednak, co nale»y podkre±li¢ mo»e zosta¢ równie»
wykorzystane do dowolnej innej metody realizuj¡cej kontekstowe grupowanie danych.

6.3.1 Algorytm warunkowego rozmytego grupowania c-±rednich
Jedn¡ z podstawowych metod kontekstowego grupowania danych jest algorytm
warunkowego rozmytego grupowania c-±rednich (ang. conditional fuzzy C-means
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(a) Selekcja prototypów algorytmem FCM
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(b) Selekcja prototypów algorytmem CFCM

Rysunek 6.1: Porównanie wyników selekcji prototypów metodami grupowania typu
FCM oraz CFCM

CFCM), który bazuje na minimalizacji funkcji kosztu zde�niowanej jako (6.4).

Jj(U,P) =
li∑

i=1

mj∑

k=1

(uik)
p ‖xk − pi‖2

A (6.4)

gdzie lj oznacza liczb¦ klastrów (prototypów) wyznaczonych dla danej klasy j, mj to
liczba wektorów treningowych z tej klasy (m =

∑
j mj), c to caªkowita liczba klas, p > 1

to parametr okre±laj¡cy stopie« rozmycia, za± U = (uik) jest macierz¡ o rozmiarach
c ×mj, której elementy uik ∈ [0, 1] okre±laj¡ stopie« przynale»no±ci k-tego wektora do
i-tego klastra. Aby rozwi¡za¢ tak zde�niowan¡ funkcj¦ kosztu konieczne jest by macierz
U speªniaªa trzy kryteria:
1o ka»dy wektor xk przynale»y do i-tego klastra w stopniu z przedziaªu [0,1]:

∀
1≤i≤c

∀
1≤k≤m

uik ∈ [0, 1] (6.5)

2o suma stopni przynale»no±ci k-tego wektora xk do wszystkich klastrów równa jest
warto±ci kontekstu fk

∀
1≤k≤m

c∑

i=1

uik = fk (6.6)

3o »aden klaster nie jest pusty

∀
1≤i≤c

0 <
m∑

k=1

uik < m (6.7)

Przedstawiona funkcja celu (6.4) z uwzgl¦dnieniem opisanych warunków jest iteracyjnie
minimalizowana zgodnie z formuªami (6.8) (6.9):

∀
1≤i≤c

pi =
m∑

k=1

(uik)
pxk

[
m∑

k=1

(uik)
p

]−1

(6.8)
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∀
1≤i≤c
1≤k≤m

uik = fk




c∑

j=1

(‖xk − pi‖
‖xk − pj‖

)2/(p−1)


−1

(6.9)

6.3.2 Kontekst grupowania
W metodach prototypowych bazuj¡cych na algorytmie k-NNnajlepszymi wektorami
referencyjnymi P s¡ wektory le»¡ce w pobli»u granicy mi¦dzy klasami, dzi¦ki czemu
mo»liwe jest zbudowanie optymalnej granicy decyzji z minimaln¡ liczb¡ prototypów.
Zaªo»enie to prowadzi do wniosku, i» algorytm grupowania powinien by¢ skoncentrowany
na klasteryzacji podprzestrzeni le»¡cej w pobli»u granicy mi¦dzyklasowej. Wymagane
jest wi¦c stworzenie takiej warto±ci fk, która speªni powy»sze wymagania.
Mo»liwym rozwi¡zaniem, opisanym przez autora w [17] jest zale»no±¢ (6.10)

wk =
∑

j,C(xj)=C(xk)

‖xk − xj‖2


 ∑

l,C(xl) 6=C(xk)

‖xk − xl‖2



−1

(6.10)

gdzie uzyskana warto±¢ parametru wk wymaga normalizacji, aby rezultat byª okre±lony
w przedziale [0,1] (6.11)

wk =
(
w−

k min
k

(wk)
)(

max
k

(wk)−min
k

(wk)
)−1

(6.11)

Parametr wk okre±la zatem poªo»enie wektora wzgl¦dem jego s¡siadów i po
znormalizowaniu przyjmuje warto±ci bliskie 0 dla wektorów treningowych w pobli»u
du»ych jednorodnych ±rodków klas, za± bliskie 1 dla wektorów xk le»¡cych daleko od
przedstawicieli tej samej klasy, lecz blisko wektorów klasy przeciwnej. Innymi sªowy
du»e warto±ci wk odpowiadaj¡ poªo»eniu w pobli»u granicy, a maksymalne wyst¦puj¡
dla wektorów odstaj¡cych.
Tak zde�niowany znormalizowany parametr xk wymaga �ltracji okre±laj¡cej interesuj¡cy
nas obszar klasteryzacji, stanowi¡cy kontekst grupowania dla algorytmu CFCM.
Filtracja jest cz¦sto interpretowana równie» jako przypisywanie rozmytej warto±ci
lingwistycznej do zmiennej wk w znaczeniu zbiorów rozmytych. W metodzie opisanej
przez autora u»yto �ltra Gaussowskiego (6.12)

fk = exp

(−(wk − µ)2

σ2

)
(6.12)

gdzie parametr µ okre±la poªo»enie przestrzeni klasteryzacji, za± σ to szeroko±¢ tego
obszaru.
Przeprowadzone badania wskazaªy, i» najlepszymi warto±ciami �ltra s¡ µ = 0.6 − 0.8 i
σ = 0.6−0.9, determinuj¡c poprawne dziaªanie algorytmu dla szerokiej skali problemów.

6.4 Optymalizacja poªo»enia prototypów
Nadzorowana optymalizacja poªo»enia prototypów dla reguª prototypowych
klasy�katora k-NNjest istotnym elementem procesu uczenia. Standardowe metody
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selekcji, jak i optymalizacji z wykorzystaniem algorytmów grupowania nie s¡ w stanie
uzyska¢ tak optymalnego poªo»enia prototypów, jakie mo»liwe jest do uzyskania
z wykorzystaniem w peªni nadzorowanej optymalizacji gradientowej dobieraj¡cej
poªo»enie prototypów tak by zminimalizowa¢ pewn¡ funkcj¦ kosztu, najcz¦±ciej
przedstawian¡ jako bª¡d klasy�kacji. Najpowszechniej stosowanym rozwi¡zaniem jest
tu grupa algorytmów Learning Vector Quantization (LVQ) zaproponowanych przez
Kohonena [98].
Algorytm LVQ nale»y do grupy metod sieci neuronowych i ma istotn¡ wad¦ (podobnie
jak wi¦kszo±¢ metod sieci neuronowych) - jest bardzo czuªy na inicjalizacj¦ wag, w tym
przypadku rozumian¡ jako inicjalizacj¦ poªo»enia prototypów. Wada ta istotnie wpªywa
na powtarzalno±¢ uzyskiwanych rezultatów, dlatego te» bardzo dobr¡ praktyk¡ metod
LVQ jest inicjalizacja poªo»enia prototypów poprzez metody selekcji lub klasteryzacji
danych. Takie rozwi¡zanie byªo analizowane m.in. przez Jankowskiego i Grochowskiego
w [83], daj¡c bardzo dobre rezultaty. Inn¡ istotn¡ wad¡ oryginalnego algorytmu
LVQ jest brak zdolno±ci okre±lania optymalnej liczby prototypów, co poci¡ga za sob¡
konsekwencje manualnego okre±lania liczby neuronów (prototypów).
Klasyczny algorytm LVQ bazuje na zasadzie �zwyci¦zca bierze wszystko� i wykorzystuje
metod¦ optymalizacji zbli»on¡ do gradientowej, gdy» optymalizowana funkcja celu jest
nieci¡gªa. Podstawowy algorytm LVQ doczekaª si¦ wielu mody�kacji - sam Kohonen
zaproponowaª cztery wersje algorytmu oznaczone LVQ1, LVQ2 (LVQ2.1), LVQ3 oraz
OLVQ, a w literaturze spotyka¢ mo»na szereg innych wersji dziaªaj¡cych w trybie
wsadowym (ang. batch) lub ci¡gªym (ang. online), uwzgl¦dniaj¡cych wa»enie cech oraz
szereg innych wªa±ciwo±ci [85, 86, 87, 88, 24].

6.4.1 Algorytmy rodziny LVQ
LVQ1 jest algorytmem bazowym dla caªej grupy, który iteracyjnie optymalizuje
poªo»enie wektorów referencyjnych, zwanych równie» wektorami koduj¡cymi (ang.
codebook vectors).
Proces uczenia mo»e przebiega¢ w dwóch trybach: wsadowym, gdy aktualizacja
wektorów koduj¡cych odbywa si¦ po prezentacji caªego zbioru ucz¡cego oraz w trybie
ci¡gªym, gdy po prezentacji pojedynczego wektora treningowego nast¦puje mody�kacja
poªo»enia najbli»szego prototypu zgodnie z formuª¡ (6.13).

pi (z + 1) = pi (z)− α (z) (xj − pi (z))
pi (z + 1) = pi (z) + α (z) (xj − pi (z))

(6.13)

i = arg min
a=1...l

(‖xj − pa‖) (6.14)

gdzie i oznacza najbli»szy prototyp do j-tego wektora trenuj¡cego x wedªug zale»no±ci
(6.14), α (i) jest wspóªczynnikiem uczenia - monotonicznie malej¡c¡ funkcj¡ przyjmuj¡c¡
warto±ci pomi¦dzy [0, 1], a z oznacza aktualn¡ iteracj¦.
Przeprowadzona w ramach prac innych badaczy analiza porównawcza oraz wyniki
eksperymentów wskazuj¡, i» uczenie w trybie ci¡gªym jest bardziej stabilne i mniej
odporne na wektory odstaj¡ce [133].

LVQ 2 (2.1) jest bardziej zaawansowanym algorytmem, który optymalizuje
jednocze±nie dwa wektory koduj¡ce z przeciwnych klas, le»¡ce najbli»ej danego wektora
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treningowego. Je»eli w bezpo±rednim s¡siedztwie danego wektora treningowego obydwa
najbli»sze prototypy s¡ z tej samej klasy, algorytm pozostawia je bez zmian. Mody�kacja
poªo»enia prototypów odbywa si¦ zgodnie z procedur¡ LVQ1, jednak»e mody�kacja
obydwu prototypów naraz prowadzi do uzyskania lokalnej optymalno±ci w sensie
Bayesowskim.
Algorytm LVQ2.1 posiada drobn¡ mody�kacj¦ w stosunku do swego poprzednika,
polegaj¡c¡ na uwzgl¦dnieniu tylko takich wektorów x, które tra�aj¡ do okna o wzgl¦dnej
szeroko±ci w zde�niowanego jako (6.15).

min

(
d1

d2

,
d2

d1

)
> s ; s =

1− w

1 + w
(6.15)

gdzie d1 i d2 oznaczaj¡ odlegªo±ci pomi¦dzy wektorem x a dwoma najbli»szymi
prototypami p. W praktycznych zastosowaniach algorytmu LVQ2.x stosuje si¦
przetwarzanie kaskadowe, gdzie dziaªanie tej metody poprzedzone jest optymalizacj¡
zrealizowan¡ w oparciu o LVQ1.

LVQ3 jest kolejnym rozszerzeniem metod rodziny LVQ, w którym analizowana jest
sytuacja wyst¡pienia dwóch najbli»szych prototypów do danego wektora treningowego,
wszystkich o jednakowych etykietach. Proces adaptacji poªo»enia prototypów odbywa
si¦ wówczas wedªug zale»no±ci (6.16).

pi (z + 1) = pi (z) + εα (z) (xj − pi (z)) (6.16)

gdzie ε jest staª¡ zale»n¡ od szeroko±ci okna w, która przyjmuje warto±ci pomi¦dzy 0.1 a
0.5. Rezultatem, a zarazem celem algorytmu LVQ3 jest zapewnienie nie tylko poprawnej
klasy�kacji danych, ale równie» odtworzenie rozkªadu punktów w klasach.

OLVQ1 jest ostatnim algorytmem z serii podstawowych metod zaproponowanych
przez Kohonena. Mody�kacja zaproponowana w tej metodzie polega na uniezale»nieniu
wspóªczynnika uczenia osobno dla ka»dego z prototypów - zale»no±¢ (6.17). Wedªug
zaªo»e«, taka mody�kacja powinna prowadzi¢ do przyspieszenia zbie»no±ci algorytmu.

pi (z + 1) = pi (z)− αi (z) (xj − pi (z))
pi (z + 1) = pi (z) + αi (z) (xj − pi (z))

(6.17)

Odpowiednio αi (z) oznacza wspóªczynnik uczenia przypisany do i-tego wektora
koduj¡cego w iteracji z.

6.4.2 Mody�kacje algorytmów LVQ
LVQ-TC jest metod¡ zaproponowan¡ przez Ordorico w [131], w której mody�kacja
poªo»enia prototypu zale»y nie tylko od wzajemnej odlegªo±ci pomi¦dzy prototypem
a wektorem treningowym, ale równie» od historii prototypu. Wedªug autora, historia
prototypu de�niowana jest jako niezale»na dla ka»dego z wektorów referencyjnych liczba
mody�kacji jego poªo»enia, okre±laj¡ca osobno ilo±¢ nagród i kar. Ostateczna posta¢
mody�kacji prototypu przybiera wówczas form¦ (6.18).

pi (z + 1) = pi (z) +
α (z)∑

qi

(xj − pi (z)) (6.18)
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gdzie ∑
qi oznacza ilo±¢ mody�kacji i-tego prototypu (suma wszystkich mody�kacji

i-tego wektora ; qi = [q1, q2, . . . , qc]
T jest liczba mody�kacji zrealizowanych poprzez

wektory z k-tej klasy). Jednocze±nie autor zaproponowaª kryterium oczyszczaj¡ce -
usuwaj¡ce zb¦dne prototypy, porównuj¡c liczb¦ mody�kacji qi ze staª¡ Q, okre±laj¡c¡
minimaln¡ liczb¦ mody�kacji. Je»eli prototyp nie byª dostatecznie cz¦sto mody�kowany
jest on usuwany. Kolejnym rozszerzeniem algorytmu jest powtórne etykietowanie
wyst¦puj¡ce w sytuacji, gdy prototyp i byª w wi¦kszo±ci mody�kowany przez wektory z
klasy k i je»eli k > Q - wówczas prototypowi takiemu przypisywana jest etykieta z klasy
k, a on sam umiejscawiany jest w ±rodku wektorów z klasy k, które wpªywaªy na jego
przesuni¦cie.

Algorytm DSM (ang. decision surface mapping) [8] jest prost¡ mody�kacj¡
algorytmu LVQ, w której poªo»enie prototypu jest mody�kowane jedynie poprzez
naªo»enie kary. Innymi sªowy autorzy Geva and Sitte sugeruj¡, by na zmian¦ poªo»enia
prototypu wpªywaªy jedynie wektory bª¦dnie klasy�kowane. DSM cz¦sto prowadzi
do lepszych rezultatów klasy�kacji ni» tradycyjny algorytm LVQ, jednak»e metoda ta
wydaje si¦ by¢ mniej stabilna.
W przedstawionych wynikach rozprawy u»yto kolejnej mody�kacji, w której zostaªy
okre±lone dwa niezale»ne wspóªczynniki uczenia osobno dla nagradzania i karania, dzi¦ki
czemu mo»liwe staªo si¦ uzyskanie kompromisu pomi¦dzy stabilno±ci¡ a dokªadno±ci¡
klasy�kacji. Najcz¦±ciej przyj¦t¡ zale»no±ci¡ pomi¦dzy wspóªczynnikiem kary a nagrody
jest αkary = 2αnagrody

Dynamic LVQ [7] charakteryzuje si¦ mo»liwo±ci¡ automatycznego doboru liczby
prototypów. Algorytm realizowany jest w dwóch krokach, w pierwszym uruchamiany
jest klasyczny algorytm LVQ, za± w drugim dodawany jest nowy prototyp. Obydwa te
kroki wykonywane s¡ do momentu zatrzymania opadania funkcji kosztu (de�niowanej
jako liczba bª¦dów). Ka»dy nowy prototyp umiejscawiany jest w obszarze Voronoi,
wynikaj¡cym z obecnego rozkªadu prototypów, w którym rejestrowana jest najwi¦ksza
liczba bª¦dów. Poªo»enie nowego prototypu wyznaczane jest wówczas jako ±rednia
bª¦dnie klasy�kowanych wektorów nale»¡cych do tego obszaru Voronoi pochodz¡cych
z klasy Ci (6.19).

p =
1

hCi

hCi∑

k=1

xk (6.19)

gdzie hCi
to liczba bª¦dnie klasy�kowanych wektorów z klasy Ci.

Jako ostatni krok uruchamiany jest algorytm oczyszczania usuwaj¡cy te prototypy, które
nie bior¡ udziaªu w klasy�kacji.

6.5 Wyznaczanie optymalnej liczby
prototypów

W systemach reguª prototypowych przejrzysto±¢ modelu jest uzyskiwana m.in. poprzez
mo»liwie jak najmniejsz¡ liczb¦ prototypów. Jednak»e proces selekcji lub ekstrakcji
prototypów wymaga optymalizacji wielokryterialnej, gdzie niezb¦dny jest kompromis
pomi¦dzy dokªadno±ci¡ modelu a liczb¡ prototypów oraz liczb¡ cech. Typowy proces
wyznaczania poªo»enia prototypów dla reguª prototypowych typu k-NNjest szeregowym
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procesem przetwarzania o dwóch lub trzech krokach. W pierwszym etapie wyznaczane
jest wst¦pne poªo»enie prototypów, jako rezultat systemów selekcji lub klasteryzacji.
Nast¦pnie, w kroku drugim poªo»enie prototypów podlega optymalizacji by zwi¦kszy¢
zdolno±¢ dyskryminacji klas. Krok trzeci, nie zawsze stosowany, sªu»y oczyszczeniu
zbioru prototypów poprzez usuni¦cie zb¦dnych wektorów referencyjnych nie bior¡cych
udziaªu w klasy�kacji. Ostatni etap realizowany jest zwykle metodami kondensacji
danych (CNN, RNN) lub metodami bazuj¡cymi na diagramach Voronoi (GE, RNG)[82],
w taki sposób by usun¡¢ wektory wewn¦trzne-redundantne.
Cz¦±¢ z metod redukcji zbioru wektorów referencyjnych pozwala na automatyczny
dobór ich liczby. Dla szeregu jednak metod bazuj¡cych na grupowaniu, algorytmach
genetycznych czy te» metodach optymalizacji niezb¦dne jest manualne okre±lenie liczby
wektorów prototypowych.
Niektóre metody selekcji prototypów bazuj¡ce na algorytmach genetycznych posiadaj¡
tak skonstruowan¡ funkcj¦ celu, która zawiera informacj¦ o jako±ci klasy�kacji
w stosunku do liczby wektorów referencyjnych, pozwalaj¡c jednocze±nie na ich
automatyczny dobór. Podobnie cz¦sto stosowan¡ praktyk¡ w przypadku niezale»nej
klasteryzacji klas jest wykorzystanie metody optymalizacji doboru liczby klastrów,
opisywane mi¦dzy innymi w pracy St¡por [164] oraz Bischopa [14]. Jednak
rezultaty uzyskiwane t¡ drog¡ s¡ dalekie od optymalnych. Powodem tego jest
brak bezpo±redniej korelacji jako±ci grupowania oraz dokªadno±ci klasy�kacji, czego
przykªadem mo»e by¢ rys.(6.1). Dlatego te» w zagadnieniu tym stosowane s¡ algorytmy
przeszukiwania. Najcz¦±ciej problem ten dotyczy metod, w których konieczna jest
równolegªa optymalizacja liczby prototypów dla ka»dej z klas z osobna.
Pewn¡ alternatyw¡ optymalizacji liczby prototypów jest zaproponowany przez
autora algorytm wy±cigu (ang. racing algorithm) [17] pozwalaj¡cy na wielokrotne
przyspieszenie optymalizacji liczby prototypów, przy mo»liwym minimalnym spadku
jako±ci klasy�kacji.
Osobnym, acz bardzo istotnym problemem jest walidacja modelu zabezpieczaj¡ca
przed przeuczeniem. Cz¦±ciowo realizuje si¦ to poprzez metody statystycznej kontroli
zªo»ono±ci lub wery�kacj¦ w oparciu o walidacj¦ krzy»ow¡ - dokªadniej temat ten b¦dzie
analizowany w rozdziale 8.

6.5.1 Algorytmy przeszukiwania
Typowe algorytmy przeszukiwania mo»na podzieli¢ na tzw. nienadzorowane, ±lepe
metody przeszukiwania (jak metody szukania wszerz lub wgª¡b) oraz metody
nadzorowane, heurystyczne (jak przeszukiwanie metod¡ wspinaczki, wi¡zk¡ lub inne).
Zagadnienie optymalizacji liczby prototypów jest typowym problemem optymalizacji
heurystycznej, czego przykªadem mo»e by¢ praca [8].
Najcz¦±ciej stosowanym rozwi¡zaniem jest algorytm wspinaczki (ang. hill-climbing),
którego zastosowanie do optymalizacji liczby prototypów mo»na przedstawi¢ w postaci
schematu (9), gdzie PNN(l) to prototypowy algorytm k-NNo l prototypach, a
V alidate(M,T) to funkcja waliduj¡ca model M w oparciu o zbiór T.

Metoda ta niestety nie gwarantuje znalezienia globalnego optymalnego rozwi¡zania,
jednak»e ze wzgl¦du na du»¡ prostot¦ i szybko±¢ jest powszechnie stosowana.
Metoda przeszukiwania wi¡zk¡ jest równie» cz¦sto stosowana, pozwalaj¡c na peªniejsze
przeszukanie, co pozwala cz¦sto na uzyskiwanie lepszych rezultatów oraz unikni¦cie
ekstremów lokalnych. Jej wad¡ jest jednak du»o wi¦kszy nakªad obliczeniowy oraz
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Schemat 9 Optymalizacja liczby prototypów metod¡ wspinaczki
Require: T, l
Ensure: l ← [1, 1, . . . , 1]

acc ← V alidate(Pk-NN(l),T)
flaga ← true
tlb ← l
while flaga do

flaga ← false
for i=1. . . c do

tlai ← li + 1
tacc ← V alidate(PNN(tla),T)
if tacc>acc then

flaga ← true
acc ← tacc
tlb ← tla

end if
end for
l ← tlb

end while
return l

wi¦ksze zapotrzebowanie na zasoby systemowe, co dla du»ych problemów badawczych
stanowi powa»ne ograniczenie.

6.5.2 Nowy algorytm wy±cigu optymalizacji liczby prototypów
Wad¡ algorytmów szukania jest konieczno±¢ przechodzenia poszczególnych stanów w
gra�e, co znacz¡co wpªywa i determinuje koszt nakªadu obliczeniowego. Najprostsz¡
wi¦c metod¡ redukcji zªo»ono±ci obliczeniowej jest takie sformuªowanie problemu, które
redukuje liczb¦ w¦zªów lub pozwala na przeszukanie drzewa pomijaj¡c pewn¡ liczb¦
w¦zªów i przeszukuj¡c tylko te, które rokuj¡ najlepsz¡ popraw¦ funkcji celu. Algorytmu
wspinaczki w procesie optymalizacji liczby wektorów referencyjnych wymaga dla ka»dego
ze stanów wykonania c (gdzie c oznacza liczb¦ klas) procesów uczenia algorytmu
bazowego (np. CFCM+LVQ) podczas, gdy dla algorytm wy±cigu wymagane jest
pojedyncze wywoªanie uczenia.
Wªasno±¢ t¦ osi¡gni¦to bazuj¡c na obserwacji, i» w algorytmach selekcji prototypów
widoczna jest tendencja, w której dokªadno±¢ klasy�kacji pojedynczej klasy wpªywa
na caªkowit¡ dokªadno±¢ klasy�kacji. Na tej podstawie mo»na wi¦c wysnu¢ wniosek,
»e maksymalizacja poprawy caªkowitej dokªadno±ci klasy�kacji mo»liwa jest do
osi¡gni¦cia poprzez popraw¦ dokªadno±ci najgorzej klasy�kowanej klasy. Zaªo»enia takie
realizowane s¡ przez algorytm wy±cigu (ang. racing algorithm) - schemat (10), gdzie
nowy prototyp dodawany jest do klasy o najgorszej dokªadno±ci klasy�kacji. Iteracyjne
dodawanie nowego prototypu do klasy o najwi¦kszym bª¦dzie (Cerr

i ) powoduje wi¦c
wzrost jej dokªadno±ci klasy�kacji, co z kolei podnosi caªkowit¡ zdolno±¢ dyskryminacji
systemu. Przeprowadzone badania wskazuj¡ jednak, »e w pewnych wyj¡tkowych
sytuacjach uzyskane rozwi¡zania mog¡ by¢ nieoptymalne i dodanie nowego prototypu
do danej klasy mo»e nawet obni»y¢ caªkowit¡ dokªadno±¢ klasy�kacji. Zjawisko
takie wyst¦puje, gdy dodawanie nowego prototypu nie powoduje wzrostu dokªadno±ci
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klasy�kacji danej klasy, co mo»e wyst¦powa¢ np. w przypadku klasycznych metod
grupowania danych. Jednak zastosowanie algorytmu wy±cigu wraz z grupowaniem
warunkowym (CFCM) prowadzi do bardzo dobrych rezultatów, co dowodz¡ wyniki
przedstawione w rozprawie. Powodem tego jest fakt, i» ka»dy nowo dodany wektor
referencyjny bierze istotny udziaª w procesie klasy�kacji, poprawiaj¡c dokªadno±¢
klasy�kacji klasy, do której prototyp zostaª dodany.
W algorytmie tym bª¡d klasy�kacji klasy Cerr

i jest niezale»nie od funkcji
optymalizowanej. Zarówno dla dokªadno±ci opisanej wyra»eniami (2.1), jak i (2.2) wybór
klasy do której prototyp nale»y doda¢ okre±lany jest jako maksymalny bª¡d wyra»ony
Cerr

i =
merr

i

mi
, gdzie mi jest liczb¡ wektorów w klasie i, a merr

i to liczba bª¦dów w tej klasie.
Ocena bª¦du klasy�kacji najcz¦±ciej dokonywana jest w procesie walidacji krzy»owej.
Kolejn¡ korzy±ci¡ algorytmu wy±cigu jest omijanie ekstremów lokalnych. Typowe,

Schemat 10 Optymalizacja liczby prototypów algorytmem wy±cigu
Require: T, l, maxit
Ensure: l ← [1, 1, . . . , 1]

acc ← 0
tl ← l
for i = 1 . . . maxit do

tacc, Cerr ← V alidate(PNN(tl),T)
id ← arg max(Cerr)
tlid ← tlid + 1
if tacc > acc then

acc ← tacc
l ← tl

end if
end for
l ← tlb
return l

proste metody przeszukiwania jak algorytm wspinaczki ko«cz¡ proces optymalizacji po
osi¡gni¦ciu pierwszego ekstremum, czyli w sytuacji gdy zwi¦kszenie liczby prototypów
w dowolnej z klas nie powoduje zwi¦kszenia dokªadno±ci klasy�kacji. Algorytm wy±cigu
omija to ograniczenie, gdy» ka»dorazowo dodaje nowy prototyp do gorzej klasy�kowanej
klasy.

6.5.3 Funkcje kryterialne
Klasyczna funkcja kryterialna
Najprostsz¡ i najcz¦±ciej stosowan¡ funkcj¡ kryterialn¡ w metodach przeszukiwania oraz
wy±cigu jest dokªadno±¢ (2.1) oraz dokªadno±¢ zbalansowana (2.2). Niestety powa»n¡
wad¡ tak zde�niowanej funkcji celu jest brak informacji o stopniu skomplikowania oraz
zªo»ono±ci modelu. Mo»e to prowadzi¢ do niepotrzebnego wzrostu liczby prototypów,
co negatywnie wpªywa na zdolno±ci interpretacji uzyskanych reguª.

Funkcje kryterialne uwzgl¦dniaj¡ce liczb¦ prototypów
Alternatywnym i bardzo prostym rozwi¡zaniem pozbawionym powy»szej sªabo±ci, a
uwzgl¦dniaj¡cym liczb¦ prototypów jest propozycja Kunchevy [107]. Metoda ta polega
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na liniowej kombinacji bª¦du klasy�kacji oraz wzgl¦dnej liczby prototypów (6.20).

J(P) = (1− Acc) + α
l

m
(6.20)

gdzie α jest wspóªczynnikiem balansu pomi¦dzy liczb¡ prototypów a dokªadno±ci¡
klasy�kacji. Wi¦ksza warto±¢ α zwi¦ksza koszt zwi¡zany z liczb¡ prototypów,
ograniczaj¡c tym samym wpªyw dokªadno±ci klasy�kacji, za± dla α = 0 uzyskiwana
jest klasyczna posta¢ funkcji kosztu jako jedynie dokªadno±¢ klasy�kacji.
Inn¡ mo»liwo±ci¡ de�nicji funkcji kosztu, która w wi¦kszym stopniu d¡»y do kompromisu
pomi¦dzy liczb¡ prototypów a dokªadno±ci¡ klasy�kacji jest (6.21)

J(P) = (1− Acc)2 +

(
α

l

m

)2

(6.21)

Dzi¦ki takiemu zapisowi powierzchnia rozwi¡za« jest wypukªa, co powoduje, »e skrajne
przypadki w których bardzo du»a liczba prototypów daje niewielki wzrost dokªadno±ci
lub bardzo maªa liczba prototypów daj¡ca du»y bª¡d s¡ karane, a znajdywane
rozwi¡zanie to ±rednia liczba prototypów przy ±rednio maªym bª¦dzie klasy�kacji.

Statystyczne metody oceny zªo»ono±ci
Interesuj¡c¡ funkcj¦ kosztu do optymalizacji dokªadno±ci i liczby prototypów
zaproponowaª w swojej pracy Cameron-Jones w [23]. Funkcja ta bazuje na wska¹niku
teorioinformacyjnym - na zasadzie minimalnej dªugo±ci kodu lub bardziej precyzyjnie
na heurystyce encoding length. Zaproponowana funkcja przyjmuje posta¢ (6.22)

J(m, l, merr) = F (l, m) + l log2(c) + F (merr, m− l) + merr log2(c− 1) (6.22)

gdzie F (l, m) jest kosztem kodowania l wektorów przez m instancji.

F (l, m) = log∗



l∑

j=0

m!

j!(m− j)!


 (6.23)

gdzie log∗ jest sum¡ dodatnich czynników log2. Przedstawiona funkcja celu zostaªa
u»yta m.in. w algorytmie RMHC (ang. random mutation hill climbing) z bardzo
dobrymi rezultatami, uzyskuj¡c bardzo dobr¡ dokªadno±¢ przy jednoczesnej maªej liczbie
prototypów.
Innym spotykanym rozwi¡zaniem jest minimalizacja ryzyka strukturalnego (ang.
structural risk minimization, SRM) [170] bazuj¡ca na wymiarze VC. Przykªadowe
rozwi¡zanie uwzgl¦dniaj¡ce SRM do optymalizacji zostaªo opisane w [33].

6.6 Porównanie metod selekcji prototypów
Niezmiernie istotn¡ kwesti¡ jest wybór spo±ród du»ej grupy przedstawionych powy»ej
metod, tych które w najwi¦kszym stopniu speªniaj¡ kryteria stawiane systemom
reguª prototypowych. Od algorytmów wymagane jest wi¦c uzyskanie maksymalnej
zdolno±¢ generalizacji przy minimalnej liczbie prototypów. W tym celu dokonano
porównania metod selekcji i optymalizacji prototypów na realnych zbiorach danych,
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których opis mo»na znale¹¢ w rozdziale 12. W przeprowadzonych testach porównano
powszechnie znane metody opisane w literaturze z zaproponowanym przez autora
algorytmem wykorzystuj¡cym par¦ - warunkowe rozmyte grupowanie danych wraz z
algorytmem LVQ o niesymetrycznych wspóªczynnikach nagrody i kary (CFCM+LVQ).
Dodatkowo dla algorytmu CFCM+LVQ zamieszczono wyniki dla dwóch metody doboru
liczby prototypów bazuj¡cych na algorytmie przeszukiwania (s-CFCM+LVQ) oraz
opracowanym przez autora algorytmem wy±cigu (rCFCM+LVQ). Wyniki porównania
przedstawiono w tabeli (6.1). Do realizacji porównania wykorzystano wyniki
prac Jankowskiego oraz Grochowskiego [82, 67] jak równie» obliczenia wªasne z
wykorzystaniem pakietów GhostMiner [84] oraz stworzonego przez autora systemu
SBPS. Zamieszczone w tabeli wyniki s¡ ±redni¡ dokªadno±ci¡ oraz odchyleniem
standartowym jak równie» ±redni¡ wzgl¦dn¡ liczb¡ prototypów uzyskanymi z
dziesi¦ciokrotnego testu krzy»owego. W tabeli

6.7 Podsumowanie wyników
Uzyskane wyniki porównawcze wskazuj¡ na du»¡ skuteczno±¢ grupy algorytmów
bazuj¡cych na metodzie dªugo±ci kodowania (ang. encoding length), do której nale»¡
ELGrow oraz Explore - tym samym uwydatnia si¦ ich przydatno±¢ do realizacji systemów
reguª prototypowych typu k-NN. Szczególnie dobre rezultaty uzyskano algorytmem
Explore, który obok maªej liczby prototypów charakteryzowaª si¦ du»¡ dokªadno±ci¡.
Natomiast metody ENN, RENN, AllKNN oraz CNN cechowaªy si¦ bardzo du»¡ liczb¡
wyznaczonych wektorów referencyjnych, co negatywnie wpªywa na zdolno±¢ interpretacji
uzyskanych rezultatów. Podobne wnioski dotycz¡ metod GE oraz RNGE, które w
porównaniu z metodami ELGrow i Explore nadal osi¡gaj¡ niezadawalaj¡c¡ liczb¦
wyznaczonych prototypów. W porównaniu do innych metod stosunkowo dobre rezultaty
uzyskano dla metod z rodziny DROP1-5 oraz algorytmu IB3. Dodatkowym atutem tych
metod jak i wspomnianych wy»ej jest wybór wektorów b¦d¡cych realnymi przypadkami
zbioru treningowego.
Cz¦±¢ algorytmów z uwagi na brak wbudowanych metod optymalizacji liczby prototypów
(LVQ, RMHC, MC1) posiadaªa na staªe zde�niowan¡ liczb¦ prototypów równ¡ 1 na
klas¦. W przypadku tych metod najlepsze rezultaty osi¡gn¡ª algorytm LVQ, do wad
którego nale»y fakt, i» znalezione prototypy nie s¡ wektorami zbioru treningowego.
Podobny problemy dotycz¡ równie» zaproponowanych w pracy algorytmów CFCM
oraz CFCM+LVQ. Nale»y jednak podkre±li¢ ich du»¡ skuteczno±¢. Zarówno sam
algorytm wykorzystuj¡cy grupowanie danych CFCM, jak i jego mody�kacja ª¡cz¡ca
warunkowe grupowanie danych z algorytmem LVQ (CFCM+LVQ) wykazaªy bardzo
du»¡ skuteczno±¢, co wi¦cej dla wi¦kszo±ci zbiorów uzyskaªy najlepsze rezultaty. W
przypadku obydwu algorytmów liczba prototypów wyznaczana byªa dwoma ró»nymi
metodami (wspinaczki i wy±cigu) celem ich wzajemnego porównania. Uzyskane rezultaty
s¡ podobne, jednak widoczna jest niewielka przewag¡ ±redniej dokªadno±ci klasy�kacji
algorytmu wy±cigu (r_CFCM+LVQ). Zostaªo to jednak okupione ±rednio wi¦ksz¡ liczb¡
prototypów oraz wi¦kszym rozrzutem ich liczby w poszczególnych walidacjach.
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Dane: Wyrostek robaczkowy Rak piersi Choroby w¡troby
Metoda l/m 1-NN l/m 1-NN l/m 1-NN
l = m 100.0 ± 0.0 83.00 ± 84.41 100.0 ± 0.0 94.86 ± 4.16 100.0 ± 0.0 62.29 ± 6.37
ENN 84.65 ± 1.70 89.03 ± 7.84 96.26 ± 0.35 96.65 ± 2.28 64.80 ± 2.08 58.91 ± 9.06
RENN 84.62 ± 1.71 88.35 ± 8.74 95.85 ± 0.39 96.57 ± 2.06 56.59 ± 2.54 58.90 ± 10.28
AllKNN 75.38 ± 2.22 87.65 ± 8.54 92.71 ± 0.63 96.80 ± 2.21 35.05 ± 11.22 60.63 ± 12.42
CNN 39.42 ± 3.09 71.67 ± 13.52 10.92 ± 0.81 91.25 ± 3.25 63.80 ± 1.13 61.73 ± 8.72
DROP1 5.88 ± 1.83 78.02 ± 22.16 1.47 ± 0.57 87.56 ± 15.27 9.79 ± 4.05 60.36 ± 11.78
DROP2 7.24 ± 1.63 83.70 ± 12.02 3.34 ± 0.79 94.61 ± 2.87 25.60 ± 1.54 60.31 ± 5.04
DROP3 7.09 ± 1.24 85.95 ± 9.39 3.00 ± 0.64 96.08 ± 2.35 18.78 ± 2.64 63.77 ± 10.57
DROP4 7.28 ± 1.37 86.02 ± 10.26 3.32 ± 0.70 95.75 ± 2.69 25.35 ± 1.82 60.58 ± 5.56
DROP5 7.59 ± 1.05 87.25 ± 9.06 4.5 ± 0.90 95.14 ± 2.43 25.31 ± 3.35 64.34 ± 4.28
GE 43.56 ± 2.97 76.29 ± 12.70 46.79 ± 3.71 94.93 ± 2.50 83.38 ± 1.39 60.82 ± 6.42
RNGE 36.95 ± 3.10 78.12 ± 11.78 10.79 ± 0.71 95.42 ± 2.04 75.17 ± 1.04 61.45 ± 4.02
IB3 4.539 ± 2.46 79.30 ± 14.11 4.27 ± 0.67 96.14 ± 2.52 11.11 ± 1.66 58.51 ± 5.79
ELH 15.33 ± 4.55 87.58 ± 11.85 3.19 ± 0.66 91.66 ± 4.53 47.34 ± 4.95 62.65 ± 8.97
ELGrow 1.42 ± 0.62 80.67 ± 8.82 0.32 ± 0.0 92.16 ± 4.11 0.32 ± 0.00 57.98 ± 0.89
Explore 1.63 ± 0.58 81.89 ± 8.35 0.32 ± 0.0 95.13 ± 2.56 0.45 ± 0.17 57.38 ± 2.27
LVQ 2.1 ± 0.01 85.28 ± 10.40 0.32 ± 0.0 92.86 ± 2.69 0.64 ± 0.0 64.34 ± 6.97
RMHC 2.1 ± 0.01 85.12 ± 9.01 0.32 ± 0.0 96.39 ± 2.05 0.64 ± 0.0 55.37 ± 6.94
CFCM 2.1 ± 0.00 81.06 ± 17.54 0.37 ± 0.08 97.37 ± 1.78 0.81 ± 0.35 57.08 ± 5.74
r-CFCM+LVQ 2.1 ± 0.00 86.61 ± 13.32 0.5 ± 0.05 97.66 ± 1.83 0.74 ± 0.16 65.55 ± 6.48
s-CFCM+LVQ 1.88 ± 0.00 84.70 ± 16.20 0.366 ± 0.16 96.36 ± 2.74 0.86 ± 0.29 65.82 ± 2.74
Dane: Choroby serca Cukrzyca Irysy
Metoda l/m 1-NN l/m 1-NN l/m 1-NN
l = m 100.0 ± 0.0 74.39 ± 7.55 100.00 ± 0.0 69.95 ± 4.54 100.00 ± 0.00 96.28 ± 4.62
ENN 80.31 ± 1.24 79.61 ± 7.59 73.15 ± 0.99 74.88 ± 4.24 95.51 ± 0.87 94.88 ± 4.80
RENN 76.94 ± 1.42 79.27 ± 6.85 69.18 ± 1.14 74.50 ± 3.94 95.10 ± 0.81 95.16 ± 4.59
AllKNN 62.72 ± 1.86 78.48 ± 7.25 54.28 ± 1.16 74.41 ± 4.60 92.31 ± 1.11 94.94 ± 5.12
CNN 42.73 ± 2.07 70.9 ± 7.11 50.53 ± 1.32 64.24 ± 5.75 16.50 ± 2.28 90.93 ± 6.78
DROP1 4.95 ± 2.21 67.45 ± 10.93 6.76 ± 1.53 64.27 ± 6.62 5.49 ± 0.83 90.29 ± 7.26
DROP2 15.91 ± 2.76 76.95 ± 7.93 17.84 ± 1.69 69.75 ± 5.18 11.94 ± 1.62 93.53 ± 5.41
DROP3 12.46 ± 2.31 77.76 ± 7.51 12.99 ± 1.38 72.58 ± 4.68 11.96 ± 1.53 93.79 ± 5.76
DROP4 15.43 ± 2.47 77.87 ± 7.00 17.77 ± 1.92 72.30 ± 4.94 12.19 ± 1.47 93.32 ± 5.45
DROP5 16.52 ± 2.49 77.31 ± 6.97 18.99 ± 1.80 70.52 ± 4.61 9.99 ± 2.12 93.96 ± 5.56
GE 99.07 ± 0.58 76.33 ± 7.45 67.85 ± 1.27 64.17 ± 5.03 66.60 ± 2.00 94.69 ± 5.25
RNGE 55.17 ± 1.73 74.08 ± 8.6 59.50 ± 1.05 67.23 ± 4.99 23.29 ± 1.39 92.90 ± 5.59
IB3 11.16 ± 1.90 76.86 ± 7.15 7.82 ± 0.97 69.12 ± 4.99 18.07 ± 5.45 94.04 ± 6.35
ELH 17.02 ± 2.72 72.31 ± 8.08 22.21 ± 2.05 67.33 ± 4.75 9.64 ± 1.95 92.24 ± 5.68
ELGrow 0.73 ± 0.09 73.1 ± 8.31 0.32 ± 0.15 69.26 ± 6.22 2.05 ± 0.41 88.92 ± 7.31
Explore 0.73 ± 0.00 80.08 ± 7.2 0.32 ± 0.10 72.45 ± 5.62 1.95 ± 0.39 95.38 ± 4.41
LVQ 0.73 ± 0.0 80.86 ± 7.02 0.29 ± 0.0 72.52 ± 4.40 1.87 ± 0.0 90.56 ± 7.11
MC1 0.73 ± 0.0 79.0 ± 8.03 0.29 ± 0.0 69.78 ± 4.98 1.87 ± 0.0 89.63 ± 7.95
RMHC 0.73 ± 0.0 79.03 ± 6.29 0.29 ± 0.0 70.09 ± 5.70 1.87 ± 0.0 89.53 ± 7.70
CFCM 0.9 ± 0.19 83.47 ± 6.74 0.29 ± 0.0 73.32 ± 6.14 4.37 ± 1.02 95.33 ± 6.36
r-CFCM+LVQ 0.97 ± 0.4 83.12 ± 5.85 0.51 ± 0.23 75.52 ± 3.53 4.13 ± 0.69 96.00 ± 5.62
s-CFCM+LVQ 0.84 ± 0.29 73.05 ± 8.67 0.32 ± 0.09 7683 ± 4.90 2.60 ± 0.37 92.67 ± 5.84

Tablica 6.1: Wyniki porównawcze ró»nych metod selekcji prototypów
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Rozdziaª 7

Selekcja prototypów dla reguª
prototypowych progowych

7.1 Wst¦p
Reguªy prototypowe progowe (PTR), w odró»nieniu od reguª najbli»szego s¡siada
k-NNpokrywaj¡ przestrze« danych wej±ciowych zbiorem wypukªych ograniczonych
funkcji, bazuj¡cych na podobie«stwie w oparciu o zale»no±¢ D(x,p) < Θ, gdzie
Θ to warto±¢ progu, a p to poªo»enie prototypu. Taki zapis funkcji decyzyjnej
pozwala na du»¡ ªatwo±¢ interpretacji rezultatów klasy�kacji, de�niuj¡c w przestrzeni
wej±ciowej podprzestrzenie o okre±lonej etykiecie klasy wyj±ciowej, podobnie do
systemów klasycznych reguª ostrych. PTR, w zale»no±ci od doboru funkcji odlegªo±ci,
pozwalaj¡ na wi¦ksz¡ elastyczno±¢ w dopasowywaniu reguª do danych - mo»liwe nawet
jest uzyskanie granicy decyzyjnej podobnej do wyników reguª k-NNczy te» granicy
liniowej, je»eli wektor prototypowy p odsuni¦ty jest daleko w przestrzeni wej±ciowej -
mo»na to zapisa¢ jako pi → inf - wówczas granic¦ tak¡ mo»na traktowa¢ jako odcinkowo
liniow¡ lub je»eli macierz wag W wa»onej funkcji odlegªo±ci D(p,x;W) przyjmuj¡
proporcjonalnie du»e warto±ci dla odpowiednich skªadowych.
Z uwagi na ªatwo±¢ interpretacji po»¡dane jest, aby warto±¢ wyj±ciowa pojedynczej
reguªy decydowaªa o wyj±ciu caªo±ci systemu reguªowego. Dlatego te» do realizacji PTR
stosowane s¡ trzy ró»ne algorytmy:

• Ograniczonej energii Kulomba (ang. restricted coulomb energy, RCE)

• Heterogeniczne drzewa decyzji (ang. heterogeneous decision trees, HDT)

• Uporz¡dkowana lista reguª prototypowych progowych (ang. ordered prototype
threshold decision list, OPTDL)

7.2 Algorytm RCE
Najprostszym algorytmem, którego mo»na u»y¢ jako narz¦dzia do uzyskiwania reguª
prototypowych progowych, jest algorytm RCE [61] zaproponowany przez Reilly'ea,
Coopera oraz Erlbauma. RCE w odró»nieniu od k-NNzamiast doboru warto±ci k okre±la
promie« lub próg r u»ywany do predykcji. Sam algorytm jest bardzo prosty i mo»na go
przedstawi¢ w postaci schematów (11) oraz (12) .
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Schemat 11 Algorytm RCE, funkcja ucz¡ca
Require: T, λ, ε

m ← sizeof(T)
for i = 1 . . . m do

thi ← min
C(x′)6=C(pi)

(D(pi,x
′)) {znajd¹ najbli»szego wroga do pi}

thi ← min(thi − ε, λ)
end for
P ← [T, th]
return P

Schemat 12 Algorytm RCE, funkcja testuj¡ca
Require: x, P

m ← sizeof(P)
for i = 1 . . . m do

P′ = find (D(x,pi) < thi) {Znajd¹ wszystkie prototypy zawieraj¡ce x}
C(x) = max hist(P′) {Gªosuj po±ród P′ na etykiet¦ klasy dla wektora x}

end for

return C(x)

Wprzedstawionym algorytmie ka»dy prototyp ma wyznaczon¡ warto±¢ progu wedªug
zale»no±ci: Je»eli r′ < D(p,xe) to r = r′ w przeciwnym razie r = D(p,xe) gdzie r′ jest
staª¡ okre±laj¡c¡ maksymaln¡ warto±¢ progu okre±lan¡ przez u»ytkownika, a D(p,xe)
jest odlegªo±ci¡ pomi¦dzy wektorem prototypowym p, a jego najbli»szym wrogiem xe

(wektorem z przeciwnej klasy). Proces klasy�kacji polega za± na gªosowaniu wszystkich
prototypów, które aktywowane s¡ przez wektor testowy C(x) = max hist

i
(
∑

(D(p,x) <

r&C(p) = Ci)). W praktyce jednak powy»szy algorytm jest rzadko stosowany do
ekstrakcji reguª ze wzgl¦du na du»¡ liczb¦ prototypów P = T co zmniejsza przejrzysto±¢
systemu. Jednak algorytm ten podobnie jak k-NNstanowi punkt wyj±cia dla du»ej grupy
innych metod.

7.3 Heterogeniczne drzewa decyzji
Standardowe drzewa decyzji, jak C4.5 [143], CART [22] lub drzewo SSV [65] u»ywaj¡
jedynie pojedynczego typu testu w celu podziaªu danych o postaci: T (xi < Θ),
który dzieli przestrze« wej±ciow¡ w zale»no±ci od warto±ci cechy xi na dwie lub wi¦cej
gaª¦zi, pozwalaj¡c na uzyskanie zestawu reguª ostrych. Heterogeniczne drzewa decyzji
przedstawione i opisane w [66], u»ywaj¡ co najmniej dwóch jako±ciowo ró»nych typów
testów. Dodanie nowego typu testu T (D(x,pk) < Θk) bazuj¡cego na podobie«stwie
do prototypów powoduje utworzenie zestawu reguª prototypowych progowych, czyli
lokalnych podziaªów - podprzestrzeni (dla odlegªo±ci Euklidesa przyjmuj¡cych ksztaªt
hipersfer). Proces tworzenia takiego drzewa w najprostszym przypadku zakªada,
»e wszystkie wektory treningowe s¡ traktowane jako prototypy, czego wynikiem jest
kwadratowa macierz odlegªo±ci D(pi,pj) o wymiarze m×m, gdzie m jest liczb¡ wektorów
zbioru treningowego. W kolejnych etapach tworzenia drzewa nast¦puje wybieranie
tylko tych prototypów jako w¦zªów, które maksymalizuj¡ dan¡ funkcj¦ kryterialn¡,
a» do uzyskania maksymalnej dokªadno±ci klasy�kacji. Miar¡ odlegªo±ci mog¡ by¢
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tutaj dowolne funkcje mierz¡ce odlegªo±¢ lub podobie«stwo jak np. Gaussowskie
funkcje j¡drowe. Istotn¡ cech¡ drzew heterogenicznych jest kombinacja tradycyjnych
podziaªów hiperpªaszczyznami prostopadªymi do wybranych atrybutów przestrzeni
wej±ciowej (reguªy ostre) oraz sferycznych, lokalnych podziaªów wynikaj¡cych z
ksztaªtu funkcji odlegªo±ci (reguªy prototypowe). Takie rozwi¡zania b¦d¡ce kombinacj¡
reguª klasycznych - ostrych oraz prototypowych prowadz¡ do bardzo interesuj¡cych
rezultatów. Cho¢ proces poszukiwania odpowiednich prototypów staje si¦ tutaj bardzo
kosztowny, o zªo»ono±ci O(m2) to korzy±ci s¡ imponuj¡ce - pozwalaj¡c przykªadowo
na uzyskanie na zbiorze Wisconsin Breast Cancer dokªadno±ci rz¦du 97.3% przy
najprostszym mo»liwym opisie danych w postaci pojedynczej regule progowej [66].

7.4 Uporz¡dkowana lista reguª
prototypowych progowych

Rezultatem dziaªania heterogenicznych drzew decyzji jest hierarchiczna struktura
drzewiasta uzyskanych reguª. Alternatyw¡ pozwalaj¡c¡ na ªatwiejsz¡ interpretacj¦
wyników jest pªaska lista reguª pokrywaj¡cych dane. Taka lista uzyskiwana jest poprzez
zaproponowany przez autora w pracach [19, 15] algorytm OPTDL. W odró»nieniu
od algorytmu HDT, OPTDL tworzy jedynie reguªy prototypowe progowe. Dlatego
te» rezultatem dziaªania tego algorytmu jest zbiór reguª prototypowych progowych w
postaci zbioru prototypów, odpowiedniej metryki odlegªo±ci oraz przypisanej ka»demu
prototypowi warto±ci progu Θ. Ze wzgl¦du na maksymalizacj¦ zdolno±ci generalizacji,
algorytm dopuszcza mo»liwo±¢ wzajemnego nakrywania si¦ reguª, dlatego te» tworzona
lista reguª jest uporz¡dkowana. Do tworzenia reguª w algorytmie zastosowano kryteria
stosowane w drzewach decyzji typu indeks Gini, zysk informacyjny (ang. information
gain), wzgl¦dny zysk informacyjny (ang. information gain ratio) czy te» kryterium
SSV. Metoda OPTDL jest zbli»ona do metod sekwencyjnego pokrywania, stopniowo
pokrywaj¡c przestrze« danych reguªami prototyp-próg, zaczynaj¡c od najbardziej
ogólnej reguªy pokrywaj¡cej najwi¦ksz¡ ilo±¢ przypadków, a ko«cz¡c na reguªach
szczegóªowych - specjalizowanych dla maªego zbioru wektorów. Ze wzgl¦du na
ªatwo±¢ interpretacji, decyzj¦ o etykiecie klasy wyj±ciowej podejmuje pojedyncza reguªa.
Dzi¦ki takiemu procesowi ekstrakcji wiedzy mo»liwe jest pokrycie przestrzeni danych
minimaln¡ liczb¡ reguª oraz uªatwiony jest proces klasy�kacji poprzez testowanie reguª
w odwróconej kolejno±ci od najbardziej szczegóªowej do najbardziej ogólnej (testowanie
reguªy nast¦puje tylko wówczas, gdy reguªa j¡ poprzedzaj¡ca nie jest speªniona). W
algorytmie za najbardziej ogóln¡ reguª¦ klasy�kuj¡c¡, równowa»n¡ nie speªnieniu »adnej
z reguª (else) uznaje si¦ wi¦kszo±ciowe gªosowanie etykiety wektorów nie pokrytych »adn¡
z listy reguª.
Algorytm OPTDL dziaªa na zasadzie przeszukiwania metod¡ �pierwszy najlepszy�
(ang. best �rst search), gdzie przestrze« przeszukiwa« stanowi zbiór potencjalnych
prototypów, czyli peªny zbiór wektorów treningowych oraz odpowiednich warto±ci
odlegªo±ci do pozostaªych wektorów w zbiorze T. Dodatkowo dla uªatwienia procesu
interpretacji w metodzie OPTDL dla problemów wieloklasowych stosuje si¦ okre±lenie
kierunku reguªy odpowiednio D(x,pk) < Θk oraz D(x,pk) > Θk okre±laj¡ce czy
reguªa stanowi obszar wewn¦trzny podprzestrzeni, czy te» zewn¦trzny (dla problemów
dwuklasowych obydwa typy reguª s¡ równowa»ne).
Schemat (13) przedstawia przykªadowy mikrokod funkcji realizuj¡cej proces uczenia
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listy reguª, gdzie dla uproszczenia zaªo»ono problem dwuklasowy. Lista reguª tworzona
jest dopóki nie zostanie osi¡gni¦ta maksymalna liczba reguª (maxrul) lub do momentu,
gdy wszystkie wektory zostan¡ poprawnie sklasy�kowane. Nast¦pnie ka»dy z wektorów
treningowych rozwa»any jest jako prototyp tworz¡cy reguª¦. W tym celu wyznaczany
jest wektor odlegªo±ci d pomi¦dzy rozwa»anym wektorem xi i pozostaªymi wektorami
zbioru treningowego T, a uzyskane warto±ci odlegªo±ci s¡ sortowane narastaj¡co.
W celu minimalizacji zªo»ono±ci obliczeniowej kryterium utworzenia progu (funkcja
CalcCrit(·)) obliczane jest jedynie dla przypadków, gdy s¡siednie w znaczeniu odlegªo±ci
wektory maj¡ ró»ne etykiety klas. Do oceny progu reguªy wykorzystywane s¡ równie»
informacje o dotychczasowej jako±ci klasy�kacji wektorów T, informacje te zapisywane
s¡ w binarnym wektorze icor_lab o rozmiarze m, który przyjmuje warto±ci 1 dla
wektorów bª¦dnie sklasy�kowanych. Spo±ród wszystkich analizowanych wektorów xi

zapami¦tywany wraz z odpowiednim progiem jest ten przypadek, który maksymalizuje
warto±¢ funkcji kryterium CalcCrit(·). Zaªo»enie okre±laj¡ce maksymaln¡ liczb¦ reguª,

Schemat 13 Mikrokod algorytmu OPTDL
Require: T, maxrul
while rul_n < maxrul or sum(icor_lab) == 0 do
for i = 1 . . . m do

d ← Dist(xi,T)
d ← Sort(d)
for j = 1 . . . m− 1 do
if C(dj) 6= C(dj+1) then

t_cri ← CalcCrit(d≤j, d>j, icor_lab)
if t_cri > cri then

th ← (dj + dj+1)/2
proto ← i
cri ← t_cri

end if
end if

end for
end for
P ← P ∪ [proto, th]
icor_lab ← ApplyRules(P,T)
rul_n ← rul_n + 1

end while
return P

niestety pozbawione jest mo»liwo±ci kontroli zdolno±ci generalizacji algorytmu, dlatego
te» w algorytmie OPTDL zastosowano wewn¦trzn¡ k-krotn¡ walidacj¦ krzy»ow¡, sªu»¡c¡
ocenie zdolno±ci uogólniania (podobnie jak w drzewie decyzji SSV [65, 66]). Podczas
realizacji walidacji, dla ka»dego jej kroku, tworzona jest nowa lista reguª, przy czym
po»¡dane optymalizowane kryterium jest sprawdzane dla ka»dej nowo dodanej reguªy.
W ostatecznym kroku tworzenia listy, jej rozmiar jest dobierany jako ±rednia dokªadno±¢
wyników uzyskanych kolejno dla ka»dego poziomu listy, pomniejszona o jej odchylenie
standardowe (rozdziaª 8.2). Ostatecznie wi¦c na caªym zbiorze treningowym tworzona
jest lista Z reguª, (gdzie Z to liczba reguª wynikaj¡ca z wewn¦trznej walidacji), które
zapewniaj¡ maksymaln¡ dokªadno±¢ przy minimalnej wariancji wyników.
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7.5 Poprawa kryterium podziaªu dla
algorytmów drzew decyzji oraz OPTDL

Zarówno systemy drzew decyzji, jak równie» drzew heterogenicznych czy te» algorytm
OPTDL u»ywaj¡ kryteriów statystycznych (jak np. indeksy Gini, SSV). Wszystkie
one bazuj¡ na analizie liczebno±ci przypadków, oceniaj¡c w ten sposób jako±¢
podziaªów dla tworzonej struktury wiedzy. Z uwagi na dyskretny charakter warto±ci
liczebno±ci wektorów dla poszczególnych podziaªów mo»liwe jest wyst¦powanie impasów,
objawiaj¡cych si¦ równo±ci¡ warto±ci funkcji kryterium statystycznego dla kilku
podziaªów. Typowe algorytmy drzew decyzji podejmuj¡ wówczas decyzj¦ w sposób
losowy, jednak przeprowadzona przez autora rozprawy analiza wskazuje, i» dla
atrybutów ci¡gªych mo»liwe jest omini¦cie problemu powstawania impasów. Jest to
realizowane dla dowolnego indeksu statystycznego (In(f, xif , xjf )) poprzez uwzgl¦dnienie
marginesu separowalno±ci µ co mo»na wyrazi¢ jako (7.1)

µ(xif , xjf ) =
|xif−xjf |

max(f)−min(f)

In′(f, xif , xjf ) = 2 · In(f, xif , xjf ) + µ(xif , xjf )
(7.1)

Wówczas w kryterium In(·) uwzgl¦dnia si¦ znormalizowan¡ odlegªo±¢ (do przedziaªu
[0,1]) pomi¦dzy par¡ wektorów xif ,xjf , która wyznacza miejsce podziaª danego atrybutu
lub reguªy f .

7.6 Porównanie metod reguª prototypowych
progowych

Wery�kacji dokªadno±ci zaproponowanego w pracy algorytmu OPDL dokonano
porównuj¡c wyniki klasy�kacji z wynikami uzyskanymi dla metod drzew
heterogenicznych. Podczas realizacji testów porównawczych algorytm HDT byª
testowany w dwóch trybach - z pojedynczym kryterium (oznaczenie HDT), gdzie do
budowy drzewa wykorzystano jedynie atrybuty wynikaj¡ce z odlegªo±ci, tym samym
uzyskanym wynikiem byªa drzewiasta struktura reguª prototypowych progowych oraz
w trybie drugim (HDTmix), trybie heterogenicznym, gdzie zbiór atrybutów stanowiª
poª¡czenie normalnego zbioru treningowego z atrybutami wynikaj¡cymi z wzajemnych
odlegªo±ci wektorów. Do realizacji algorytmu drzew heterogenicznych wykorzystano
algorytm drzew decyzji bazuj¡cy na indeksie Gini. Procedura testowa obejmowaªa
test dziesi¦ciokrotnej walidacji krzy»owej algorytmów realizowany na zbiorach danych
opisanych w rozdziale (12). Uzyskane wyniki ±redniej dokªadno±ci oraz odchylenie
standardowe wraz z liczb¡ wyznaczonych reguª przedstawia tabela (7.6).

7.7 Podsumowanie wyników
Analiza uzyskanych rezultatów wskazuje, i» nie mo»na jednoznacznie wskaza¢ algorytmu
dominuj¡cego. Ka»da z metod dla ró»nych zbiorów danych uzyskiwaªa najlepsze
rezultaty. Nawet w przypadku dwóch wersji algorytmu HDT istniaªy czasami istotne
ró»nice w dokªadno±ci. Nale»y tutaj zwróci¢ uwag¦, i» dla zbiorów jonosfera, wyrostek
robaczkowy oraz choroby w¡troby lepsze rezultaty uzyskano stosuj¡c jedynie reguªy

66



HDT HDTmix OPDL
Zbiór danych Dokªadno±¢ l Dokªadno±¢ l Dokªadno±¢ l
Cukrzyca 71.76 ± 5.10 2 74.87 ± 5.52 2 72.14 ± 5.36 1
Choroby serca 81.75 ± 6.83 1 81.75 ± 6.83 1 81.45 ± 6.66 1
Jonosfera 91.60 ± 8.76 3 90.09 ± 6.41 3 91.79 ± 6.23 7
Rak piersi 97.23 ± 2.10 1 97.23 ± 2.10 1 97.38 ± 2.14 1
Wyrostek robaczkowy 85.62 ± 11.60 1 83.80 ± 10.47 1 86.70 ± 14.92 4
Sonar 59.17 ± 14.53 4 61.12 ± 10.16 5 64.60 ± 11.71 5
Choroby w¡troby 58.55 ± 7.53 2 57.68 ± 5.17 2 59.36 ± 9.40 5
Lancet 93.91 ± 2.56 6 93.48 ± 2.21 1 93.20 ± 3.28 5

Tablica 7.1: Porównanie wyników dla systemów reguª prototypowych progowych
(HDT,OPTDL) oraz systemu heterogenicznego HDTmix.

prototypowe progowe, nie za± ich kombinacj¦ z reguªami klasycznymi (HDTmix).
Chocia» cz¦sto wzrost warto±ci ±redniej dokªadno±ci powodowaª te» zwi¦kszenie warto±ci
odchylenia standardowego wyników. Ró»nice w przypadku algorytmów HDT mog¡ te»
by¢ spowodowane problemem realizacji przeszukiwania, gdy» algorytm drzewa decyzji
stosowaª metod¦ przeszukiwania typu najpierw najlepszy. Jej zast¡pienie metod¡
przeszukiwania wi¡zk¡ powinno ustabilizowa¢ wyniki, i podnie±¢ ±redni¡ dokªadno±¢
algorytmu HDTmix, gdy» ze wzgl¦du na du»¡ liczb¦ atrybutów ro±nie tutaj znacznie
problem przeszukiwania.
Wyniki uzyskane algorytmem OPDL s¡ nieznacznie gorsze w stosunku do wyników
algorytmów HDT, jednak zalet¡ algorytmu OPDL jest pªaska struktura uzyskanych
reguª, co w niektórych przypadkach mo»e znacznie uªatwi¢ proces interpretacji
uzyskanych reguª. Uzyskane wyniki wskazuj¡ równie», na nieznaczny wzrost liczby
uzyskanych reguª, jednak dla niektórych zbiorów, jak jonosfera czy te» cukrzyca
algorytm OPDL pozwoliª na uzyskanie najlepszych wyników dokªadno±ci w porównaniu
z algorytmem HDT tworz¡cym jedynie reguªy prototypowe progowe.
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Rozdziaª 8

Selekcja cech i modeli

Gªównym celem ekstrakcji wiedzy z danych jest taka jej reprezentacja, by byªa ªatwa
i zrozumiaªa dla czªowieka. Dlatego te» najcz¦±ciej wiedz¦ przedstawia si¦ w postaci
zbioru reguª, gdy» taki zapis wydaje si¦ by¢ najbardziej intuicyjny i powinien w speªni¢
wªasno±¢ ªatwo±ci interpretacji (prostota systemu). Mo»na wi¦c ponownie przytoczy¢
tutaj kryteria, które powinien speªnia¢ dobrze zde�niowany system reguªowy - z jednej
strony powinien przedstawia¢ informacje w postaci jak najmniejszego zbioru reguª, przy
czym liczba przesªanek w poszczególnych reguªach powinna by¢ równie» minimalna
zwi¦kszaj¡c prostot¦ systemu, z drugiej za± strony powinien charakteryzowa¢ si¦ jak
najwi¦ksz¡ generalizacj¡ i dokªadno±ci¡. W przypadku reguª prototypowych (reguª-P)
problem selekcji prototypów, a tym samym problem redukcji liczby reguª, zostaª opisany
w rozdziale 6. Jednak»e speªnienie opisanego kryterium prostoty wymaga równie»
rozwa»enia problemu selekcji cech, redukuj¡c tym samym liczb¦ przesªanek.
Niezale»nym i bardzo istotnym problemem systemów inteligencji obliczeniowej jest
poszukiwanie optymalnego modelu dla danego zagadnienia. Powszechnie znane
twierdzenie nie ma obiadu za darmo (ang. No free lunch theorem) wskazuje na to, i» nie
istnieje jeden najlepszy algorytm lub ich kombinacja, pozwalaj¡ca na znalezienie zawsze
optymalnego rozwi¡zania. Dlatego te» konieczne staje si¦ znalezienie odpowiednich
metod oceny oraz przeszukiwania - zwanych meta uczeniem (ang. meta learning),
pozwalaj¡cych na rozwi¡zanie takiego problemu. Innym istotnym zagadnieniem, równie»
zwi¡zanym z problemem meta uczenia, jest poszukiwanie przestrzeni modelu w celu
optymalizacji jego parametrów.

8.1 Selekcja cech
Problem selekcji cech jest niezwykle szerokim polem nauki, ciesz¡cym si¦ w ostatnich
latach coraz wi¦kszym zainteresowaniem. Dowodem tego mo»e by¢ gwaªtownie
wzrastaj¡ca liczba publikacji zwi¡zanych z tym tematem. Poci¡ga to jednocze±nie
coraz wi¦ksz¡ liczb¦ mo»liwych sposobów rozwi¡zania problemu doboru optymalnego
podzbioru cech.
Algorytmy metod selekcji cech mo»na podzieli¢ na ró»ne sposoby, jednak najbardziej
istotnym kryterium podziaªu wydaje si¦ by¢ podziaª na metody �ltrów (ang. �lter
methods), metody opakowuj¡ce (ang. wrappers methods)[96, 95], oraz metody
wbudowane (ang. embedded methods).
Pierwsza z grup metod przeprowadza niezale»n¡ od procesu klasy�kacji selekcj¦ cech. Z
reguªy, jako kryterium dziaªania �ltrów u»ywa si¦ ró»nych statystyk, które oceniaj¡
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cechy pod wzgl¦dem ich korelacji z etykietami oraz (lub) usuwaj¡ ze zbioru cechy
redundantne (cz¦stym kryterium �ltracji cech jest optymalno±¢ w sensie Bayesowskim).
Druga za± grupa metod - opakowuj¡ce - do oceny jako±ci cech u»ywaj¡ klasy�katora i
wybieraj¡ z caªego zbioru atrybutów jedynie te, które pozwalaj¡ na najlepsz¡ jego jako±¢
klasy�kacji. Podej±cie to ma bardzo silne podstawy teoretyczne, co zostaªo pokazane
w pracach Kohaviego, gdy» zbiór optymalnych cech w sensie Bayesowskim nie oznacza
optymalnego zbioru cech dla danego klasy�katora. Ostatni¡ grup¡ metod s¡ algorytmy,
które posiadaj¡ wbudowan¡ wªa±ciwo±¢ selekcji cech, ich typowym przykªadem s¡
algorytmy drzew decyzji. Osobn¡ mo»liw¡ grup¡ s¡ metody ª¡cz¡ce w sobie ró»ne
przedstawione powy»ej podej±cia. Charakteryzuj¡ si¦ one tym, i» wst¦pnej oceny
dokonuje inny klasy�kator ni» ostateczny lub gdy cz¡stkowe wyniki �ltrów s¡ nast¦pnie
oceniane przez klasy�kator ko«cowy. Czasami do oceny istotno±ci cechy u»ywana jest
dokªadno±¢ klasy�kacji w zamian za kryteria statystyczne b¡d¹, w przypadku bardzo
du»ych zbiorów danych, metody opakowuj¡ce poprzedzane s¡ wst¦pn¡ �ltracj¡ cech.
Powszechnie u»ywane s¡ dwa niezale»ne podej±cia we wspomnianych grupach metod -
algorytmy rankingowe oraz algorytmy przeszukiwania. Pierwsze dokonuj¡ niezale»nej
oceny ka»dej z cech indywidualnie, a nast¦pnie w oparciu o posortowane warto±ci
istotno±ci dokonywany jest wybór odpowiedniego podzbioru cech. Natomiast metody
przeszukiwania korzystaj¡ z ró»nych algorytmów przeszukiwania grafów (drzew) w celu
optymalizacji zbioru atrybutów. Drugie z wymienionych podej±¢ charakteryzuje si¦
du»o wi¦ksz¡ dokªadno±ci¡, a uzyskiwane rezultaty z reguªy przewy»szaj¡ wyniki metod
rankingowych, cho¢ wymagaj¡ one du»ego nakªadu obliczeniowego. Natomiast metody
rankingowe s¡ znacznie szybsze, co jest ich istotn¡ zalet¡, jednak nie gwarantuj¡ one
tak dobrych rezultatów jak metody przeszukiwania.
Poniewa» w systemach reguª-P istotn¡ cech¡ jest prostota uzyskanego rozwi¡zania przy
jednoczesnej maksymalnej zdolno±ci uogólniania, dlatego w rozprawie skoncentrowano
si¦ na analizie metod opakowuj¡cych oraz metod hybrydowych ª¡cz¡cych metody
rankingowe oraz metody opakowuj¡ce.

8.1.1 Metody rankingowe
Metody rankingowe s¡ najszybszymi metodami selekcji cech. Bazuj¡ one na wyznaczeniu
wspóªczynnika J(·) okre±laj¡cego zdolno±¢ dyskryminacji lub zale»no±¢ pomi¦dzy cech¡
f a klas¡ C. Wspóªczynnik ten wyznaczany jest indywidualnie dla ka»dego z atrybutów,
a nast¦pnie w zale»no±ci od wielko±ci wspóªczynnika J(·) nast¦puje sortowanie od
najbardziej do najmniej istotnej cechy. W ostatnim kroku wedªug okre±lonego
kryterium np. zdolno±ci dyskryminacji (funkcja oce«(·)), pierwszych n′ najlepszych
cech wybieranych jest jako podzbiór �nalny. Algorytm rankingowy przedstawiony jest
na schemacie (8.1.1).

Metody rankingowe u»ywaj¡ ró»nych metod oceny jako±ci pojedynczej cechy, a
jedn¡ z nich jest wykorzystanie algorytmów klasy�kacji do oceny ka»dej z cech wedªug
zale»no±ci Ji = Acc(Model(Ti, α)), gdzie α to zbiór parametrów modelu, a Acc to
jego dokªadno±¢. Innymi powszechnie u»ywanymi kryteriami s¡ miary statystyczne
oraz bazuj¡ce na teorii informacji. Przykªadem takich miar jest metryka, zwana
znormalizowanym zyskiem informacji (ang. normalized information gain), znana
równie» jako asymetryczny wspóªczynnik zale»no±ci (ang. asymmetric dependency
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Schemat 14 Selekcja cech w oparciu o ranking cech
Require: f {wej±ciowy zbiór cech}
Require: J(·) {funkcja rankingowa}
for i = 1 . . . n do

ai ← J(fi) {oce« i-t¡ cech¦}
end for
f ← sort(f , a) {sortuj cechy wg. istotno±ci}
acc ← 0
fa ← ∅
for j = 1 . . . n do

fa = fa ∪ fi {dodaj do podzbioru fa now¡ cech¦}
tacc ←oce«(fa) {oce« podzbiór cech fa }
if tacc > acc then

acc ← tacc {je»eli nowy podzbiór jest lepszy od poprzedniego }
f ′ ← fa {zapami¦taj wynik aktualny podzbiór}

end if
end for
return f ′

coe�cient, ADC) opisana równaniem (8.1) [158]:

ADC(C, f) =
MI (C, f)

H (C)
(8.1)

gdzie H(c) oraz H(f) to odpowiednio entropia klas i cechy, za± MI(C, f) to
informacja wzajemna (ang. mutual information) pomi¦dzy klasami C i cech¡ f okre±lona
przez Shanonna [156] jako (8.2)

H(C) = −∑c
i=1 p(Ci) lg2 p(Ci)

H(f) = −∑
x p(f = x) lg2 p(f = x)

MI(C, f) = −I(C, f) + H(C) + H(f)
(8.2)

W zale»no±ci tej suma po x jest realizowana jedynie dla cech f przyjmuj¡cych dyskretne
warto±ci, natomiast cechy ci¡gªe wymagaj¡ zamiany sumy na caªk¦ lub wst¦pnej
dyskretyzacji by mo»liwa byªa estymacja prawdopodobie«stwa p(f = x).
Innym przykªadem metryki zaproponowanym przez Setiono [153] jest miara
znormalizowanego wzgl¦dnego zysku informacyjnego (ang. normalized gain ratio)
opisanego zale»no±ci¡ (8.3).

US(C, f) =
MI(C, f)

H(f)
(8.3)

Inn¡ mo»liw¡ normalizacj¡ sªu»¡c¡ do wyznaczenia zysku informacyjnego mo»e by¢
miara wyznaczaj¡ca entropi¦ klasa-cecha poprzez (8.4).

UH(C, f) =
MI(C, f)

H(f, C)
(8.4)

gdzie H(f, C) jest poª¡czon¡ entropi¡ zmiennych cecha f klasa C.
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Mantaras [113] zaproponowaª interesuj¡ce kryterium DML speªniaj¡ce wszystkie
aksjomaty odlegªo±ci, okre±lon¡ jako (8.5).

DML(fi, C) = H(fi|C) + H(C|fi) (8.5)

gdzie H(fi|C) i H(C|fi) s¡ entropi¡ warunkow¡ zde�niowan¡ przez Shanonna [156]
jako H(X|Y ) = H(X,Y )−H(Y ).

Index wa»onej poª¡czonej entropii zostaª zaproponowany przez Chi [26] jako (8.6)

Ch(f) = −
N∑

k=1

p(f = xk)
K∑

i=1

p(f = xk, Ci) lg2 p(f = xk, Ci) (8.6)

Pewn¡ alternatyw¡ do przedstawionych tu miar teorioinformacyjnych jest statystyka
χ2, która mierzy zale»no±¢ pomi¦dzy dwoma zmiennymi losowymi - tu zde�niowanymi
jako relacja pomi¦dzy cech¡ a klas¡. Statystyka χ2 zde�niowana jest wyra»eniem (8.7).

χ2(f, C) =
∑

ij

(p(f = xj, Ci)− p(f = xj) ∗ p(Ci))
2

p(f = xj)p(Ci)
(8.7)

gdzie p(·) s¡ odpowiednimi prawdopodobie«stwami. Du»e warto±ci χ2 odpowiadaj¡
silnej korelacji pomi¦dzy cech¡ a klas¡, dzi¦ki czemu mo»liwe jest wykorzystanie tej
statystyki do przeprowadzenia procesu rankingu.
Przedstawione powy»ej wspóªczynniki stanowi¡ jedynie wybrane miary mierz¡ce relacje
podobie«stwa rozkªadów klasa - cecha. Mo»liwe jest wi¦c przedstawienie szeregu innych
wspóªczynników, do których nale»¡ ró»ne wspóªczynniki statystyczne, jak Pearsonowski
wspóªczynnik korelacji [69]. Porównanie wy»ej opisanych metod rankingowych opisano
w rozdziale 8.1.3.
Jak ju» wspomniano wcze±niej, metody rankingowe s¡ najszybszymi metodami selekcji
cechy, gdy» ocenie poddawane s¡ globalnie pojedyncze atrybuty. Takie rozwi¡zanie
poci¡ga jednak za sob¡ powa»ne negatywne konsekwencje, mianowicie w �nalnym
zbiorze cech pozostaj¡ wszystkie atrybuty redundantne ∃

i6=j
fi = fj. Zwi¡zane jest

to z faktem, i» warunkiem koniecznym, lecz nie wystarczaj¡cym redundancji jest
równo±¢ wspóªczynników rankingowych. Powoduje to, »e cechy redundantne po
dokonaniu rankingu wyst¦puj¡ obok siebie i dodanie nowej kolejnej cechy wynikaj¡cej z
rankingu nie wpªywa na jako±¢ wyników klasy�kacji, a jedynie niepotrzebnie zwi¦ksza
liczb¦ cech opisuj¡cych dany problem. Rozwi¡zaniem tego problemu s¡ metody
�ltrów poprzedzaj¡ce optymalizacj¦ wyboru liczby cech u»ytych do klasy�kacji, a
usuwaj¡ce z rankingu cechy redundantne. Przykªadem takiego rozwi¡zania jest algorytm
zaproponowany przez Biesiad¦ i Ducha [11], bazuj¡cy na statystyce Kolmogorova-
Smirnova porównuj¡cy skumulowane rozkªady prawdopodobie«stwa dla par cech
oceniaj¡c czy cechy s¡ redundantne.

8.1.2 Metody przeszukiwania w selekcji cech
Przewag¡ metod przeszukiwania nad metodami rankingowymi jest wi¦ksza dokªadno±¢
uzyskanych wyników. Metody te bazuj¡ na algorytmach przeszukiwania, zarówno
stochastycznych jak i heurystycznych. Poci¡ga to jednak za sob¡ zwi¦kszony koszt
obliczeniowy, co w przypadku du»ych zbiorów danych (jak przykªadowo dostarczonych
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podczas zawodów rozgrywanych w ramach konferencji NIPS'2003, gdzie zbiory liczyªy
odpowiednio 100 tysi¦cy i 60 tysi¦cy cech) mo»e by¢ powa»nym ograniczeniem.
Typowymi rozwi¡zaniami rodziny algorytmów przeszukiwania s¡ metody selekcji w
przód i tyª (ang. forward/backward selection) oraz algorytmy genetyczne.

Selekcja w przód. Algorytm selekcja w przód (8.1.2) rozpoczyna od pustego zbioru
cech i stopniowo w ka»dej iteracji dodaje now¡ cech¦, spo±ród pozostaªych cech, która
maksymalizuje okre±lone kryterium (z reguªy dokªadno±¢ liczon¡ w procesie walidacji
krzy»owej).

Schemat 15 Selekcja w przód
Require: f

f ′ ← ∅
n ← numof(f)
repeat

chk ← true
for i = 1 . . . n do

tacc ←oce«(f ′ ∪ fi)
if tacc > acc then

acc ← tacc
j ← i
chk ← false

end if
end for
if not chk then

f ′ ← f ′ ∪ fi

f ← f X fi

end if
n ← numof(f)

until chk ∨ n = 0
return f ′

Selekcja w tyª. Algorytm selekcji w tyª (8.1.2) w odró»nieniu od selekcji w przód,
rozpoczyna od peªnego zbioru cech i iteracyjnie usuwa te cechy, które psuj¡ jako±¢
klasy�kacji. W ka»dej iteracji usuwana jest jedna cecha maj¡ca najbardziej negatywny
wpªyw na dokªadno±¢ klasy�kacji, a» do momentu gdy okre±lone kryterium przestanie
rosn¡¢.

Inne Spo±ród innych rozwi¡za« na uwag¦ zasªuguj¡ metody uczenia typu dodaj i
odejmij j [142], gdzie w ka»dej iteracji dodawanych jest i nowych cech w procesie
selekcji w przód, a odejmowanych jest j cech gdzie i > j. Metoda ta dokonuje
du»o dokªadniejszego przeszukania ni» proste metody selekcji w przód lub tyª, jednak
wielokrotnie wzrasta zªo»ono±¢ obliczeniowa takiego rozwi¡zania. Kolejnym powszechnie
stosowanym rozwi¡zaniem s¡ systemy stochastycznego przeszukiwania jak algorytmy
genetyczne [159, 102, 132] lub inne bazuj¡ce na systemach immunologicznych [6]. Bardzo
dokªadne studium procesu selekcji cech z opisem ró»nych metod i strategii mo»na znale¹¢
w [68] oraz w repozytorium prowadzonym przez J. Biesiad¦ w ramach projektu Fsel++
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Schemat 16 Selekcja w tyª
Require: f

fa ← f
for j = 1 . . . n do

f ′ ← fa

for i = 1 . . . n do
f b ← f ′ \ fi

tacc ←oce«(f b)
if tacc > acc then

acc ← tacc
fa ← f b

end if
end for

end for
return f ′

[12], gdzie zgromadzonych zostaªo ponad 724 ró»nych publikacji wyª¡cznie o tematyce
selekcji cech.

8.1.3 Analiza skuteczno±ci algorytmów selekcji cech
Du»a liczba ró»nych algorytmów selekcji cech wymaga przeprowadzenia analizy w
celu wyznaczenia tych metod, które najlepiej realizuj¡ przedstawione im zadania. W
tym celu dokonano empirycznego porównania metod selekcji zarówno w oparciu o
ranking, jak i metody przeszukiwania. Wery�kacji poszczególnych metod dokonano
porównuj¡c wyniki klasy�kacji na zbiorach opisanych w rozdziale 12. Procedura
testowa polegaªa na wybraniu przez algorytm selekcji cech podzbioru atrybutów i na
tym podzbiorze przeprowadzenie testu walidacji krzy»owej klasy�katora. Dodatkowo
metody rankingowe przetestowano na sztucznych zbiorach danych o znanym rozkªadzie
klas i istotno±ci poszczególnych cech (zbiory Gauss1 oraz Gauss2). Jako klasy�katory
zostaªy wykorzystane zaproponowane w pracy algorytmy ekstrakcji reguª prototypowych
typu k-NN- algorytm CFCM w poª¡czeniu z LVQ oraz optymalizacj¡ liczby prototypów
poprzez algorytm wy±cigu, jak równie» algorytm OPTDL. Do wyznaczenia wska¹ników
(8.1) -(8.7) wykorzystano pakiet selekcji cech Fsel++ [12]

Wyniki
Metody rankingowe. Wst¦pnie ka»dy z przedstawionych w pracy wspóªczynników
rankingowych poddano ocenie na znanych zbiorach nazwanych Gauss1 oraz Gauss2.
Zbiory te s¡ sztucznymi zbiorami danych o odpowiednio 4 i 8 cechach ci¡gªych. Obydwa
zbiory skªadaj¡ si¦ z 4 klas i 4000 wektorów, po 1000 wektorów przypadaj¡cych na
ka»d¡ z klas. Zbiór Gauss1 stanowi zbiór czterech Gaussowskich skupisk w kolejnych
wymiarach coraz bardziej nachodz¡cych na siebie. Centrum pierwszego klastra poªo»one
jest we wspóªrz¦dnych p1 = [0, 0, 0, 0]T , a kolejnych p2 = a · [1, 1/2, 1/3, 1/4]T , p3 =
2a · [1, 1/2, 1/3, 1/4]T oraz p4 = 3a · [1, 1/2, 1/3, 1/4]T . Taki ukªad klastrów powoduje, »e
wspóªczynniki istotno±ci cech powinny przedstawia¢ si¦ nast¦puj¡co [f1 > f2 > f3 > f4].
Zbiór Gauss2 jest rozszerzeniem zbioru Gauss1 o dodatkowe 4 liniowo zale»ne cechy,
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wedªug zale»no±ci fi+4 = 2fi+ε gdzie ε stanowi dodany szum o rozkªadzie jednostajnym.
Wyniki oblicze« przeprowadzone na danych wygenerowanych sztucznie wykazaªy
równowa»no±¢ wszystkich metryk, które jednogªo±nie i bezbª¦dnie wskazaªy na
istotno±¢ poszczególnych cech. Jednak wyniki uzyskane dla realnych zbiorów danych
wykazuj¡ zmiany porz¡dku hierarchii istotno±ci cech. Ró»nice te byªy mo»liwe
do zaobserwowania równie» ze wzgl¦du na jako±¢ dyskretyzacji, gdy» do estymacji
p(f = Xj, Ci) posªu»ono si¦ histogramami o 5, 10 oraz 15 przedziaªach. Dlatego te»
do porównania wspóªczynników wykorzystano warto±ci rankingowe, które dla danej
dyskretyzacji najlepiej wypadªy w ocenie dokªadno±ci klasy�kacji. Proces oceny jako±ci
wspóªczynników rankingowych zostaª podzielony na dwa etapy, gdzie w pierwszym
dokonano rankingu cech, a nast¦pnie w oparciu o uzyskane wyniki przeprowadzono testy
dziesi¦ciokrotnej walidacji krzy»owej klasy�katora.
Wyniki oblicze« przedstawiono na wykresach rys.(8.1) dla algorytmu CFCM+LVQ oraz
na wykresach rys.(8.2) dla algorytmu OPTDL. Poszczególne wykresy przedstawiaj¡
zale»no±¢ dokªadno±ci klasy�kacji w funkcji liczby n-pierwszych cech o najwy»szej
warto±ci wspóªczynnika dla 4 ró»nych losowo wybranych zbiorów danych.
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Rysunek 8.1: Wyniki rankingu dla algorytmu CFCM+LVQ
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(b) Zbiór choroby serca
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(c) Zbiór cukrzyc
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(d) Zbiór rak piersi

Rysunek 8.2: Wyniki rankingu dla algorytmu OPTDL

Zbiorcze porównanie. Podobnie jak w przypadku oceny metod rankingowych
posªu»ono si¦ tutaj dwuetapowym procesem testowania. W cz¦±ci pierwszej dokonano
selekcji cech w oparciu o algorytmy selekcji w przód, selekcji w tyª stosuj¡c metod¦
opakowywania klasy�katorem oraz metod¦ selekcji w oparciu o drzewa decyzji, a
nast¦pnie w drugim kroku dokonano klasy�kacji w procesie dziesi¦ciokrotnej walidacji
krzy»owej. Zebrane wyniki dla algorytmu klasy�kacji CFCM+LVQ przedstawiono w
tabeli (8.1.3), gdzie dodatkowo umieszczono informacj¦ o liczbie wybranych prototypów
(l) oraz liczbie cech (f), przy czym dla ka»dej z metod optymalizowana byªa jedynie
dokªadno±¢ klasy�kacji. Podobnego porównania dokonano równie» dla algorytmu
OPTDL. W typ przypadku ze wzgl¦du na zªo»ono±¢ obliczeniow¡ algorytmów selekcji
oraz klasy�katora dokonano porównania metod selekcji bazuj¡cych na metodzie
rankingowej, gdzie do oceny jako±ci cech posªu»ono si¦ wspóªczynnikiem korelacji oraz
metody selekcji bazuj¡cej na drzewach decyzji. W porównaniu zastosowano dwie metody
rankingowe typu selekcja w przód oraz selekcja w tyª gdzie kolejne cechy dodawane s¡ wg.
warto±ci wspóªczynnika rankingowego, a» do osi¡gni¦cia pierwszego maksimum. Taka
procedura dodatkowo ogranicza zªo»ono±¢ obliczeniow¡, jednak»e powoduje, »e osi¡gane
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Selekcja w tyª Selekcja w przód Selekcja drzewem
Zbiór Dokªadno±¢ f l Dokªadno±¢ f l Dokªadno±¢ f l
Wyrostek rob. 85.70 ± 13.98 6 2 84.86 ± 14.38 4 2 84.86 ± 15.85 2 2
Winoro±l 97.25 ± 2.90 11 3 95.06 ± 4.79 5 7 92.57 ± 6.05 6 3
Cukrzyca 77.22 ± 4.36 7 3 76.96 ± 3.01 4 3 75.65 ± 2.43 2 4
Jonosfera 87.81 ± 6.90 32 6 92.10 ± 4.25 5 6 87.57 ± 7.11 2 4
Choroby serca 85.49 ± 5.59 7 3 84.80 ± 5.23 3 2 84.80 ± 5.23 3 2
Irysy 95.33 ± 6.32 3 5 97.33 ± 3.44 2 4 97.33 ± 3.44 2 4
Sonar 66.81 ± 20.66 56 4 75.62 ± 12.97 4 3 74.62 ± 12.40 1 2
Choroby w¡troby 67.24 ± 8.79 5 2 68.45 ± 6.40 4 2 66.71 ± 9.05 2 2
Rak piersi 97.82 ± 1.96 7 3 97.81 ± 2.19 5 3 97.23 ± 2.51 5 4
Lancet 95.66 ± 2.36 7 4 94.65 ± 2.64 5 4 93.33 ± 3.20 4 3

Tablica 8.1: Porównanie algorytmów selekcji cech dla algorytmu CFCM+LVQ

Ranking w tyª Ranking w przód Selekcja drzewem
Zbiór Dokªadno±¢ f l Dokªadno±¢ f l Dokªadno±¢ f l
Wyrostek rob. 87.77 ± 9.68 6 1 87.77 ± 9.68 6 1 81.88 ± 17.58 2 1
Winoro±l 96.70 ± 4.67 13 5 75.34 ± 11.45 1 3 89.91 ± 8.47 4 5
Cukrzyca 76.43 ± 4.66 3 4 76.43 ± 4.66 3 4 72.79 ± 5.43 4 1
Jonosfera 93.79 ± 4.30 27 5 93.79 ± 4.30 27 5 88.68 ± 4.83 2 1
Choroby serca 84.15 ± 5.58 3 3 84.15 ± 5.58 3 3 84.15 ± 5.58 3 3
Irysy 98.00 ± 3.22 2 2 98.00 ± 3.22 2 2 98.00 ± 3.22 2 2
Sonar 78.55 ± 15.71 13 3 78.55 ± 15.71 13 3 73.17 ± 11.33 1 1
Choroby w¡troby 59.36 ± 9.40 6 5 56.52 ± 9.06 1 1 64.06 ± 4.96 2 4
Rak piersi 97.23 ± 2.10 9 1 91.96 ± 4.72 1 1 96.35 ± 2.48 5 1
Lancet 94.35 ± 2.94 7 3 94.35 ± 2.94 7 3 94.35 ± 1.63 4 3

Tablica 8.2: Porównanie algorytmów selekcji cech dla algorytmu OPTDL

s¡ maksima lokalne. W tabeli tab.(8.1.3) u»yto identycznych oznacze« jak w tab.(8.1.3).

Podsumowanie wyników Przedstawione wyniki wskazuj¡, i» dobór odpowiedniej
metody selekcji cech jest niezmiernie istotny. Wyniki bada« opublikowane w [68] oraz
rezultaty konkursów selekcji cech [128] sugeruj¡, »e nie istnieje istotny zwi¡zek pomi¦dzy
typem klasy�katora a odpowiedni¡ metod¡ rankingow¡ selekcji cech. Dlatego te»
podczas wyboru wska¹nika rankingowego mo»na si¦ kierowa¢ prostot¡ jego wyznaczenia
(wska¹niki teorioinformacyjne wymagaj¡ wst¦pnej dyskretyzacji) lub powinien by¢
realizowany w procesie meta uczenia.
W przypadku reguª prototypowych daj¡ si¦ jednak zaobserwowa¢ pewne tendencje
wynikaj¡ce z konieczno±ci znalezienia kompromisu pomi¦dzy dokªadno±ci¡ a zªo»ono±ci¡
modelu. Analiza zaª¡czonych wyników wskazuje, i» metody selekcji w przód oraz
selekcji w tyª charakteryzuj¡ si¦ najwi¦ksz¡ dokªadno±ci¡ i przewy»sza pozostaªe metody.
Nale»y jednak zwróci¢ uwag¦ na zªo»ono±¢ obliczeniow¡ tych metod, jest ona rz¦du
!!!!!XXXXXXX!!!!! - powoduje to, »e wykorzystanie ich w realnych problemach
analizy danych jest ograniczone ze wzgl¦du na koszt oblicze«. Wa»nym podkre±lenia
jest równie» problem osi¡gania przez opisane metody ekstremów lokalnych (pierwszego
napotkanego maksimum). Wida¢ to porównuj¡c wyniki uzyskane dla zbioru choroby
w¡troby i algorytmu selekcji bazuj¡cego na drzewach decyzji, gdzie ta metoda selekcji
daªa lepsze rezultaty oraz mniejsz¡ liczb¦ ostatecznie wybranych cech. Mo»liwo±ci¡
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obej±cia problemu ekstremów lokalnych s¡ algorytmy przeszukiwania typu dodaj i
odejmij j, które jednak dodatkowo zwi¦kszaj¡ zªo»ono±¢ obliczeniow¡.
Wady tej pozbawione s¡ metody rankingowe, których zalet¡ jest niska zªo»ono±¢
obliczeniowa odpowiadaj¡ca liniowej zale»no±ci w funkcji liczby cech (O(|f |)). Jednak
metody te mog¡ by¢ niestabilne w funkcji uzyskiwanej dokªadno±ci - obrazuj¡ to wykresy
rys.(8.1(a)) i rys.(8.1(b)) dla algorytmu CFCM+LVQ oraz rys.(8.2(a)) i rys.(8.1(b))
dla algorytmu OPTDL. Uzyskane wyniki dla metod rankingowych nie pozwalaj¡ na
jednoznaczne wyªonienie najlepszego wska¹nika, dlatego te» propozycj¡ rozwi¡zania s¡
komitety metod rankingowych, w których o wadze danej cechy decyduje cz¦sto±¢ jej
wyst¦powania na okre±lonej pozycji. Na uwag¦ zasªuguje równie» du»a skuteczno±¢
wska¹nika rankingowego, jakim jest wspóªczynnik korelacji. W±ród jego zalet nale»y
zaznaczy¢ niski koszt jego wyznaczenia oraz niezale»no±¢ od problemu estymacji
prawdopodobie«stwa.
Rozwi¡zaniem kompromisowym wydaje si¦ by¢ selekcja cech wykorzystuj¡ca
metod¦ drzew decyzji. Cechuje si¦ ona umiarkowan¡ zªo»ono±ci¡ obliczeniow¡
!!!!!!XXXXXO(|f | log |f |)!!!!!, a jednocze±nie w miar¦ dobrymi rezultatami selekcji.
Metod¡ ª¡cz¡c¡ zalety algorytmów drzew decyzji oraz algorytmów przeszukiwania jest
ª¡czenie ró»nych metody selekcji. Przykªadowym rozwi¡zaniem jest tutaj dwuetapowy
proces selekcji, gdzie w pierwszym kroku wybierany jest pocz¡tkowy podzbiór cech,
realizowany poprzez metod¦ selekcji w oparciu o drzewa decyzji, a nast¦pnie, w drugim
kroku selekcja w przód dodaj¡ca do wybranego podzbioru cechy maksymalizuj¡ce
dokªadno±¢ lub te» wybór cech na podstawie drzewa nie przyci¦tego (peªnego) a
nast¦pnie usuwanie nieistotnych cech zgodnie z algorytmem selekcji w tyª. Algorytmy
te wymagaj¡ jednak przeprowadzenia dalszych bada«.

8.2 Meta uczenie
Meta uczenie mo»na podzieli¢ na dwa niezale»ne problemy - selekcj¦ optymalnych
parametrów modelu oraz selekcj¦ optymalnego algorytmu uczenia. W pierwszy
przypadku d¡»ymy do dobrania optymalnych hiperparametrów modelu, które
maksymalizuj¡ dan¡ funkcj¦ kryterialn¡ - takimi parametrami mog¡ by¢ wspóªczynnik
uczenia czy te» rodzaj funkcji odlegªo±ci. Problem selekcji modelu to problem
doboru najlepszego algorytmu uczenia (np. problem doboru najlepszej metody selekcji
prototypów lub typu reguª-P) oraz odpowiednich transformacji danych.
W szczególno±ci meta uczenie obejmuje równie» zagadnienie oceny jako±ci modelu,
strategi¦ poszukiwania optymalnego algorytmu oraz problem redukcji zªo»ono±ci
obliczeniowej.

8.2.1 Metody oceny modelu
Szacowanie jako±ci modelu
Jednym z istotnych problemów jest ocena jako±ci zbudowanego modelu. Ogólnie istnieje
wiele podej±¢ do tego zagadnienia m.in. przedstawione w [61]. Najbardziej trywialnym
jest testowanie modelu bazuj¡ce na dwóch ró»nych zbiorach - treningowym, u»ywanym
do uczenia modelu i testowym, oceniaj¡cym jako±ci modelu. Takie rozwi¡zanie ma wiele
wad. Jego powa»nym ograniczeniem jest zale»no±¢ uzyskanych wyników od podziaªu na
cz¦±¢ treningow¡ i testow¡, co w znaczny sposób zafaªszowuje prawdziwe mo»liwo±ci
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modelu. Jedyn¡ mo»liwo±ci¡ w miar¦ rzetelnej oceny przy wykorzystaniu podziaªu
trening/test jest analiza danych o znanym rozkªadzie prawdopodobie«stwa (np. w
celach porównawczych ró»nych metod) - gdzie mo»liwe jest stworzenie zbioru testowego
o rozmiarze znacznie przekraczaj¡cym rozmiar zbioru treningowego (mtest À mtrain).
Metod¡ najpowszechniej stosowan¡ w problematyce oceny jako±ci modelu jest k-krotna
walidacja krzy»owa (ang. k-fold cross validation), wyst¦puj¡ca w dwóch odmianach.
Proces walidacji polega tu na podziale zbioru treningowego T na k równych cz¦±ci, gdzie
system uczony jest k-krotnie na k− 1 cz¦±ciach, a testowany na pozostaªej jednej cz¦±ci
zbioru T. W ka»dej iteracji nast¦puje zmiana cz¦±ci testuj¡cej, tak »e w rezultacie system
testowany jest na wszystkich wektorach zbioru treningowego. Poszczególne odmiany k-
krotnej walidacji krzy»owej ró»ni¡ si¦ tym, i» w przypadku walidacji straty�kowanej
d¡»y si¦ do tego, by zapewni¢ staªy rozkªad prawdopodobie«stwa wyst¦powania klas
w ka»dej z k cz¦±ci. Pomiar dokªadno±ci klasy�kacji w przypadku walidacji krzy»owej
liczony jest jako ±rednia dokªadno±¢ dla ka»dego z k procesów.
Problem który wyst¦puje w przypadku walidacji krzy»owej to dobór odpowiedniej
warto±ci k. Maªa warto±¢ k pozwala na bardziej rzeteln¡ ocen¦ pojedynczej walidacji,
gdy» stosunek cz¦±ci waliduj¡cej do ucz¡cej jest stosunkowo du»y. Rozwi¡zanie
takie zmniejsza jednak ilo±¢ powtórze« procesu uczenia, co negatywnie wpªywa na
jako±¢ oceny warto±ci ±redniej. Nale»y równie» zauwa»y¢ kolejny problem, jakim jest
reprezentatywno±¢ danych ucz¡cych. Maªe warto±ci k mog¡ doprowadzi¢ do sytuacji,
gdzie pewne drobne, acz istotne obszary b¦d¡ maªo licznie reprezentowane w cz¦±ci
ucz¡cej, co mo»e doprowadzi¢ do ich pomini¦cia. Problem ten nie wyst¦puje dla du»ych
warto±ci k, gdzie dodatkowo poprawia si¦ jako±¢ oceny warto±ci ±redniej. Nie nale»y
jednak zapomina¢ o wadzie metody, jak¡ jest wzrost zªo»ono±ci obliczeniowej, co mo»e
w znacznym stopniu ogranicza¢ praktyczne aplikacje (najcz¦±ciej przyjmuje si¦ k = 10).
Skrajnym przypadkiem walidacji krzy»owej jest test jeden pozostaw (ang. leave one out),
gdzie system testowany jest m-krotnie zawsze na pojedynczym wektorze. W literaturze
dowodzi si¦, »e test ten jest �niemal� nieobci¡»ony [149], jednak»e na uwag¦ zasªuguje
fakt, i» nie pozwala on na wyznaczenie wariancji modelu, któr¡ ªatwo daje si¦ wyliczy¢ w
przypadku k ¿ n jako odchylenie standardowe wyników uzyskanych w poszczególnych
walidacjach. Informacja taka mo»e by¢ bardzo istotna, daj¡c dodatkowe wskazówki o
zbudowanym modelu.
Rozwini¦ciem testu walidacji krzy»owej jest test, w którym proces walidacji krzy»owej
powtarzany jest wielokrotnie (tak zwany X-test). Dzi¦ki takiemu rozwi¡zaniu zwi¦ksza
si¦ liczba prób pojedynczych ocen, jednocze±nie uniezale»niaj¡c si¦ od losowo±ci podziaªu
na k podzbiorów, co ma szczególne znaczenie dla maªych zbiorów danych.
W literaturze spotykane s¡ równie» inne metody selekcji modelu, jak bazuj¡ce na teorii
Bayesowskiej [152, 123]. W metodzie tej zakªada si¦, »e parametry modelu takie,
jak wspóªczynniki uczenia, stopie« metryki L s¡ traktowane - podobnie jak cechy
zbioru ucz¡cego - jako zmienne losowe poddaj¡c je analizie Bayesowskiej. Jednak
przeprowadzone testy empiryczne wskazuj¡, »e dla maªych zbiorów danych ze wzgl¦du na
problem estymacji prawdopodobie«stwa mo»liwe jest wyst¦powanie bª¦dów tej metody.
Bardzo dobr¡ metod¡ testowania modelu jest tak zwany Bootsrtaping lub test Monte
Carlo [61], który polega na wielokrotnym losowaniu zarówno cz¦±ci ucz¡cej, jak i
testuj¡cej ze zwracaniem. Takie rozwi¡zanie powoduje bardziej naturalny (zbli»ony
do rzeczywistego) rozkªad danych w obydwu zbiorach, jednak»e wymagane jest, by
proces podziaªu na cz¦±¢ treningow¡ i testow¡ realizowany byª wielokrotnie. Niestety
determinuje to bardzo du»¡ zªo»ono±¢ obliczeniow¡ tej metody. Jest ona szczególnie
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cz¦sto stosowana w przypadkach maªolicznych zbiorów danych, dla których metody
walidacji krzy»owej nie daj¡ zadowalaj¡cych efektów.

Wybór najlepszego modelu
Omówione powy»ej metody wery�kacji jako±ci modelu pozwalaj¡ na estymacj¦ jego
dokªadno±ci, liczon¡ najcz¦±ciej jako ±redni¡ z uzyskanych wyników walidacji (dla metod
walidacji krzy»owej oraz bootstrap). Jednak ocena i wybór modelu na podstawie jedynie
warto±ci ±redniej dokªadno±ci Acc obarczona mo»e by¢ bª¦dem, gdy» tym sposobem
nie jest uwzgl¦dniania wariancja modelu. Wariancja modelu mo»e by¢ natomiast
interpretowana jako wariancja uzyskanych wyników dokªadno±ci. Przeprowadzone testy
wskazuj¡, i» wpªyw wariancji jest bardzo istotny, gdy» ±rednia dokªadno±¢ nie uwzgl¦dnia
rozrzutu warto±ci dokªadno±ci poszczególnych walidacji. Ma to równie» istotny wpªyw
na stabilizacj¦ wyników szacowania.
Do wyboru najlepszego modelu niezb¦dne jest wi¦c porównanie zarówno warto±ci
±redniej z ró»nych walidacji, jak i jej odchylenia standardowego. Mo»na w tym celu
posªu»y¢ si¦ ró»nymi testami statystycznymi, jednak najprostsz¡ form¡ jest analiza
dokªadno±ci zde�niowana jako (8.8).

Acc− std (8.8)

Metoda ta pozwala na wybór modelu na podstawie pesymistycznego oszacowania
dokªadno±ci. Stanowi ona w pewnym sensie uproszczenie testu T-Studenta dla ±rednich
z próby.

8.2.2 Metody przeszukiwania
Podobnie jak w przypadku selekcji prototypów oraz selekcji cech, równie» w przypadku
selekcji modelu najwi¦ksz¡ popularno±ci¡ ciesz¡ si¦ metody przeszukiwania. Jednak»e
z uwagi na konieczno±¢ optymalizacji wielu parametrów modeli selekcji cech, proces ten
staje si¦ bardzo zachªanny obliczeniowo. Gªówn¡ wad¡ przestawionego na schemacie
(8.2.2) algorytmu jest zagnie»d»enie jednego procesu przeszukiwania w drugim.
Przykªadem takiego zjawiska mo»e by¢ selekcja cech poª¡czona z selekcj¡ prototypów,
gdzie obydwa zadania realizowane s¡ przez proces szukania. Dlatego te» konieczne staje
si¦ rozwa»enie algorytmów przyspieszaj¡cych i upraszczaj¡cych, redukuj¡c równie»
zªo»ono±¢ obliczeniow¡ procesu przeszukiwania.

Strategia 1 Jedn¡ z mo»liwo±ci poprawy jest wykorzystanie metody �ltrów w
selekcji cech (np. poprzez u»ycie drzew decyzji), dzi¦ki czemu procesy selekcji cech i
optymalizacji parametrów modelu staj¡ si¦ niezale»ne, znacznie redukuj¡c zªo»ono±¢
obliczeniow¡ w porównaniu np. do metod opakowuj¡cych.

Strategia 2 Inn¡ mo»liwo±ci¡ jest rozpocz¦cie procesu uczenia od optymalizacji
parametrów modelu realizowanego na caªym zbiorze danych lub po uprzedniej selekcji
cech zrealizowanej w oparciu o metody �ltrów (strategia 1). W kolejnym kroku nast¦puje
proces selekcji cech metodami opakowuj¡cymi, algorytmem selekcji w tyª, usuwaj¡c
jedynie te cechy, które psuj¡ dokªadno±¢ danego modelu.

79



Schemat 17 Przykªadowy algorytm meta-uczenia
Require: T,
Require: M {Zbiór klasy�katorów}
Require: S {Zbiór metod selekcji cech}

k ← sizeof(M)
t ← sizeof(S)
acc ← 0
for j=1. . . k do
for i = 1 . . . t do

tacc ← Validate([Si,Mj],T)
if tacc > acc then

acc ← tacc
S ′ ← Si

M ′ ← Mj

end if
end for

end for
return M ′, S ′

Strategia 3 Ostatnie proponowane rozwi¡zanie wykorzystuje mo»liwo±ci algorytmów
uczenia, bazuj¡cych na metodach optymalizacji gradientowej posiadaj¡cych zdolno±¢
douczania. W przypadku reguª prototypowych dotyczy to algorytmu LVQ, który
pozwala na rozszerzenie strategii 2. W metodzie tej, po ka»dym usuni¦ciu cechy
nast¦puje douczenie systemu poprzez kilka iteracji algorytmu LVQ1 b¡d¹ LVQ2.x.
Dzi¦ki takiemu rozwi¡zaniu znacznie skraca si¦ czas uczenia modelu, co sprzyja dalszej
optymalizacji. Ponadto douczanie modelu bazuje na wykorzystaniu uprzednio zdobytej
wiedzy, co wpªywa na jako±¢ uzyskanych rezultatów pomijaj¡c problem inicjalizacji.

8.2.3 Redukcja zªo»ono±ci obliczeniowej w metodach walidacji
krzy»owej oraz Bootstrap

Bardzo ciekaw¡ metod¦ redukcji zªo»ono±ci obliczeniowej zaproponowali w swojej pracy
Maron and Moore [116]. W swych badaniach analizowali oni mo»liwo±¢ skrócenia
procesu obliczeniowego poprzez zaprzestanie walidacji modelu, który jest znacz¡co
gorszy od aktualnie najlepszego. Ich algorytm wykorzystywaª statystyk¦ T-Studenta
do oceny wyników w kolejnych krokach k-krotnej walidacji krzy»owej. Je»eli aktualnie
analizowany model po s krokach, gdzie s < k, wykazywaª istotnie gorsze wyniki ni»
najlepszy z dotychczasowych modeli, proces walidacji zostawaª wstrzymany, a aktualny
model wycofany jako bezu»yteczny.
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Rozdziaª 9

Relacje pomi¦dzy reguªami rozmytymi
a prototypowymi

9.1 Wst¦p
Do budowy rozmytych klasy�katorów reguªowych najcz¦±ciej u»ywa si¦ modelu Takagi-
Sugeno-Kanga (TSK), gdzie Cordon [31] de�niuje trzy podstawowe typy reguª, a
dokªadniej trzy typy konkluzji:

1. je»eli . . . to C(x)=Ci, z = 1 - reguªa ma bezpo±rednio przypisan¡ jedn¡ warto±¢
etykiety ze wspóªczynnikiem speªnienia zi reguªy równym 1

2. je»eli . . . to C(x)=Ci,z = [0, 1] - konkluzja reguªy wskazuje na pojedyncz¡ klas¦
z odpowiednim wspóªczynnikiem wsparcia (speªnienia) konkluzji nale»¡cym do
przedziaªu [0, 1]

3. je»eli . . . to C(x)=C1...c, z1...c = [0, 1] - konkluzja reguªy de�niuje wspóªczynniki
wsparcia (speªnienia) konkluzji odpowiednio dla ka»dej z klas

przy czym ka»da konkluzja skªada si¦ z pary < Ci, zi >, gdzie Ci jest singletonem
de�niuj¡cym konkluzj¦, natomiast zi jest wspóªczynnikiem okre±laj¡cym jej pewno±¢.
Model ten speªnia równie» wªa±ciwo±ci modelu Mamdaniego, przy zaªo»eniu singletonów
w konkluzji. Kuncheva rozszerza t¡ grup¦ o konkluzj¦, gdzie dla ka»dej z klas w ramach
pojedynczej reguªy de�niuje si¦ warto±ci lingwistyczne, dzi¦ki czemu zastosowa¢ mo»na
peªny model wnioskowania Mamdaniego.
Zarówno analiza funkcjonalna, jak i analiza interpretacji systemów rozmytych wskazuj¡
na równowa»no±¢ reguªowych klasy�katorów rozmytych oraz metod bazuj¡cych na
wektorach referencyjnych. Dowodzi to mi¦dzy innymi praca Bilgica oraz Turksena [13],
gdzie autorzy podaj¡ pi¦¢ metod interpretacji funkcji przynale»no±ci:

1. jako warto±¢ prawdopodobie«stwa (ang. likelihood view)

2. jako warto±ci zbiorów losowych (ang. random set view)

3. jako stopie« podobie«stwa (ang. similarity view)

4. jako miara funkcjonalno±ci (ang. utility view)

5. jako warto±¢ wynikaj¡ca z teorii pomiarów (ang. measurement view)
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Na uwag¦ zasªuguje tu interpretacja stopnia przynale»no±ci jako podobie«stwa.
Pierwsze bezpo±rednie przykªady literaturowe o równowa»no±ci funkcjonalnej systemów
rozmytych i prototypowych byªy opisywane przez Janga [79] i dotyczyªy sieci RBF
(równowa»ne z rozmytym modelem TSK typu 2). W [100] Kuncheva pokazaªa
równowa»no±¢ systemów rozmytych oraz metod statystycznych bazuj¡cych na funkcjach
j¡drowych takich jak kNN ≡ TSK typ 1 oraz klasy�kator Parzena ≡ TSK typ 2.
Ostatecznie zaproponowaªa bardzo ogólny model bazuj¡cy na prototypach, powstaªy
na styku z systemami rozmytymi nazwany Uogólniony Klasy�kator Najbli»szego
Prototypu (GNPC) [103], omówiony równie» w rozdziale 4. W ksi¡»ce [101] ta sama
autorka pokazuje równowa»no±¢ GNPC z omówionymi modelami TSK. Gªosi równie»
tez¦ o równowa»no±ci klasy�katorów rozmytych oraz prototypowych, wskazuj¡c, i»
ka»dy system rozmyty mo»na zapisa¢ jako równowa»ny system prototypowy, czyli jako
zbiór reguª prototypowych.

9.2 Ró»nice pomi¦dzy systemami reguª
prototypowych oraz rozmytych

Równowa»no±¢ systemów prototypowych oraz rozmytych uzyskuje si¦ przez zaªo»enie
separowalnych funkcji podobie«stwa lub odlegªo±ci. Separowalne funkcje odlegªo±ci
charakteryzuj¡ si¦ mo»liwo±ci¡ dekompozycji poszczególnych skªadników odlegªo±ci
na niezale»ne skªadowe dla ka»dego z atrybutów. Przykªadowym rozwi¡zaniem jest
tutaj sie¢ neuronowo-rozmyta FSM [54], która pozwala na interpretacj¦ wyników jako
zbioru reguª rozmytych. Jednak jej sposób dziaªania opiera si¦ w rzeczywisto±ci
na selekcji prototypów i ich interpretacji po uprzedniej dekompozycji jako zbioru
reguª rozmytych. Nie wszystkie jednak funkcje podobie«stwa lub odlegªo±ci posiadaj¡
wªa±ciwo±¢ separowalno±ci. Przykªadem tego mo»e by¢ odlegªo±¢ cosinusowa, której nie
mo»na rozseparowa¢ na niezale»ne skªadowe atrybutów lub te» funkcje bazowe stosowane
w przypadku sieci neuronowych typu RBF, za wyj¡tkiem funkcji Gaussowskiej.
Ró»nice pomi¦dzy systemami rozmytymi a prototypowymi uwydatniaj¡ si¦ w
lingwistycznej interpretacji reguª. Reguªy rozmyte opisuj¡ dany problem posªuguj¡c
si¦ przymiotnikami wyra»aj¡cymi elementy reguª, podczas gdy reguªy prototypowe do
opisu wykorzystuj¡ obiekty (9.1).

je»eli O jest podobny do P to kategoria(O)=kategoria(P) (9.1)

gdzie O to badany obiekt, za± P to jeden z prototypów - obiektów referencyjnych.
Przykªadem lingwistycznego wyra»enia reguªy prototypowej mo»e by¢:

je»eli obiekt A jest najbardziej podobny do koszykarza to A gra w piªk¦

gdzie opis koszykarza podany jest niejawnie, ale mo»na go zdekomponowa¢ (o ile
funkcja podobie«stwa na to pozwala) na zbiór przesªanek równowa»nych opisowi zbiorów
rozmytych.
Taka wªa±ciwo±¢ stawia reguªy prototypowe jako nadrz¦dne (bardziej ogólne), gdy»
operuj¡ one na wy»szym poziomie abstrakcji ni» reguªy rozmyte. Rozwi¡zanie to ma
jednak wady, gdy» cen¡ ogólno±ci mo»e by¢ redundancja informacji zawarta w reguªach
prototypowych, wynikaj¡ca z konieczno±ci reprezentacji prototypu jako wektora p,
podczas gdy w przypadku reguª rozmytych istnieje wi¦ksza mo»liwo±¢ uproszczenia
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zapisu przesªanek oraz wykorzystanie rozmytych operatorów negacji.
Powa»nym ograniczeniem systemów rozmytych jest ich zdolno±¢ analizy danych
symbolicznych, dla których trudno jest zde�niowa¢ poprawn¡ funkcj¦ przynale»no±ci,
a tym bardziej nada¢ jej interpretacj¦ lingwistyczn¡. Problem ten wraz z propozycj¡
rozwi¡zania opisano m.in. w [126]. Niemniej jest to powa»ne zagadnienie, z którym
dobrze radz¡ sobie systemy prototypowe. Nale»y tu zwróci¢ uwag¦, i» pocz¡tkowo byªy
one specjalizowane do analizy wªa±nie danych symbolicznych, jak metody z rodziny CBR
[120]. Du»o prac po±wi¦conych problematyce cech symbolicznych byªo prowadzonych
równie» przez spoªeczno±¢ zwi¡zan¡ z uczeniem instancyjnym (ang. instance based
learning, IBL), gdzie opracowanych zostaªo szereg miar z rodziny VDM [162] oraz
odpowiednie miary heterogeniczne [181, 180, 16] (rozdziaª 5).
Istotn¡ zalet¡ systemów rozmytych jest bogactwo operatorów opracowanych w celu
uwypuklenia pewnych wªa±ciwo±ci opisu wiedzy. Nale»y tu wymieni¢ ró»ne operatory
iloczynu oraz sumy logicznych przesªanek (ang. T-norm,T-conorm), operatory implikacji
oraz inne operatory logiczne. Na rzecz systemów rozmytych przemawia równie» du»a
ªatwo±¢ tworzenia bazy reguª w oparciu o wiedz¦ eksperta, co stanowiªo o sile i
popularno±ci systemów reguª rozmytych.

9.3 Odlegªo±ci a podobie«stwo
W metodach bazuj¡cych na prototypach mo»liwe jest wykorzystanie dwóch typów
operatorów: odlegªo±ci (D(O, P )) lub podobie«stwa (S(O, P ))1. Pierwsze z
wymienionych (odlegªo±ci) zakªadaj¡ równowa»no±¢ obiektów, gdy D(O,P ) = 0, za±
caªkowit¡ ró»no±¢ obiektów, gdy D(O,P ) = inf lub dla odlegªo±ci znormalizowanych
D′(O, P ) = 1. W przypadku podobie«stwa równowa»no±¢ O oraz P okre±la si¦ po
normalizacji jako S(O,P ) = 1, natomiast jej caªkowity brak, jako S(O, P ) = 0.
Taka ró»norodno±¢ powoduje konieczno±¢ zde�niowania operatorów, które pozwol¡ na
wzajemn¡ transformacj¦ obydwu typów miar mi¦dzy sob¡. Jest to tym bardziej
niezb¦dne, gdy» systemy rozmyte posiadaj¡ bezpo±redni¡ interpretacj¦ jako metod
prototypowych bazuj¡cych na podobie«stwach. Wzajemne porównanie wi¦c systemów
mo»liwe jest jedynie przy zaªo»eniu pokazania równowa»no±ci koniunkcji funkcji
przynale»no±ci z odpowiednimi funkcjami odlegªo±ci.
Najogólniej wzajemn¡ transformacj¦ pomi¦dzy odlegªo±ci¡ a podobie«stwem mo»na
zapisa¢ jako (9.2)

S(x,p) = T (D(x,p))
D(x,p) = T−1 (D(x,p))

(9.2)

gdzie T (·) oznacza monotoniczn¡ funkcj¦ dokonuj¡c¡ transformacji. Najprostsz¡
postaci¡ jest liniowa zale»no±¢ pomi¦dzy odlegªo±ci¡, a podobie«stwem, któr¡ mo»na
wyrazi¢ jako (9.3) [70] przy zaªo»eniu znormalizowanej odlegªo±ci.

S(O,P ) = 1−D′(O,P ) (9.3)

Inn¡ mo»liw¡ postaci¡ transformacji (9.2) jest funkcja (9.4). Jej cech¡ jest transformacja
addytywnej funkcji odlegªo±ci do postaci iloczynowej funkcji podobie«stwa (9.5).

S(x,p) = exp (−D(x,p)q)
D(x,p)q = − ln (S(x,p))

(9.4)

1O oraz P oznaczaj¡ tu obiekty, które niekoniecznie posiadaj¡ opis wektorowy
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S(x,p) = exp (−D(x,p)q) = exp

(
−

n∑

i=1

d(xi, yi)

)
=

n∏

i=1

exp (−d(xi, yi)) (9.5)

gdzie α to wykªadnik pot¦gi funkcji odlegªo±ci Minkowskiego. Innymi mo»liwo±ciami
transformacji odlegªo±ci do podobie«stwa s¡ funkcje (9.6),(9.7) oraz (9.8).

S(x,p) =
1

1 + Dα(x,p)
(9.6)

S(x,p) =
1

Dα(x,p)
(9.7)

Dα(x,p) = ctan
(

Π

2
S (xi, yi)

)
(9.8)

Przedstawione metody wzajemnej transformacji odlegªo±ci i podobie«stwa s¡ jedynie
przykªadowymi przeksztaªceniami [182], których mo»na wyznaczy¢ znacznie wi¦cej.
Zgodnie z de�nicj¡ Kunchevy u»yt¡ w opisie klasy�katora GNPC [103] odpowiedni¡
funkcj¡ transformuj¡c¡ jest dowolna monotonicznie malej¡ca funkcja T (·).

9.4 Równowa»no±¢ odlegªo±ci oraz funkcji
przynale»no±ci

Jak wspominano powy»ej, z punktu widzenia funkcjonalnego obydwa typy systemów
s¡ przy zaªo»eniu pewnych ogranicze« równowa»ne, jednak»e ka»dy z nich ma pewne
funkcjonalne zalety. Dla systemów rozmytych jest to bogata liczba ró»nego rodzaju
operatorów, za± systemy prototypowe cechuje ró»norodno±¢ funkcji odlegªo±ci, które
jednak musz¡ speªnia¢ wªasno±¢ separowalno±ci by móc zosta¢ wyra»one w postaci
koniunkcji funkcji przynale»no±ci. Du»e mo»liwo±ci dla obydwu typów systemów daje
wi¦c zbadanie i porównanie funkcji odlegªo±ci u»ywanych powszechnie w metodach
prototypowych oraz funkcji przynale»no±ci wraz z odpowiednimi operatorami koniunkcji
reguª rozmytych. Dzi¦ki temu uzyskuje si¦ wzrost elastyczno±ci obydwu systemów oraz
mo»liwo±¢ wzajemnej transformacji jednych w drugie [42].
W poni»szych analizach dla uproszczenia zaªo»ono model wnioskowania TSK typu (1)
co odpowiada prostemu modelowi k-NN.

9.4.1 Od funkcji przynale»no±ci do funkcji odlegªo±ci
Najcz¦±ciej stosowanym operatorem przeci¦cia zbiorów rozmytych jest operator iloczynu
algebraicznego, a wi¦c uzyskana przy jego pomocy funkcja podobie«stwa przyjmuje
posta¢ (9.9)

S(x,p) =
n∏

i=1

(µ(xi; pi)) (9.9)

gdzie µ(xi; pi) jest funkcj¡ przynale»no±ci, dla której pi jest parametrem okre±laj¡cym
jej poªo»enie. Dla tak zde�niowanej funkcji podobie«stwa (T-norma typu
iloczyn) odpowiednia transformacja do postaci odlegªo±ci realizowana jest poprzez
przeksztaªcenie (9.4) [70]. Zastosowanie tej transformacji do iloczynu Gaussowskich
funkcji przynale»no±ci równowa»ne jest kwadratowi odlegªo±ci Euklidesa.
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Powy»szy przykªad stanowi dowód na równowa»no±¢ systemów TSK typu 1 z
Gaussowskimi funkcjami przynale»no±ci oraz operatorem T-norma typu iloczyn i
klasy�katora 1-NN.
Identyczna transformacja iloczynu trójk¡tnych funkcji przynale»no±ci prowadzi do
logarytmicznej postaci funkcji odlegªo±ci. Oznacza to, »e iloczyn liniowo opadaj¡cych
funkcji przynale»no±ci (sto»kowa funkcja podobie«stwa) (9.10)

µ(xi; pi) =

{
−|xi − pi|+ 1 |xi − pi| ≤ 1

0 |xi − pi| > 1
(9.10)

równowa»ny jest logarytmicznej funkcji odlegªo±ci. Zostaªo to pokazane na zale»no±ci
(9.11) oraz rys.(9.1)
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Rysunek 9.1: Trójk¡tna funkcja przynale»no±ci z T-norm¡ iloczynow¡ oraz
odpowiadaj¡ca jej funkcja odlegªo±ci.

D(x,p) = − ln (S(x,p)) =

= − ln

(
n∏

i=1

{
−|xi − pi|+ 1 |xi − pi| ≤ 1

0 |xi − pi| > 1

)

D(x,p) =




− n∑

i=1
ln(−|xi − pi|+ 1) |xi − pi| ≤ 1

0 |xi − pi| > 1

(9.11)

85



Logarytmiczny ksztaªt funkcji odlegªo±ci wskazuje, i» dla obiektów znajduj¡cych si¦ w
pobli»u wektora referencyjnego nast¦puje powolny wzrost odlegªo±ci, za± przekroczeniu
pewnego progu Θ towarzyszy jej gwaªtowny wzrost. Tak zde�niowana funkcja
odlegªo±ci ma dodatkow¡ wªasno±¢, któr¡ jest ograniczenie obszaru aktywacji. Oznacza
to, »e dla sko«czonej ró»nicy poªo»enia pomi¦dzy wektorami, warto±¢ odlegªo±ci osi¡ga
niesko«czono±¢. Na uwag¦ zasªuguje równie» fakt, i» uzyskany wynik nie jest odlegªo±ci¡
w sensie matematycznym, poniewa» funkcja ta nie speªnia zasady trójk¡ta.
Podobny ksztaªt funkcji odlegªo±ci uzyskiwany jest dla funkcji trapezoidalnej, z t¡
ró»nic¡, »e obszar peªnej przynale»no±ci równowa»ny jest zerowej warto±ci odlegªo±ci.
Innym przykªadem cz¦sto stosowanego operatora T-normy jest operator minimum.
Granica decyzji systemu rozmytego, bazuj¡cego na takim operatorze równowa»na
jest odlegªo±ci Czebyszewa, przy czym skªadniki odlegªo±ci mo»na przetransformowa¢
wykorzystuj¡c dowoln¡ monotoniczn¡ posta¢ transformacji T (·). Ten typ odlegªo±ci
stosowany jest równie» w systemach reguª-P w celu uzyskania zbioru reguª ostrych.
Dla T-normy �ukasiewicza (9.12) odpowiedni¡ transformacj¡ do postaci
znormalizowanej odlegªo±ci jest transformacja (9.2). Proces transformacji zostaª
pokazany w (9.13)

S(x,p) = max (µ1(x1|p1) + µ2(x2|p2)− 1, 0) (9.12)

D(x,p) = 1−max (µ1(x1|p1) + µ2(x2|p2)− 1, 0) =
min ((1− µ1(x1|p1)) + (1− µ2(x2|p2)), 1)

(9.13)

9.4.2 Od funkcji odlegªo±ci do funkcji przynale»no±ci
Równie ciekawym procesem jest transformacja funkcji odlegªo±ci do postaci funkcji
przynale»no±ci. Poniewa» wi¦kszo±¢ funkcji odlegªo±ci ma posta¢ addytywn¡, dlatego te»
odpowiedni¡ transformacj¡ T (·) jest (9.4). Transformacja pomi¦dzy odlegªo±ci Euklidesa
b¡d¹ te» innymi odlegªo±ciami Minkowskiego a odpowiednimi funkcjami przynale»no±ci
zostaªa opisana w poprzednim podrozdziale, a zarazem jest ona dosy¢ oczywista. Dosy¢
ciekaw¡ funkcj¡ odlegªo±ci jest odlegªo±¢ Canberra (5.6) - poniewa» równie» ona jest
addytywn¡ funkcj¡ odlegªo±ci transformacji dokonuje si¦ poprzez (9.4), co zostaªo
pokazane jako (9.14).

S(x,p) = exp (D(x,p)q) = exp
(

n∑
i=1

∣∣∣xi−pi

xi+yi

∣∣∣
)

=
n∏

i=1
exp

(∣∣∣xi−pi

xi+pi

∣∣∣
)

µ (xi; pi) = exp
(∣∣∣xi−pi

xi+pi

∣∣∣
) (9.14)

Ksztaªt uzyskanej funkcji przynale»no±ci przedstawia rys.(9.2) Innym przykªadem
addytywnej funkcji odlegªo±ci jest odlegªo±ci VDM, która jest jedn¡ z metod powszechnie
stosowanych przy analizie danych symbolicznych. Jej transformacja do postaci
funkcji przynale»no±ci cz¦±ciowo rozwi¡zuje problem analizy danych symbolicznych, co
stanowiªo powa»ny problem w przypadku reguª-F. Proces transformacji odlegªo±ci VDM
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Rysunek 9.2: Odlegªo±¢ Canberra oraz odpowiadaj¡ca jej funkcja przynale»no±ci

do postaci iloczynu funkcji przynale»no±ci przedstawia przeksztaªcenie (9.15).

S(x,p) = exp (−D(x,p)q) = exp

(
− n∑

i=1

c∑
j=1
|p(Cj|xi)− p(Cj|pi)|q

)

S(x,p) =
n∏

i=1
exp

(
− c∑

j=1
|p(Cj|xi)− p(Cj|pi)|q

)

µ(xi|pi) = exp

(
− c∑

j=1
|p(Cj|xi)− p(Cj|pi)|q

)
(9.15)

Uzyskana posta¢ funkcji przynale»no±ci nie posiada prostej interpretacji lingwistycznej
(rys.(9.3)), jednak»e mo»na j¡ traktowa¢ jako naturalny ksztaªt przynale»no±ci do danej
warto±ci symbolicznej.
Cech¡ charakterystyczn¡ i naturaln¡ dla systemów rozmytych jest ró»norodno±¢ funkcji
przynale»no±ci stosowanych dla ró»nych atrybutów. Ta ró»norodno±¢ w przypadku
reguª-P uzyskiwana jest poprzez wykorzystanie odlegªo±ci heterogenicznych. Rezultatem
transformacji odlegªo±ci heterogenicznych do postaci iloczynu funkcji przynale»no±ci jest
wi¦c równowa»na przypisaniu ró»nych typów funkcji przynale»no±ci do odpowiednich
atrybutów.

87



0 1 2 3 4 5 6 7 8 9 10
0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1

x1[-]

p
(x
|C

1
),

p
(x
|C

2
)

[-
]

 

 

$p(x|C
1
)$

$p(x|C
2
)$

(a) Rozkªad p(x|C1) oraz p(x|C2)

0 1 2 3 4 5 6 7 8 9 10
0

0.2

0.4

0.6

0.8

1

1.2

1.4

1.6

1.8

x1 [-]

D
(x

1
,
x
2
)

[-
]

(b) Funkcja odlegªo±ci

0 1 2 3 4 5 6 7 8 9 10
0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1

x1 [-]

µ
(x

1
)

[-
]

(c) Funkcja przynale»no±ci
wyznaczona na podstawie
odlegªo±ci VDM

Rysunek 9.3: Odlegªo±¢ VDM oraz odpowiadaj¡ca jej funkcja przynale»no±ci dla
prototypu poªo»onego w p = [4]

9.5 Wnioski z równowa»no±ci systemów
Przedstawione mo»liwo±ci wzajemnej transformacji przesªanek reguª prototypowych oraz
rozmytych pozwalaj¡ na otwarcie nowych mo»liwo±ci oraz funkcjonalno±ci dla ka»dej z
metod. Gªównym zyskiem uzyskanym dla systemu reguª-P jest szereg nowych miar
odlegªo±ci nie stosowanych dotychczas w celu zrozumienia danych. Podobnie dla reguª-
F przedstawiono nowe mo»liwo±ci ksztaªtów funkcji przynale»no±ci, w szczególno±ci
rozpatruj¡c problem analizy cech symbolicznych. Odlegªo±¢ VDM stanowi tu ciekawe
rozwi¡zanie, pozwalaj¡ce na uzyskanie naturalnego ksztaªtu funkcji przynale»no±ci dla
cech symbolicznych.
Kolejn¡ istotn¡ cech¡ wynikaj¡c¡ z równowa»no±ci obydwu postaci reguª jest mo»liwo±¢
dostosowania wydobytej wiedzy do wymaga« eksperta analizuj¡cego dany problem. W
zale»no±ci od jego preferencji istnieje mo»liwo±¢ wzajemnej transformacji obydwu typów
systemów do postaci równowa»nych. Jest to tym bardziej istotne, i» dotychczas obydwa
typy systemów najcz¦±ciej rozwijane byªy niezale»nie, co spowodowaªo ró»norodno±¢
rozwi¡za« stosowanych w obydwu typach reguª. Wi¦kszo±¢ z przedstawionych w
rozdziale (6) metod selekcji prototypów nie byªa dotychczas stosowana w procesie
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ekstrakcji reguª oraz rozumienia danych. Równowa»no±¢ obydwu typów systemów
pozwala wi¦c na reprezentacj¦ wiedzy pochodz¡c¡ z metod selekcji prototypów do
postaci zbioru reguª rozmytych.
Bardzo istotn¡ pochodn¡ omówionych tutaj metod transformacji jest integracja
podobie«stwa z logik¡. Ma to szczególne znaczenie dla bada« kognitywnych, pozwalaj¡c
na �logiczn¡� analiz¦ i interpretacj¦ uzyskanych wyników bada«.
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Rozdziaª 10

Wydobywanie reguª prototypowych z
danych

10.1 Opis modeli
Analiza przedstawionych w rozprawie ró»nych metod selekcji i optymalizacji prototypów
oraz selekcji cech pozwoliªa na okre±lenie modeli, które posªu»yªy budowie systemu
ekstrakcji reguª prototypowych o nazwie SBPS (ang. similarity-based protototype
system). System ten skªada si¦ z kilku omówionych w pracy metod, jednak»e do
praktycznej analizy danych wykorzystano dwa zaproponowane w pracy autorskie
rozwi¡zania.
Wyniki zamieszczone w rozdziale 6 jednoznacznie wskazuj¡ na wysok¡ jako±¢
zaproponowanej w pracy adaptacji algorytmu warunkowego grupowania danych do
selekcji wektorów prototypowych oraz algorytmu wy±cigu optymalizuj¡cego liczb¦ tych
wektorów. Dlatego te» integracja tego algorytmu z metodami selekcji cech wydaje si¦
przynie±¢ najwi¦ksze korzy±ci. Ze wzgl¦du na nisk¡ zªo»ono±¢ obliczeniow¡ obydwu
algorytmów: CFCM oraz LVQ mo»liwe jest zastosowanie wszystkich metod selekcji
cech, w tym bazuj¡cych na przeszukiwaniu.
Zaprezentowane w rozdziale 8.1.3 wyniki nie daj¡ jednoznacznej odpowiedzi, która z
metod selekcji jest najlepsza, dlatego te» sugerowanym rozwi¡zaniem jest jednoczesne
uwzgl¦dnienie ró»nych metod selekcji cech w celu wybrania takiego, który zarówno
maksymalizacji dokªadno±ci, jak równie» minimalizacji zªo»ono±ci modelu. Jako
selektory cech dla metody CFCM+LVQ u»ywane byªy algorytmy selekcji w przód,
selekcji w tyª oraz metoda drzew. W zaprezentowanych poni»ej wynikach pomini¦to
metody selekcji bazuj¡ce na rankingach, z uwagi na niedu»¡ liczb¦ cech analizowanych
danych (maksymalnie 60). Nale»y zaznaczy¢, i» dla du»ych zbiorów o znacznej liczbie
cech (przekraczaj¡cych 100) sugerowanym rozwi¡zaniem jest selekcja cech w oparciu o
algorytm drzew decyzji lub metody rankingowe.
W przypadku drugiego algorytmu ekstrakcji reguª prototypowych progowych autor
posªu»yª si¦ algorytmem OPTDL. Porównanie metody OPDL z heterogenicznymi
drzewami bazuj¡cymi jedynie na macierzy odlegªo±ci nie wskazuje jednoznacznie na
zwyci¦zc¦, a obydwa algorytmy cechuje porównywalna dokªadno±¢. Ponadto na korzy±¢
algorytmu OPTDL przemawia pªaska struktura uzyskanych reguª. Poniewa» algorytm
OPDL ma zªo»ono±¢ rz¦du O(m2), dlatego te» konieczny jest wybór metody selekcji
cech o maªej zªo»ono±ci. W zaprezentowanych poni»ej wynikach zostaªy wykorzystane
algorytmy rankingowe opakowuj¡ce, bazuj¡ce na analizie wspóªczynnika korelacji
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linowej oraz metoda drzew.
Poniewa» istot¡ systemów reguªowych jest ªatwo±¢ zrozumienia uzyskanych wyników,
dlatego te» w praktyce zastosowano miary odlegªo±ci z rodziny HVDM. Realizowane
rzutowanie do przestrzeni prawdopodobie«stwa odbywa si¦ jedynie dla cech
symbolicznych, dyskretnych oraz binarnych (uci¡glanie cech w oparciu o miar¦
VDM), natomiast cechy ci¡gªe pozostaj¡ nie zmienione poddane jedynie normalizacji
lub standaryzacji. Pomini¦cie w praktycznych obliczeniach zaproponowanych miar
heterogenicznych dla atrybutów ci¡gªych zwi¡zane jest z ªatwo±ci¡ interpretacji
uzyskanych wyników oblicze«.
Algorytm OPDL nie wymaga optymalizacji parametrów modelu, gdy» proces ten
realizowany jest na bazie wewn¦trznej walidacji krzy»owej, gdzie dobierana jest
optymalna liczba prototypów. Natomiast maksymalne wykorzystanie algorytmu
CFCM+LVQ zmusza do przeszukania przestrzeni modelu w celu znalezieniu
odpowiednich nastaw. Na przestrze« modelu skªadaj¡ si¦ tutaj wspóªczynniki
nagrody i kary algorytmu LVQ czy te» wspóªczynniki �ltru Gaussowskiego. Proces ten
wraz z problemem doboru metody selekcji cech realizowany jest na bazie omówionych
w podrozdziale 8.2 metod przeszukiwania, gdzie testowane s¡ kolejne modele z ró»nymi
warto±ciami nastaw.

10.2 Wyniki uzyskane przez systemy reguª
prototypowych

Do analizy danych posªu»ono si¦ dziewi¦cioma zbiorami pochodz¡cymi z repozytorium
UCI [117] oraz zbiorem Lancet uzyskanym od Walkera, Crossa oraz Harrisona
[171]. Krótki opis u»ytych zbiorów danych znajduje si¦ w rozdziale 12. Wybór
danych, w wi¦kszo±ci pochodz¡cych z repozytorium UCI, podyktowany byª powszechn¡
dost¦pno±ci¡ ¹ródªa danych, co pozwala na porównanie rezultatów uzyskanych przez
system SBPS z wynikami innych badaczy. Kryterium doboru zbiorów danych byªa ich
ró»norodno±¢ zarówno pod wzgl¦dem liczebno±ci przypadków (zbiory liczyªy od 106 do
768 wektorów), jak równie» pod wzgl¦dem ró»norodno±ci typów oraz liczby cech (od 4
do 60 atrybutów).
Procedura testowa polegaªa na 10-cio krotnym te±cie krzy»owym, przy czym
zamieszczone wyniki porównawcze s¡ rezultatami walidacji caªo±ci modelu. Na ka»dy z
modeli skªadaªy si¦ cztery etapy przetwarzania danych. W etapie pierwszym dane byªy
normalizowane lub standaryzowane, nast¦pnie dokonywana byªa procedura uci¡glania
cech symbolicznych i dyskretnych z wykorzystaniem metryki VDM, po której zbiór
danych poddawany byª procesowi selekcji cech w oparciu o algorytm opakowywania lub
algorytm drzew oraz ostatecznie nast¦powaªo uczenie klasy�katora. W te±cie u»yte byªy
modele opisane w poprzednim podrozdziale. Zamieszczone w tabelach wyniki stanowi¡
±redni¡ dokªadno±¢ (Acc) oraz odchylenie standardowe. Do ka»dej tabeli dodano równie»
informacj¦ o zªo»ono±ci modelu (A/R) okre±lon¡ jako liczba wybranych cech (A) oraz
liczba reguª (R). Dodatkowo dla ka»dego zbioru danych zamieszczono uzyskany zbiór
prototypów wraz z indeksami wybranych przez model cech. Rezultaty te s¡ wynikiem
uczenia modelu na caªym zbiorze danych.
Ró»nice wyników pomi¦dzy rezultatami zamieszczonymi w rozdziale 8.1.3, a
przedstawionymi poni»ej wynikaj¡ z ró»nic procedury testowej. W tabeli 8.1.3
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Prototypy:
Cecha: fV DM

2 fV DM
3 fV DM

6 fV DM
7 fV DM

5 f8 fV DM
4 Θ

P1 = [ 0.8222 0.8793 0.9627 0.7764 0.9446 0.8333 0.6379 ]T 1.0474
Reguªy:
je»eli X jest podobny do P1 mniej ni» Θ1 to C(X)=C1

jak nie, C(X)=C2

Tablica 10.1: Zbiór reguª oraz poªo»enia prototypów opisuj¡cych zbiór rak piersi.
Algorytm OPTDL

Prototypy:
Cecha: fV DM

3 fV DM
4 fV DM

7

P1 = [ 0.5245 0.4059 0.1024 ]T

P2 = [ 0.0328 0.0788 0.1665 ]T

P3 = [ 0.9525 0.9453 0.9259 ]T

Reguªy:
je»eli X jest podobny do P1 to C(X)=C2

je»eli X jest podobny do P2 to C(X)=C2

je»eli X jest podobny do P3 to C(X)=C1

Tablica 10.2: Zbiór reguª oraz poªo»enia prototypów opisuj¡cych zbiór rak piersi.
Algorytm CFCM+LVQ

zamieszczono wyniki testu krzy»owego, któremu poddany byª jedynie klasy�kator,
natomiast proces selekcji cech realizowany byª niezale»nie od procesu walidacji. Poni»ej
zamieszczone wyniki stanowi¡ rezultaty walidacji caªo±ci systemu, gdzie poszczególne
etapy przetwarzania zostaªy zagnie»d»one w procesie testu krzy»owego.
Zamieszczone wyniki innych metod ekstrakcji reguª uzyskano wykorzystuj¡c do oblicze«
pakiety Weka [186] oraz NefClass [127], jak równie» na podstawie wyników innych
autorów.

10.2.1 Rak piersi
Dla zbioru raka piersi obydwie metody prototypowe daj¦ porównywalne rezultaty
±redniej dokªadno±ci, co wraz z porównaniem z innymi algorytmami ekstrakcji
reguª przedstawia tabela (10.3). Godnym uwagi jest fakt, i» ±rednie dokªadno±ci
obydwu zaprezentowanych metod s¡ tutaj najwi¦ksze i przewy»szaj¡ wyniki metod
konkurencyjnych.
Rozwi¡zanie znalezione przez algorytm OPTDL uzyskano stosuj¡c algorytm selekcji cech
bazuj¡cy na metodzie rankingowej selekcji w przód z wykorzystaniem wspóªczynnika
korelacji liniowej. Na zbiorze treningowym algorytm OPTDL uzyskaª dokªadno±¢
97.65% przypadków poprawnie klasy�kowanych. Uzyskane rozwi¡zanie opisane w
postaci pojedynczego prototypu dla klasy C1 (tab.(10.1)) wskazuje, i» granica decyzji
pomi¦dzy nowotworem zªo±liwym a ªagodnym ma ksztaªt sferyczny.
Podobnie proste rozwi¡zanie znalazª algorytm CFCM+LVQ, w którym wykorzystano

algorytm selekcji cech w oparciu o drzewa decyzji. Znalezione rozwi¡zanie opisane
w postaci trzech cech oraz trzech prototypów mo»ne wskazywa¢, i» sferyczny ksztaªt
granicy mo»na aproksymowa¢ w postaci dwóch póªprostych.
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Metoda Dokªadno±¢ [%] A/R �ródªo
CFCM+LVQ 96.79 ± 2.02 3/3 SBPS
OTPDL 96.64 ± 2.06 7/1 SBPS
C4.5 95.44 ± 2.64 6/11 Weka
Decision Table 95.36 ± 2.34 3/20 Weka
OneR 92.15 ± 2.96 1/1 Weka
NefClass 92.19 ± 2.48 2/2 NefClass

Tablica 10.3: Zbiór: rak piersi. Wyniki testu 10xCV

Prototypy:
Cecha: f4 f7

P1 = [ 0.2533 0.4464 ]T

P2 = [ 0.0760 0.0780 ]T

Reguªy:
je»eli X jest podobny do P1 to C(X)=C1

je»eli X jest podobny do P2 to C(X)=C2

Tablica 10.4: Zbiór reguª oraz poªo»enia prototypów opisuj¡cych zbiór wyrostek
robaczkowy. Algorytm CFCM+LVQ

10.2.2 Wyrostek robaczkowy
Rozwi¡zania znalezione przez zaproponowane w pracy algorytmy cechowaªy podobne
rezultaty w porównaniu z rozwi¡zaniami konkurencyjnymi (tab.(10.6)). Nale»y jednak
zwróci¢ uwag¦ na du»¡ warto±¢ odchylenia standardowego uzyskanych wyników.
Wskazuje ona, i» dla cz¦±ci przypadków walidacji algorytm uzyskiwaª bardzo du»¡
dokªadno±¢, a dla cz¦±ci uzyskane wyniki byªy znacz¡co gorsze. Na jednak zwróci¢ uwag¦
na maª¡ liczebno±¢ zbioru oraz silne niezbalansowanie liczby wektorów z poszczególnych
klas. Wªa±ciwo±ci algorytmu wy±cigu stosowanego do optymalizacji liczby prototypów
w przypadku metody CFCM+LVQ cechuje d¡»enie do porównywalnej dokªadno±ci
klasy�kacji poszczególnych klas, dlatego te» caªkowita dokªadno±¢ klasy�kacji tego
algorytmu wypada stosunkowo nisko. Analizuj¡c jednak opublikowane przez autora
wyniki porównawcze opisane w [17], gdzie kryterium optymalizacji byªa dokªadno±¢
zbalansowana (BAcc) omawiany algorytm znacznie przewy»szyª jako±¢ uzyskanych
wyników metod konkurencyjnych. W przypadku algorytmu CFCM+LVQ zastosowanym
kryterium selekcji cech byªa metoda drzew decyzji. Uzyskany zbiór dwóch prototypów
(tab.(10.4)) wskazuje, i» optymaln¡ granic¡ decyzji jest funkcja liniowa wyznaczona
przez dwa prototypy.
Uzyskany rezultat dla algorytmu OPTDL zostaª osi¡gni¦ty poprzez wykorzystanie

algorytmu selekcji cech bazuj¡cego na metodzie rankingowej - selekcji w przód, z
kryterium jakim byª wspóªczynnik korelacji liniowej. Wyznaczone poªo»enie prototypu
opisuje tabela (10.5), który pozwalaª na klasy�kacj¦ zbioru treningowego z dokªadno±ci¡
91.51%.

10.2.3 Cukrzyca
Dla tego zbioru algorytm OPTDL wyznaczyª dwa prototypy opisane w tabeli (10.7).
Pozwalaj¡ one na klasy�kacj¦ z dokªadno±ci¡ 76.56%. W przypadku obydwu algorytmów
za optymalny algorytm selekcji cech zostaªa wybrana metoda drzew decyzji. Analiza
zbioru algorytmem CFCM+LVQ, daªy najlepsze rezultaty w porównaniu z innymi
metodami (tab.(10.9)). Wynikiem analizy tego zbioru w oparciu o reguªy typu k-
NNs¡ dwa prototypy przedstawione w tabeli (10.8), przy czym poªo»enie prototypów jest
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Prototypy:
Cecha: f2 f3 f6 f7 f1 f5 Θ
P1 = [ 0.4140 0.6456 0.3440 0.6045 0.6346 2.4456 ]T 19.4864

Reguªy:
je»eli X jest podobny do P1 mniej ni» Θ1 to C(X)=C1

jak nie, C(X)=C2

Tablica 10.5: Zbiór reguª oraz poªo»enia prototypów opisuj¡cych zbiór wyrostek
robaczkowy. Algorytm OPTDL

Metoda Dokªadno±¢ [%] A/R �ródªo
CFCM+LVQ 83.77 ± 18.37 2/2 SBPS
OTPDL 83.88 ± 11.23 6/1 SBPS
C4.5 84.55 ± 10.47 2/2 Weka
Decision Table 85.76 ± 9.14 3/4 Weka
OneR 83.53 ± 11.11 1/3 Weka
NefClass 87.83 ± 6.38 1/2 NefClass

Tablica 10.6: Zbiór: zapalenie wyrostka robaczkowego. Wyniki testu 10xCV

Prototypy:
Cecha: f2 f6 Θ
P1 = [ 2.0676 1.4722 ]T 6.6483
P2 = [ -0.6535 1.0791 ]T 0.7569

Reguªy:
je»eli X jest podobny do P2 mniej ni» Θ2 to C(X)=C1

jak nie, je»eli X jest podobny do P1 bardziej ni» Θ1 to C(X)=C2

jak nie, C(X)=C1

Tablica 10.7: Zbiór reguª oraz poªo»enia prototypów opisuj¡cych zbiór cukrzyca.
Algorytm OPTDL

Prototypy:
Cecha: f2 f6

P1 = [ 0.9309 0.6250 ]T

P2 = [ 0.4621 0.3851 ]T

Reguªy:
je»eli X jest podobny do P1 to C(X)=C2

je»eli X jest podobny do P2 to C(X)=C1

Tablica 10.8: Zbiór reguª oraz poªo»enia prototypów opisuj¡cych zbiór cukrzyca.
Algorytm CFCM+LVQ

okre±lone po uprzedniej normalizacji danych wej±ciowych. Uzyskany rezultat wskazuje,
i» ksztaªt granicy decyzji dla tego zbioru przyjmuje posta¢ hiperpªaszczyzny separuj¡cej
obydwie klasy.

10.2.4 Sonar
Wyniki porównawcze dla tego zbioru przedstawia tabela (10.12). Wskazuj¡ one na
gorsze wªa±ciwo±ci zaproponowanych w pracy algorytmów porównuj¡c jedynie uzyskane
dokªadno±ci klasy�kacji, jednak na uwag¦ zasªuguje prostota znalezionych rozwi¡za«.

94



Metoda Dokªadno±¢ [%] A/R �ródªo
CFCM+LVQ 76.96 ± 3.7 2/2 SBPS
OTPDL 75.13 ± 5.38 2/2 SBPS
C4.5 74.49 ± 5.27 7/20 Weka
Decision Table 74.08 ± 4.40 5/32 Weka
OneR 72.00 ± 4.72 1/8 Weka
NefClass 74.86 ± 3.00 1/2 NefClass

Tablica 10.9: Zbiór: cukrzyca. Wyniki testu 10xCV

Prototypy:
Cecha: f11 Θ
P1 = [ 0.4918 ]T 0.0863

Reguªy:
je»eli X jest podobny do P1 mniej ni» Θ1 to C(X)=C2

jak nie, C(X)=C1

Tablica 10.10: Zbiór reguª oraz poªo»enia prototypów opisuj¡cych zbiór sonar. Algorytm
OPTDL

Prototypy:
Cecha: f11

P1 = [ 0.4449 ]T

P2 = [ 0.0631 ]T

Reguªy:
je»eli X jest podobny do P1 to C(X)=C2

je»eli X jest podobny do P2 to C(X)=C1

Tablica 10.11: Zbiór reguª oraz poªo»enia prototypów opisuj¡cych zbiór sonar. Algorytm
CFCM+LVQ

Metoda optymalizacji modelu, za najlepszy algorytm selekcji cech wybraªa algorytm
drzewa decyzji, który wybraª zaledwie pojedyncz¡ cech¦ do klasy�kacji. Do rozwi¡zania
problemu dyskryminacji sygnaªów radarowych wystarczyªa wi¦c pojedyncza reguªa
dla algorytmu OPTDL (tab.(10.10)) oraz dwa prototypy algorytmu CFCM+LVQ
(tab.(10.11))

Metoda Dokªadno±¢ [%] A/R �ródªo
CFCM+LVQ 66.53 ± 17.81 1/2 SBPS
OTPDL 65.53 ± 14.27 1/1 SBPS
C4.5 71.17 ± 7.10 13/17 Weka
Decision Table 74.50 ± 8.17 7/37 Weka
OneR 62.50 ± 11.07 1/4 Weka
NefClass 53.88 ± 13.97 1/1 NefClass

Tablica 10.12: Zbiór: sonar. Wyniki testu 10xCV
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Prototypy:
Cecha: f5 f3 f6 f2 f3 Θ
P1 = [ 0.2000 0.0728 0.3636 0.1712 0.2000 ]T 0.1120
P2 = [ 0.6348 0.1987 0.5714 0.5616 0.2000 ]T 0.3515
P3 = [ 0.2522 0.4768 0.3506 0.0651 0.4000 ]T 0.1438
P4 = [ 0.3043 0.1788 0.1558 0.0411 0.1000 ]T 0.0146
Reguªy:
je»eli X jest podobny do P4 mniej ni» Θ4 to C(X)=C1

jak nie, je»eli X jest podobny do P3 bardziej ni» Θ3 to C(X)=C1

jak nie, je»eli X jest podobny do P2 bardziej ni» Θ2 to C(X)=C2

jak nie, je»eli X jest podobny do P1 bardziej ni» Θ1 to C(X)=C2

jak nie, C(X)=C1

Tablica 10.13: Zbiór reguª oraz poªo»enia prototypów opisuj¡cych zbiór choroby w¡troby.
Algorytm OPTDL

Prototypy:
Cecha: f3 f4 f5

P1 = [ 0.5501 -0.9789 -0.2369 ]T

P2 = [ -0.5021 0.2021 0.2392 ]T

P3 = [ 0.4819 -0.7283 -0.7005 ]T

Reguªy:
je»eli X jest podobny do P1 to C(X)=C1

je»eli X jest podobny do P2 to C(X)=C2

je»eli X jest podobny do P3 to C(X)=C1

Tablica 10.14: Zbiór reguª oraz poªo»enia prototypów opisuj¡cych zbiór choroby w¡troby.
Algorytm CFCM+LVQ

10.2.5 Choroby w¡troby
Wyniki porównawcze przedstawione w tab.(10.15) wskazuj¡, i» jedynie algorytm drzewa
decyzji C4.5 uzyskaª lepsze rezultaty ni» zaproponowane przez autora rozwi¡zania
dystansuj¡c inne metody. Zaskakuj¡co du»a jest jednak liczba reguª znalezionych przez
algorytm C4.5. Uzyskane w oparciu o metod¦ CFCM+LVQ rozwi¡zanie opisane jest
przez trzy prototypy oraz trzy cechy (tab.(10.14)), co ±wiadczy o prostocie znalezionego
rozwi¡zania. Wybór cech zostaª tutaj dokonany w oparciu o metod¦ selekcji w przód.
Rozwi¡zanie znalezione przez algorytm OPTDL wymaga wi¦kszej liczby prototypów
oraz liczby cech (tab.(10.13)). Algorytm drzewa decyzji wybraª tutaj pi¦¢ cech
pozwalaj¡cych na klasy�kacj¦ zbioru treningowego z dokªadno±ci¡ 75.07%.

Metoda Dokªadno±¢ [%] A/R �ródªo
CFCM+LVQ 66.40 ± 7.87 3/3 SBPS
OTPDL 65.82 ± 6.21 5/4 SBPS
C4.5 68.71 ± 8.74 6/25 Weka
Decision Table 57.72 ± 5.64 2/3 Weka
OneR 54.82 ± 7.26 1/14 Weka
NefClass 57.08 ± 0.722 1/1 NefClass

Tablica 10.15: Zbiór: chorób w¡troby. Wyniki testu 10xCV
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Prototypy:
Cecha: f3 f4 Θ
P1 = [ 14 2 ]T 0.1215
P2 = [ 14 2 ]T 0.6594

Reguªy:
je»eli X jest podobny do P2 mniej ni» Θ2 to C(X)=C3

jak nie, je»eli X jest podobny do P1 bardziej ni» Θ1 to C(X)=C1

jak nie, C(X)=C2

Tablica 10.16: Zbiór reguª oraz poªo»enia prototypów opisuj¡cych zbiór irysy. Algorytm
OPTDL

Prototypy:
Cecha: f3 f4

P1 = [ 0.5441 0.5001 ]T

P2 = [ 0.8176 0.8980 ]T

P3 = [ 0.7384 0.7256 ]T

P4 = [ 0.0784 0.0610 ]T

Reguªy:
je»eli X jest podobny do P1 to C(X)=C2

je»eli X jest podobny do P2 to C(X)=C3

je»eli X jest podobny do P3 to C(X)=C3

je»eli X jest podobny do P4 to C(X)=C1

Tablica 10.17: Zbiór reguª oraz poªo»enia prototypów opisuj¡cych zbiór irysy. Algorytm
CFCM+LVQ

10.2.6 Irysy
Dlatego tego zbioru niemal wszystkie metody charakteryzuj¡ si¦ porównywaln¡ i bardzo
du»¡ dokªadno±ci¡ (tab.(10.18)). Obydwa zaproponowane w pracy algorytmy reguª
prototypowych wykorzystywaªy metod¦ selekcji cech bazuj¡c¡ na drzewach decyzji.
Znalezione poªo»enia prototypów po uprzedniej normalizacji danych przedstawiaj¡
tabele (10.17) oraz (10.16). Analiza wyników uzyskanych przez algorytm OPTDL
wskazuje i» dwukrotnie wybrany zostaª ten sam prototyp jednak z ró»n¡ warto±ci¡ progu.
Nale»y tutaj zwróci¢ uwag¦, i» algorytm OPTDL znacznie pobiª inne konkurencyjne
metody, natomiast algorytm CFCM+LVQ uplasowaª si¦ na drugim miejscu.

Metoda Dokªadno±¢ [%] A/R �ródªo
CFCM+LVQ 96.67 ± 4.71 2/4 SBPS
OTPDL 98.00 ± 3.22 2/2 SBPS
C4.5 96.00 ± 5.62 2/4 Weka
Decision Table 92.67 ± 5.84 3/6 Weka
OneR 94.00 ± 4.92 1/3 Weka
NefClass 96.00 ± 4.59 1/2 NefClass

Tablica 10.18: Zbiór: irysy. Wyniki testu 10xCV

10.2.7 Winoro±l
Wyniki porównawcze dla ró»nych metod przedstawia tabela (10.21). Najlepsze
rozwi¡zanie dla porównania ró»nych metod zostaªo znalezione z wykorzystaniem
algorytmu CFCM+LVQ (tab(10.20)), który prawie o 1.7% pobiª drugi z algorytmów
drzewo C4.5 przy mniejszej wariancji wyników i porównywalnej zªo»ono±ci rozwi¡zania.
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Prototypy:
Cecha: f7 f11 f12 f13 Θ
P1 = [ -0.0443 0.0976 0.1502 0.3937 ]T 0.1379
P2 = [ 0.3565 0.5772 0.4432 0.0813 ]T 0.2187
P3 = [ 0.0443 0.0976 0.1502 0.3937 ]T 0.1379
P4 = [ 0.4937 0.3496 0.6337 0.5399 ]T 0.0715

Reguªy:
je»eli X jest podobny do P4 mniej ni» Θ4 to C(X)=C3

jak nie, je»eli X jest podobny do P3 bardziej ni» Θ3 to C(X)=C2

jak nie, je»eli X jest podobny do P2 bardziej ni» Θ2 to C(X)=C3

jak nie, je»eli X jest podobny do P1 bardziej ni» Θ1 to C(X)=C1

jak nie, C(X)=C1

Tablica 10.19: Zbiór reguª oraz poªo»enia prototypów opisuj¡cych zbiór winoro±l.
Algorytm OPTDL

Cecha: f1 f3 f4 f7 f11 f13

P1 = [ -0.9450 -0.4403 0.2509 0.0528 0.4550 -0.7425 ]T

P2 = [ 0.9229 0.3300 -0.7366 0.9611 0.4708 1.1903 ]T

P3 = [ 0.2024 0.2772 0.5665 -1.2812 -1.2332 -0.3561 ]T

Reguªy:
je»eli X jest podobny do P1 to C(X)=C2

je»eli X jest podobny do P2 to C(X)=C1

je»eli X jest podobny do P3 to C(X)=C3

Tablica 10.20: Zbiór reguª oraz poªo»enia prototypów opisuj¡cych zbiór winoro±l.
Algorytm CFCM+LVQ

Poniewa» zbiór ten skªada si¦ z trzech klas dlatego te» minimalne rozwi¡zanie dla
systemu reguª typu k-NNwymagaªo 3 prototypów, co oznacza »e poszczególne klasy
s¡ liniowo separowalne. Kiepskie wyniki uzyskane przez algorytm OPTDL mo»na
tªumaczy¢ liniowym ksztaªtem granicy decyzji pomi¦dzy poszczególnymi klasami. W
obydwu przypadkach wykorzystano metody selekcji cech bazuj¡ce na algorytmie drzew
decyzji.

Metoda Dokªadno±¢ [%] A/R �ródªo
CFCM+LVQ 95.54 ± 4.91 6/3 SBPS
OTPDL 88.81 ± 9.38 4/5 SBPS
C4.5 93.86 ± 5.52 3/4 Weka
Decision Table 91.05 ± 6.49 6/41 Weka
OneR 76.41 ± 8.98 1/6 Weka
NefClass 92.22 ± 8.045 1/3 NefClass

Tablica 10.21: Zbiór: winoro±l. Wyniki testu 10xCV

10.2.8 Jonosfera
Bardzo dobrymi wynikami analizy charakteryzuje si¦ algorytm OPTDL, pozwalaj¡c
na klasy�kacj¦ zbioru treningowego z dokªadno±ci¡ 89.46% przy zaledwie jednej regule
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Prototypy:
Cecha: f3 f25 Θ
P1 = [ 0.9707 0.5665] ]T 0.1883

Reguªy:
je»eli X jest podobny do P1 mniej ni» Θ1 to C(X)=C1

jak nie, C(X)=C2

Tablica 10.22: Zbiór reguª oraz poªo»enia prototypów opisuj¡cych zbiór jonosfera.
Algorytm OPTDL

Prototypy:
Cecha: f2 f4 f5 f21 f26

P1 = [ -0.0730 -2.1542 -0.0885 -0.4869 0.4903 ]T

P2 = [ -1.8982 -0.8291 -0.0075 -0.1092 0.7909 ]T

P3 = [ 0.3090 0.6721 2.0769 1.5144 0.9048 ]T

P4 = [ -1.5420 -1.6746 -0.3159 -0.2286 -1.515 ]T

P5 = [ 0.4521 0.4076 0.1288 -0.1147 -0.0750 ]T

P6 = [ 0.3576 0.3007 -2.2575 1.2493 0.8369 ]T

Reguªy:
je»eli X jest podobny do P1 to C(X)=C2

je»eli X jest podobny do P2 to C(X)=C2

je»eli X jest podobny do P3 to C(X)=C2

je»eli X jest podobny do P4 to C(X)=C2

je»eli X jest podobny do P5 to C(X)=C1

je»eli X jest podobny do P6 to C(X)=C2

Tablica 10.23: Zbiór reguª oraz poªo»enia prototypów opisuj¡cych zbiór jonosfera.
Algorytm CFCM+LVQ

i dwóch atrybutach (tab.(10.22)). �rednia dokªadno±¢ testu krzy»owego jest jednak
gorsza o ponad 2% w porównaniu z algorytmem C4.5 czy te» algorytmem DecisionTable
(tab.(10.24)). Rozwa»aj¡c jednak prostot¦ znalezionego rozwi¡zania, algorytm ten
wysuwa si¦ na prowadzenie, gdy» rezultat osi¡gni¦ty przez algorytm C4.5 wymagaª a»
14 atrybutów oraz 18 reguª. Jako metoda selekcji cech posªu»yª tutaj algorytm drzew
decyzji.
�rednia dokªadno±¢ wyników znalezionych dla reguª typu k-NNjest porównnywala z
dokªadno±ci¡ algorytmu OPTDL przy jednak mniejszym odchyleniu standardowym
uzyskanych wyników. Znalezione przez metod¦ CFCM+LVQ rozwi¡zanie wymagaªo
6 prototypów opisanych na 5 atrybutach znalezionych przez algorytm selekcji w przód
(tab.(10.23)).

10.2.9 Lancet
Dla zbioru lancet algorytm OPTDL znalazª opis skªadaj¡cy si¦ z dwóch reguª opisanych
prototypami w tab.(10.25) oraz 3 cech. System ten pozwala na uzyskanie dokªadno±ci
zbioru treningowego 92.77%
Analiza uzyskanych rezultatów wskazuje, i» podobnie jak w przypadku zbioru raka
piersi ksztaªt granicy decyzji przyjmuje ksztaªt (hipersfery) o czym ±wiadczy du»a
warto±¢ progu dla prototypu P1. Powoduje to, »e opis tego zbioru w oparciu o algorytm
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Metoda Dokªadno±¢ [%] A/R �ródªo
CFCM+LVQ 87.82 ± 4.47 5/6 SBPS
OTPDL 87.57 ± 6.99 2/1 SBPS
C4.5 89.74 ± 4.38 14/18 Weka
Decision Table 88.97 ± 5.19 3/22 Weka
OneR 82.39 ± 5.44 1/7 Weka
NefClass 86.6 ± 4.13 3/4 NefClass

Tablica 10.24: Zbiór: jonosfera. Wyniki testu 10xCV

Prototypy:
Cecha: fV DM

9 fV DM
3 fV DM

11 Θ
P1 = [ 0.2293 0.0781 0.0238 ]T 0.5773
P2 = [ 0.2293 0.8615 0.0238 ]T 0.0565

Reguªy:
je»eli X jest podobny do P2 mniej ni» Θ2 to C(X)=C2

jak nie, je»eli X jest podobny do P1 bardziej ni» Θ1 to C(X)=C2

jak nie, C(X)=C1

Tablica 10.25: Zbiór reguª oraz poªo»enia prototypów opisuj¡cych zbiór lancet. Algorytm
OPTDL

CFCM+LVQ jest bardziej zªo»ony i wymaga czterech prototypów przedstawionych w
tab.(10.26).

Prototypy:
Cecha: f3 f9 f11

P1 = [ 0.2293 0.8615 0.4316 ]T

P2 = [ 0.8796 0.0782 0.4051 ]T

P3 = [ 0.9107 0.8615 0.364 ]T

P4 = [ 0.2293 0.0781 0.3443 ]T

Reguªy:
je»eli X jest podobny do P1 to C(X)=C1

je»eli X jest podobny do P2 to C(X)=C1

je»eli X jest podobny do P3 to C(X)=C1

je»eli X jest podobny do P4 to C(X)=C2

Tablica 10.26: Zbiór reguª oraz poªo»enia prototypów opisuj¡cych zbiór lancet. Algorytm
CFCM+LVQ

10.2.10 Choroby serca
Analiza wyników tabeli (10.30) wskazuje, i» algorytm OPTDL zdystansowaª inne
metody. Pojedynczy prototyp opisany w przestrzeni 3 cech (tab.(10.28)) pozwalaª na
±redni¡ klasy�kacj¦ z dokªadno±ci¡ 84.16 ± 5.73 co o ponad 6% przewy»szyªo dokªadno±¢
algorytmu C.45, o 2.25% system reguªowy DecisionTable oraz 4% system rozmyty
NefClass. Uzyskane wyniki wskazuj¡, i» ksztaªt granicy decyzji jest sferyczny. Na
identycznym podzbiorze cech, wyznaczonym zarówno przez algorytm selekcji w przód
bazuj¡cy na warto±ciach rankingowych dla algorytmu OPTDL, jak i na przeszukiwaniu
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Metoda Dokªadno±¢ [%] A/R �ródªo
CFCM+LVQ 91.31 ± 3.46 3/4 SBPS
OTPDL 93.20 ± 2.73 3/2 SBPS
C4.5 95.16 ± 2.59 5/8 Weka
Decision Table 93.63 ± 2.78 6/20 Weka
OneR 88.89 ± 3.39 1/1 Weka
NefClass 90.19 ± 3.55 1/2 NefClass

Tablica 10.27: Zbiór: lancet. Wyniki testu 10xCV

zachªannym dla algorytmu CFCM+LVQ, druga z metod uzyskaªa nieco gorszy wynik
±redniej dokªadno±ci przy dwóch prototypach (tab.(10.29)).

Prototypy:
Cecha: fV DM

13 fV DM
7 f12

V DM Θ
P1 = [ 0.77439 0.78313 0.74138 ]T 0.318

Reguªy:
je»eli X jest podobny do P1 mniej ni» Θ1 to C(X)=C1

jak nie, C(X)=C2

Tablica 10.28: Zbiór reguª oraz poªo»enia prototypów opisuj¡cych zbiór choroby serca.
Algorytm PTDL

10.3 Podsumowanie wyników
Uzyskane w trakcie testów wyniki wskazuj¡, i» metody reguª prototypowych stanowi¡
powa»n¡ alternatyw¦ do innych znanych metod wydobywania reguª z danych.

Prototypy:
Cecha fV DM

3 fV DM
12 fV DM

13

P1 = [ 0.7232 0.7098 0.7603 ]T

P2 = [ 0.3101 0.2974 0.3235 ]T

Reguªy:
je»eli X jest podobny do P1 to C(X)=C1

je»eli X jest podobny do P2 to C(X)=C2

Tablica 10.29: Zbiór reguª oraz poªo»enia prototypów opisuj¡cych zbiór choroby serca.
Algorytm CFCM+LVQ

Metoda Dokªadno±¢ [%] A/R �ródªo
CFCM+LVQ 82.80 ± 6.83 3/2 SBPS
OTPDL 84.16 ± 5.73 3/1 SBPS
C4.5 77.75 ± 6.72 11/17 Weka
Decision Table 81.91 ± 7.02 4/8 Weka
OneR 72.23 ± 6.60 1/1 Weka
NefClass 79.82 ± 9.15 1/2 NefClass

Tablica 10.30: Zbiór: choroby serca. Wyniki testu 10xCV
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Uzyskane wyniki cz¦sto znacznie przewy»szaj¡ rezultaty uzyskane metodami ekstrakcji
klasycznych reguª ostrych oraz cz¦sto równie» reguª rozmytych. Dla zbiorów raka piersi
oraz chorób serca uzyskane w oparciu o algorytm OPTDL wyniki pozwalaj¡ na zapis
wydobytej wiedzy w postaci zaledwie jednej reguªy, daj¡c jednocze±nie bardzo du»¡
dokªadno±¢ klasy�kacji przewy»szaj¡c¡ rezultaty metod reguª ostrych oraz rozmytych
zarówno pod wzgl¦dem dokªadno±ci, jak i skomplikowania struktury wydobytej wiedzy.
Zastosowanie algorytmu CFCM+LVQ równie» pozwoliªo na reprezentacj¦ wydobytej
wiedzy w postaci bardzo prostych zbiorów reguª. Zaledwie dwa lub trzy prototypy
cz¦sto umo»liwiaj¡ klasy�kacj¦ danych przewy»szaj¡c¡ inne metody ekstrakcji reguª.
Dowodz¡ tego rezultaty uzyskane m.in dla zbiorów cukrzyca, rak piersi oraz choroby
w¡troby.
Dla niektórych zbiorów danych jak np. sonar uzyskane wyniki odbiegaj¡ od rezultatów
innych metod. Mo»na to tªumaczy¢ prostot¡ uzyskanych wyników jak równie»
niepeªnym przeszukaniem przestrzeni modelu. Zarówno w przypadku reguª progowych,
jak i k-NNu»ywana byªa funkcja odlegªo±ci Euklidesa, podczas gdy jej mody�kacja
(zmiana wykªadnika pot¦gi) mogªaby przynie±¢ oczekiwane rezultaty podniesienia
dokªadno±ci klasy�kacji. Nale»y tutaj jednak zwróci¢ uwag¦, i» istot¡ problemu jest
zarówno dokªadno±¢ klasy�kacji, jak i reprezentacja wydobytej wiedzy w najprostszy
mo»liwy sposób.
Podsumowuj¡c nale»y zaznaczy¢, i» obydwa zaproponowane w pracy algorytmy
wydobywania reguª prototypowych cechuj¡ ró»ne wªa±ciwo±ci. Powoduje to, »e w
praktyce ich stosowania istotne jest sprawdzenie obydwu metod w celu wybrania lepszej
z nich. Powy»sz¡ tez¦ mo»na rozszerzy¢ o porównanie ró»nych algorytmów celem
wybrania najwªa±ciwszego do analizowanego zagadnienia.
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Rozdziaª 11

Podsumowanie

11.1 Wnioski
Przeprowadzona analiza zarówno empiryczna, jak i teoretyczna wskazuje na du»e
mo»liwo±ci analizy danych w oparciu o metody reguª prototypowych. Analiza
danych do±wiadczalnych wykazaªa, i» w wi¦kszo±ci wypadków uzyskane rezultaty
byªy porównywalne lub nawet przewy»szaªy wyniki uzyskane powszechnie uznanymi
metodami ekstrakcji wiedzy - i to zarówno metod wydobywaj¡cych reguªy ostre, jak i
rozmyte.
Uzyskane wyniki klasy�kacji rzeczywistych danych wskazuj¡ na bardzo dobre
wªa±ciwo±ci zaproponowanej w pracy adaptacji algorytmu warunkowego grupowania
danych w poª¡czeniu z algorytmem LVQ do klasy�kacji danych. Podobnie korzystnie
wypada te» porównanie metod doboru liczby prototypów. Algorytm wy±cigu przy
porównywalnych rezultatach znacznie przyspieszyª uzyskanie odpowiedniej liczby
prototypów przypadaj¡cych na klas¦ w porównaniu z metod¡ wspinaczki.
Porównanie metod ekstrakcji reguª prototypowych progowych: algorytmu HDT z
OPTDL udowadnia i» osi¡gaj¡ one podobne dokªadno±ci oraz zdolno±ci generalizacji. Na
korzy±¢ algorytmu OPTDL przemawia jednak wi¦ksza prostota i ªatwo±¢ interpretacji
uzyskanych wyników.
Opisana w rozdziale 9 równowa»no±¢ reguª prototypowych oraz rozmytych pozwala
na wzajemn¡ transformacj¦ uzyskanych wyników pomi¦dzy obydwoma typami metod
reprezentacji wiedzy. Dzi¦ki przedstawionej analizie u»ytkownik ma mo»liwo±¢
interpretacji wyników b¡d¹ w postaci prototypów, b¡d¹ te» w postaci reguª rozmytych.
Kolejn¡ korzy±ci¡ pªyn¡c¡ z równowa»no±ci obydwu systemów jest mo»liwo±¢ wzajemnej
adaptacji algorytmów uczenia, tym bardziej »e wi¦kszo±¢ z opisanych w rozdziale 6
metod nie byªa dotychczas stosowana w problemie rozumienia danych.
Zaprezentowane w rozdziale 5 nowe probabilistyczne funkcje odlegªo±ci dla atrybutów
ci¡gªych typu HVDM, PVDM oraz LVDM pozwalaj¡ na popraw¦ dokªadno±ci
klasy�kacji. Uzyskane w rozdziale 5.3.3 wyniki dowodz¡, i» wzrost dokªadno±ci si¦ga
cz¦sto kilku procent. Zaproponowane w pracy odlegªo±ci maj¡ jednak wad¦ zwi¡zan¡
z interpretacj¡ uzyskanych wyników. Powoduje to, i» ich praktyczne wykorzystanie w
procesie wydobywania reguª staje si¦ ograniczone i dlatego te» nie zostaªy one u»yte do
oblicze« opisanych w rozdziale 10.
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11.2 Mo»liwo±ci dalszych bada«
Analiza budowy reguª prototypowych typu k-NNoraz PTR wskazuje, i» obydwa systemy
posiadaj¡ ró»ne wªa±ciwo±ci. Systemy reguªy typu PTR maj¡ zasi¦g lokalny, gdy»
pojedyncza reguªa de�niuje lokaln¡ podprzestrze« w przestrzeni danych wej±ciowych,
podczas gdy reguªy typu k-NNmaj¡ charakter globalny. Tym samym interesuj¡cym
rozwi¡zaniem wydaje si¦ by¢ sekwencyjna integracja obydwu typów reguª w postaci
jednolitej metody analizy danych. Rezultatem integracji powinien by¢ algorytm, który
w pierwszym kroku dokonywaªby wst¦pnej klasy�kacji w oparciu o reguªy typu k-
NN, a nast¦pnie dla lokalnych skupisk wektorów klasy�kacja byªaby realizowana z
wykorzystaniem reguª PTR.
Ciekawym obszarem bada« wydaje si¦ by¢ analiza redukcji liczby prototypów zarówno
dla reguª k-NN, jak i PTR. W literaturze maªo jest przykªadów realizacji tego
zagadnienia w zastosowaniu do algorytmu RCE, co wydaje si¦ by¢ interesuj¡cym
problemem. Podobnie problem selekcji wektorów referencyjnych dla algorytmu k-NNjest
równie» otwarty. Dowodz¡ tego ci¡gle pojawiaj¡ce si¦ nowe publikacje z tej dziedziny.
Równie wa»nym obszarem dalszych bada« jest kwestia wa»enia prototypów i
wykorzystania do tego celu zasady maksymalizacji marginesu separowalno±ci. Innym
ciekawym obszarem zastosowa« reguª prototypowych jest zagadnienie wydobywania
reguª z nauczonych modeli o wiedzy typu implicite. Zagadnienie to jest obecnie rozwijane
przez autora w zastosowaniu do wydobywania wiedzy z klasy�katorów typu SVM, gdzie
mo»liwe jest wykorzystanie algorytmów redukcji liczby wektorów wsparcia typu metody
zredukowanych zbiorów (ang. reduced set methods) [149].
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Rozdziaª 12

Dodatek 1

12.1 Opis zbiorów u»ytych w testach
12.1.1 Rak piersi
Zbiór danych dotycz¡cych raka piersi uzyskano ze szpitali uniwersyteckich w Wisconsin
(ang. wisconsin brest cancer). Zbiór zawiera dwie klasy opisuj¡ce typ nowotworu:
zªo±liwy (ang. malignant) oraz ªagodny (ang. bening). Zawieraj¡ one odpowiednio 241
(34,5%) oraz 458 (65,5%) przypadków opisanych poprzez 9 cech. Caªo±¢ zbioru liczy
699 wektory, z czego 9 wektorów zawiera warto±ci brakuj¡ce. W testach porównawczych
wektory zawieraj¡ce warto±ci brakuj¡ce usuni¦to.

12.1.2 Wyrostek robaczkowy
Zbiór ten (ang. appendicitis) stanowi zbiór 8 testów medycznych przeprowadzonych
dla 106 pacjentów podejrzanych o konieczno±¢ usuni¦cia wyrostka robaczkowego.
Pacjentom tym przeprowadzono równie» biopsj¦, na podstawie której okre±lono
rzeczywist¡ konieczno±¢ operacji - podlegaªo jej 85 pacjentów. Ze zbioru danych
udost¦pnionego przez Weissa [175] autor usun¡ª jedn¡ z cech ze wzgl¦du na brakuj¡ce
warto±ci. Zadaniem klasy�kacji jest przewidzenie na podstawie 7 testów medycznych
konieczno±ci dokonania operacji.

12.1.3 Cukrzyca
Cukrzyca (ang. pima indian diabetes) to zbiór danych pochodz¡cy z repozytorium UCI
[117] okre±laj¡cy podejrzenie o cukrzyc¦ wg. kryterium �wiatowej Organizacji Zdrowia.
Ka»dy pacjent opisany jest 8 atrybutami porz¡dkowymi b¡d¹ ci¡gªymi. Spo±ród
badanych 768 pacjentów 500 sklasy�kowanych jest jako zdrowi, za± 268 jako chorzy.

12.1.4 Sonar
Zbiór sonar zostaª pobrany z repozytorium UCI i opisuje problem dyskryminacji
sygnaªów sonaru odbitych od przedmiotów metalowych o ksztaªcie cylindrycznym oraz
od skaª. Baza ta skªada si¦ ze 111 wektorów opisuj¡cych sygnaª pochodz¡cy z odbicia
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od metalowego przedmiotu cylindrycznego oraz 97 wektorów, których ¹ródªem byªo
echo skaª. Ka»dy z wektorów opisany jest poprzez 60 zmiennych, z których ka»da
odpowiada innej cz¦stotliwo±ci echa sygnaªu znormalizowanej do przedziaªu (0. . . 1).

12.1.5 Choroby w¡troby
Zbiór choroby w¡troby (ang. BUPA liver disorders) pochodzi z repozytorium UCI i
opisuje przypadki niewydolno±ci w¡troby. Caªo±¢ zbioru stanowi 6 atrybutów oraz 345
przypadków. Poszczególne atrybuty to pi¦¢ ró»nych warto±ci bada« krwi oraz jedna
cecha opisuj¡ca ilo±¢ pitego w ci¡gu dnia alkoholu.

12.1.6 Irysy
Irysy jest zbiorem opisuj¡cym rozpoznawanie trzech gatunków irysów setosa, versicolor
oraz virginica na podstawie czterech cech - dªugo±ci oraz szeroko±ci kielicha oraz dªugo±ci
i szeroko±ci pªatka. Zbiór irysy skªada si¦ ze 150 wektorów, po 50 wektorów dla ka»dego
z gatunków. Zbiór ten jest bardzo prosty, gdy» rozkªad wektorów w poszczególnych
klasach dla cechy 3 i 4 posiada ksztaªt Gaussowski.

12.1.7 Winoro±l
Zbiór ten opisuje problem rozpoznawania trzech gatunków winoro±li pochodz¡cych z
tego samego regionu Wªoch. Podobnie jak irysy, zbiór ten jest prostym zbiorem cz¦sto
u»ywanym do porówna«. Skªada si¦ on z 13 atrybutów ci¡gªych opisuj¡cych ró»ne
parametry winoro±li.

12.1.8 Jonosfera
Zbiór jonosfera (ang. ionosphere) stanowi ocen¦ mo»liwo±ci radaru na podstawie jako±ci
uzyskanych obrazów z jonosfery. Zbiór pochodzi z repozytorium UCI [117] i skªada si¦
z 351 wektorów opisanych przez 34 cechy ci¡gªe.

12.1.9 Lancet
Zbiór lancet (ang. lancet) stanowi opis 692 przypadków raka piersi, spo±ród których
235 jest zªo±liwych oraz 457 ªagodnych. Ka»dy przypadek skªada si¦ z wieku pacjenta
oraz 10 binarnych cech uzyskanych. Etykiety wektorów uzyskano na podstawie biopsji.
Zbiór zostaª udost¦pniony przez autorów Walkera, Crossa oraz Harrisona [171].

12.1.10 Choroby serca
Zbiór ten (ang. cleveland heart disease) stanowi opis pacjentów z chorobami serca.
Skªada si¦ z 303 wektorów (ka»dy wektor opisuje jednego pacjenta) sklasy�kowanych
pocz¡tkowo w 5 kategoriach, a nast¦pnie przeetykietowanych do dwóch okre±laj¡cych
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osob¦ zdrow¡ - 164 przypadki oraz chor¡ 139 przypadków. Zbiór oryginalnie
skªadaª si¦ z 76 atrybutów, jednak autorzy wybrali 14 najbardziej istotnych cech, które
powszechnie sªu»¡ do testów porównawczych. Zbiór pochodzi z repozytorium UCI [117].
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